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ปญหาความสัมพันธเชิงเสนตามบริบท คือปญหาที่มีตัวแปรตนที่แบงขอมูลออกเปนกลุมตาง ๆ

โดยในแตละกลุมจะมีความสัมพันธกับผลเฉลยในลักษณะเชิงเสนที่แตกตางกัน ทางผูวิจัยไดสนใจที่จะนำ

วิธีโครงขายประสาทเทียม (Neural Networks) มาแกไขปญหาประเภทดังกลาว โดยพัฒนาโครงสราง

ที่ชื่อวา Generalized Contextual Regression (GCR) และเปรียบเทียบกับโครงสรางที่เคยมีมากอน
ไดแก Feedforward Neural Networks (FNN) ซึ่งเปนโครงสรางพื้นฐาน และ Contextual Re-
gression (CR) ซึ่งนำเสนอโดย Liu และ Wang (2017) งานวิจัยนี้จะศึกษาเฉพาะปญหาการถดถอย
เชิงเสน ที่ตัวแปรตนไมเกิน 10 ตัว ซึ่งมีตัวแปรเชิงบริบทไมเกิน 3 ตัวเทานั้น โดยจากผลการวิจัยพบวา

วิธี GCR มีประสิทธิภาพสูงที่สุดในการแกไขปญหาความสัมพันธเชิงเสนตามบริบทเมื่อเปรียบเทียบกับวิธี

FNN และ CR
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A problem with group inputs that partition observations into groups, where
each group has a unique linear relationship between the response variable and
explanatory variable, is known as a linear contextual relation problem. We pro-
pose to apply neural network structure to solve the problem by implementing
our new method called generalized contextual regression (GCR). We also compare
the model’s effectiveness to the standard approaches, feedforward neural network
(FNN), and the contextual regression method (GCR) by Liu and Wang (2017), which is
our motivation. The problem in this study is only linear regression problems which
contain at most 10 explanatory variables and at most 3 contextual explanatory vari-
ables. From the study, we find that GCR performs best in solving the contextual
linear relation problem, comparing with the alternativesm, FNN and CR.
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บทที่ 1

บทนำ

1.1 ความเปนมาและความสำคัญของปญหา

ในปจจุบัน ดวยความกาวหนาทางเทคโนโลยี ประกอบกับองคความรูทางการคำนวณที่เพิ่มขึ้น
เรื่อย ๆ ทำใหเราสามารถวิเคราะหปญหาที่เกี่ยวของกับขอมูลขนาดใหญได โดยปญหาการเรียนรูแบบมี
ผูสอน (Supervised learning) ถือเปนปญหาหลัก ๆ ที่เจอไดในหลากหลายอุตสาหกรรม ซึ่งปญหา
ประเภทนี้ สามารถแกไดโดยการพยายามหาความสัมพันธบางอยางระหวางขอมูลกับผลเฉลย ซึ่งความ
สัมพันธดังกลาวก็สามารถเปนไดหลายรูปแบบ เชน ความสัมพันธเชิงเสน, ความสัมพันธไมเชิงเสน, ความ
สัมพันธเชิงความนาจะเปน, ฯลฯ โดยในวิทยานิพนธฉบับนี้จะกลาวถึงชอมูลที่มีความสัมพันธเชิงบริบท
(Contextual relation)

การที่ขอมูลมีความสัมพันธเชิงบริบท หมายถึงมีขอมูลบางคาที่เปนตัวสรางเงื่อนไขในการ
วิเคราะหโมเดลความสัมพันธระหวางขอมูลกับผลเฉลย ตัวอยางเชน ในสถานการณปจจุบัน ทามกลาง
ปญหาโรคโควิด 19 ผูปวยจะตองมีการวัดระดับออกซิเจนที่ปลายนิ้วมือ ซึ่งหลักการทำงานของเครื่อง
วัดนัี้ จะใชหลักการดูดหลืนแสง โดยมีแสงสีแดงสองผานปลายนิ้วมือดานบน ไปยังสวนที่รับแสงดานลาง
โดยเครื่องจะนำคาปรมาณแสงที่วัดไดกอน และหลังผานนิ้วมือ ไปคำนวณคาความอิ่มตัวของออกซิเจน
และแสดงผานทางจอแสดงผล ซึ่งจากงานวิจัยของ Michael W. Sjoding [8] พบวา ความแมนยำใน
การวัดผลนั้นขึ้นอยูกับความเขมสีผิวของผูปวย โดยผูปวยที่มีสีผิวเขมจะมีคาออกซิเจนที่วัดไดสูงกวาคา
จริง เมื่อวัดคาจริงจากวิธี arterial blood gas จากขอมูลนี้ เราจะกลาววาสีผิวเปนตัวแปรเชิงบริบท
(Contextual features) เพราะเราสามารถเขียนสูตรการคำนวณหาความเขมออกซิเจนไดเปน

ปริมาณความอิ่มตัวของ oxygen =

 model1(input) เมื่อความเขมสีผิวมาก
model2(input) เมื่อความเขมสีผิวนอย

ซึ่งหากเราสามารถพัฒนาอุปกรณใหคำนวณคาความอิ่มตัวของ oxygen ไดตามตัวแบบขางตน จะทำให
เราสามารถเพิ่มประสิทธิภาพของอุปกรณไดมากขึ้นไปอีก โดยนอกเหนือจากตัวอยางขางตนที่กลาวมา
นั้น ยังมีอีกหลายปญหาที่ประกอบดวยขอมูลที่มีความสัมพันธเชิงบริบท เชน การวิเคราะหคะแนนสอบ
ของนักศึกษามหาวิทยาลัยของ Josée Dupuis [3] ที่มีการวิเคราะหตัวแปรเชิงบริบทเปนการดูสื่อวีดีโอ
ออนไลนของนักศึกษา และการสรางตัวแบบอัตราการเติบโตของเด็กเล็กของ Laura M. Grajeda [4]
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ที่มีการเคราะหตัวแปรเชิงบริบทเปนอายุ และเพศของเด็ก

การแกปญหาการเรียนรูแบบมีผูสอนนั้นมีไดหลายวิธีตั้งแต การถดถอยเชิงเสน (LR; Linear re-
gression), การถดถอยเชิงเสนพหุคูณ (MLR; Multiple linear regression), Support vector ma-
chine (SVM) หรือโครงขายประสาทเทียม (ANN; Artificial Neural Networks) ซึ่งวิธี ANN นั้น
เปนที่นิยมในปจจุบัน เนื่องจากสามารถแกไขปญหาที่มีความซับซอนได ซึ่งมีตัวอยางการใชงานคือ การ
แยกประเภทตนไมวาเปนโรคใบไมรวงหรือเปลา ของ Noor Ezan Abdullah [1] หรือการทำนายเสน
ผานศูนยกลางตนยูคาลิปตัสเพื่อหาปริมาตร ของ Fabrízzio Alphonsus [9] โดยลักษณะของปญหา
ประเภทหนึ่งที่สามารถนำ ANN มาชวยแกไดคือปญหาประเภทการถดถอย ซึ่งเราสามารถใชโครงสราง
พื้นฐานอยาง Feedforward Neural Networks (FNN) ในการหาความสัมพันธระหวางขอมูล และผล
เฉลยได เชนการพยากรณความตองการไฟฟา ของ M. Talaat [10] แตทั้งนี้ FNN ยังไมสามารถแกไข
ปญหาที่มีขอมูลเชิงบริบทไดอยางมีประสิทธิภาพเทาที่ควร

ในป 2017 Chengyu Liu ไดเสนอวิธี การวิเคราะหการถดถอยตามบริบท (Contextual re-
gression method; CR) [5] ซึ่งสามารถแกปญหาขอมูลที่มีความสัมพันธเชิงบริบทกับผลเฉลยได โดย
มีตัวอยางการนำวิธีดังกลาวไปใชในงานวิจัยของ Jonathan Parkinson [6]

ในวิทยานิพนธฉบับนี้จะนำเสนอวิธีการแกปญหาขอมูลที่มีความสัมพันธเชิงบริบทกับผลเฉลย
ในอีกรูปแบบโดยมีชื่อวา การวิเคราะหการถดถอยตามบริบทนัยทั่วไป (Generalized contextual
regression method; GCR) ซึ่งมีวิธีการที่คลายคลึงกันกับงานวิจัยของ Chengyu Liu [5] ขางตน
แตมีการปรับโครงสรางของตัวแบบใหมเพื่อใหอยูในรูปทั่วไปมากขึ้น โดยจะมีการนำผลที่ไดจากตัวแบบ
ที่ปรับโครงสรางขึ้นมานี้ เทียบกับตัวแบบ FNN และ CR

1.2 วัตถุประสงคของการวิจัย

1. เพื่อประยุกตใชตัวแบบ GCR ในการแกไขปญหา linear regression ที่มีตัวแปรเชิงบริบท

2. เพื่อเปรียบเทียบผลลัพธที่ไดจากการใชตัวแบบ FNN,ตัวแบบ CR และตัวแบบ GCR
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1.3 ขอบเขตของการวิจัย

1. ศึกษาปญหาประเภท linear regression เทานั้น

2. ศึกษาปญหา contextual features ที่มีความสัมพันธกับผลเฉลยในรูปแบบ linear และ non-
linear

3. ปญหาประกอบดวย ตัวแปรอยางนอย 2 ตัวไมเกิน 10 ตัว

4. ปญหาประกอบดวย ตัวแปรเชิงบริบทอยางนอย 1 ตัว แตไมเกิน 3 ตัว

5. ปญหาประกอบดวยบริบทจำนวนไมเกิน 3 บริบท

6. ขอมูลที่เกิดจากการจำลองมีขนาดตัวอยางเทากับ 1000 ตัวอยาง ตอ 1 บริบท

7. บริเวณของแตละบริบทที่ขึ้นกับฟงกชันเชิงบริบท มีลักษณะเปนชวง (Interval)

1.4 ประโยชนที่คาดวาจะไดรับ

1. เพื่อเปนแนวทางในการประยุกตใชโครงขายประสาทเทียมสำหรับการวิเคราะหการถดถอยเชิง
เสนตามบริบทนัยทั่วไป (GCR) ในการแกไขปญหาความสัมพันธเชิงบริบท

2. เพื่อไดมาซึ่งผลลัพธการเปรียบเทียบตัวแบบ FNN, CR และ GCR เมื่อนำมาประยุกตใชกับการแก
ปญหาความสัมพันธเชิงบริบท



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

บทที่ 2

ทฤษฎีและงานวิจัยที่เกี่ยวของ

2.1 โครงขายประสาทแบบปอนไปหนา
(Feedforward Neural Network; FNN)

FNN เปนโครงสรางรูปแบบหนึ่งของ ANN มีลักษณะเปนหลาย ๆ ชั้น (layer) โดยแตละชั้นจะ
ประกอบดวย หลาย ๆ โหนด (node) โดยทั่วไปแลวโครงสรางของ layer จะมีอยู 3 สวนหลัก ๆ คือ

1. ชั้นขอมูลเขา (input layer)
เปนชั้นที่ประกอบดวยโหนดที่เปนขอมูลเขา ที่จะนำมาวิเคราะห

2. ชั้นที่ซอนอยู (hidden layer)
เปนชั้นที่ประกอบดวยโหนดที่ทำหนาที่เปนตัวแปลงขอมูลจากชั้นขอมูลเขามาสรางคาใหม (fea-
ture extraction) กอนที่จะสงผานไปยังชั้นขอมูลออก ซึ่งในนี้ อาจจะประกอบไปดวยมากกวา
1 ชั้นก็ได

3. ชั้นขอมูลออก (output layer)
เปนชั้นที่ประกอบดวยโหนดที่เปนผลลัพธสุดทายจากการผานชั้นตาง ๆ กอนหนา

รูปที่ 2.1: ตัวอยางโครงสรางของ FNN ที่มีชั้นที่ซอนอยู 2 ชั้น



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

5

จากรูปที่ 2.1 เปนตัวอยางของ FNN ที่ประกอบดวยชั้นขอมูลเขาที่มี 3 โหนด, ชั้นที่ซอนอยู 2 ชั้น
ที่มี 3 และ 4 โหนดตามลำดับ และชั้นขอมูลออกที่มี่ 2 โหนด โดยสำหรับกระบวนการทำงานของ FNN
จะมี 2 สวนหลัก ๆ คือ

1. Feedforward
คือกระบวนการสงผานขอมูลไปดานหนา เมื่อรูคาถวงน้ำหนัก (weight) ในแตละชั้น เชนจากรูป
ที่ 2.1 จะไดวา
ชั้นที่ 1:

z1i = f(ω1i0 + ω1i1 · x1 + ω1i2 · x2 + ω1i3 · x3)

สำหรับ i = 1, 2, 3

ชั้นที่ 2:
z2i = f(ω2i0 + ω2i1 · z11 + ω2i2 · z12 + ω2i3 · z13)

สำหรับ i = 1, 2, 3, 4

ชั้นขอมูลออก:

yi = f(ω3i0 + ω3i1 · z21 + ω3i2 · z22 + ω3i3 · z23 + ω3i4 · z24)

สำหรับ i = 1, 2

เมื่อ f เปนฟงกชันกระตุน (activation function) ซึ่งอาจจะเปน sigmoid function
หรือ tanh หรือ ReLu ขึ้นกับความเหมาะสมในการใชงาน และ wijk ∈ R เปนคาถวง
น้ำหนักที่เหมาะสม ซึ่งหากรูคาถวงน้ำหนักในแตละชั้น จะทำใหเราสามารถประมาณคาผลลัพธ
ไดจากกระบวนการ feedforward นี้

2. Backpropagation
เนื่องจากในทางปฏิบัติแลว เราจะไมสามารถหาคาถวงน้ำหนักไดโดยตรง ดังนั้นกระบวนการ
backpropagation จะเปนวิธีที่ชวยเราในการหาคาถวงน้ำหนักที่เหมาะสม โดยใชการเคลื่อนลง
ตามความชัน (gradient descent) เขามาชวย โดยมีวิธีการดังนี้

a) กำหนดรูปทั่วไปของ ŷ ใหขึ้นกับ ขอมูลเขา x และคาถวงน้ำหนักในแตละชั้น ω หรือก็คือ
เขียนใหอยูในรูป ŷ = h(x, ω)
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b) กำหนดฟงกชันการสูญเสีย (loss function) Lx,y(ω) เชนหากกำหนดใหเปนคาเฉลี่ย
ความผิดพลาดกำลังสอง (Mean squred error) จะไดเปน

Lx,y(ω) = (ŷ − y)t(ŷ − y) = (h(x, ω)− y)t(h(x, ω)− y)

c) หา ω ที่ทำใหคา Lx,y(ω) มีคานอยสุด โดยมีวิธีการหาหลากหลายวิธี เชน Batch gradi-
ent descent (BGD) ตามอัลกอริทึม 1

Algorithm 1 Batch Gradient Descent Algorithm
1: Initiate ω0, ϵ
2: t← 1
3: while true do
4: set learning rate ηt
5: ωt ← ωt−1 − ηt∇L(ωt−1)
6: if ||ωt − ωt−1|| < ϵ then
7: ω∗ ← ωt; ω∗ is the optimal weight
8: break
9: end if

10: t← t+ 1
11: end while
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2.2 วิธีถดถอยตามบริบท
(Contextual regression method; CR)

Chengyu Liu. และ Wei Wang. ไดมีการเสนอตัวแบบ contextual regression เพื่อชวยแก
ปญหาเรื่องการตีความไดของตัวแบบ และมีความแมนยำไปพรอม ๆ กัน โดยมีแนวคิดดังรูปที่ 2.2 ซึ่งจะ
มีการสรางเวกเตอร c(x) ที่เปนคาถวงน้ำหนักเชิงบริบท แลวนำมาเปนสวนชวยในการคำนวณ

รูปที่ 2.2: แนวคิดในการสราง Contextual regression model อางอิงจาก [5] โดยมีการหา
คาถวงน้ำหนักเชิงบริบท ci สำหรับแตละตัวแปร xi จากการวิเคราะหผานตัวแบบประเภทตาง
ๆ เชนโครงขายประสาทเทียม และซัพพอรทเวกเตอรแมชชีน

จากรูปที่ 2.2 สามารถเขียนออกมาเปนตัวแบบในรูปทั่วไปไดเปน

y = g(c(x)t · x+ b) = g(

n∑
i=1

ci(x1, x2, x3, ..., xn) · xi + b) (2.1)

เมื่อ g เปนฟงกชันการถดถอย เชนฟงกชันการระบุตัวตน (Identity function) สำหรับ การถดถอย
เชิงเสน หรือฟงกชันโลจิสติค (Logistic function) สำหรับการถดถอยโลจิสติค โดยในตัวแบบนี้มีการ
ออกแบบการหาคาถวงน้ำหนักตามบริบท (Contextual weight) c1, c2, ..., cn ดวยวิธี Bidirectional
LSTM โดยเทียบผลลัพธกับวิธีตาง ๆ เชน Linear Regression, Lasso Regression, LSTM (log in-
put) ซึ่งจากผลการทดลองของ Chengyu Liu. และ Wei Wang. พบวาวิธี Contextual regression
(log input) ใหประสิทธิภาพที่ดีที่สุด
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2.3 วิธีถดถอยตามบริบทนัยทั่วไป
(Generalized contextual regression method; GCR)

ในวิทยานิพนธฉบับนี้จะมีการตีความหมาย contextual regression ในอีกลักษณะหนึ่ง ซึ่งจะ
เขียนตัวแบบออกมาในหนาตาที่แตกตางกัน แตสุดทายสามารถจัดรูปออกมาใหสมมูลกันกับสมการ 2.1
ไดในบางกรณี โดยแนวทางการสรางเริ่ืมจากกำหนดใหความสัมพันธมีทั้งหมด p บริบท โดยจะกลาววา
เปนบริบทที่ 1, บริบทที่ 2, . . . , บริบทที่ p และกำหนดใหแตละตัวอยางประกอบดวย y ∈ R เปน
ตัวแปรตาม, x11, x12, . . . , x1m ∈ R เปนตัวแปรอิสระทั่วไป และ x21, x22, . . . , x2n ∈ R เปนตัวแปร
อิสระเชิงบริบท

การที่ x21, x22, . . . , x2n เปนตัวแปรเชิงบริบท สมมติใหสอดคลองกับบริบทที่ i หมายความวามี
ฟงกชัน g ที่สงคา x21, x22, . . . , x2n ไปยังบริบทที่ i หรือเขียนไดเปน

∃g : Rn → R, g(x21, x22, . . . , x2n) ∈ Ui

เมื่อ g คือฟงกชันเชิงบริบท (Contextual function) และ Ui คือเซตของภาพฉายของ g ที่เกิดจาก
x21, x22, . . . , x2n ที่สอดคลองกับบริบทที่ i หรือจะเรียกวาเปนบริเวณของบริบทที่ i (ith Contextual
space) เมื่อ

p∪
i=1

Ui = R และ
p∩

i=1

Ui = ∅

สำหรับแตละตัวอยาง จะมีตัวแบบแตกตางกันตามแตละบริบท สมมติให x11, x12, ..., x1m

สอดคลองกับบริบทที่ i จะมีตัวแบบเปน y = fi(x11, x12, . . . , x1m, x21, x22, . . . , x2n) ซึ่งเรา
สามารถเขียนตัวแบบในรูปทั่วไปออกมาไดเปน

y =

p∑
i=1

I(g(x21, x22, . . . , x2n) ∈ Ui) · fi(x11, x12, . . . , x1m, x21, x22, . . . , x2n)

เมื่อ I(·) เปนฟงกชันบงชี้ (Indicator function) กลาวคือ

I(g(x21, x22, . . . , x2n) ∈ Ui) =

 1 เมื่อ g(x21, x22, . . . , x2n) ∈ Ui

0 เมื่อ g(x21, x22, . . . , x2n) ̸∈ Ui

ซึ่งหากให x = (x11, x12, . . . , x1m, x21, x22, . . . , x2n)
t และจัดรูปให

g(x21, x22, . . . , x2n) = g(x11, x12, . . . , x1m, x21, x22, . . . , x2n) = g(x) จะไดวา

y =

p∑
i=1

I(g(x) ∈ Ui) · fi(x) (2.2)

โดยในที่นี้เราจะกลาววาตัวแบบเปน
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1. บริบทเชิงเสน (linear contextual) เมื่อ g เปนฟงกชันเชิงเสน หรือก็คือมี ω ∈ Rm+n และ
b ∈ R ที่ทำให g(x) = ωtx+ b

2. บริบทไมเชิงเสน (nonlinear contextual) เมื่อ g เปนฟงกชันไมเชิงเสน ซึ่งมีหลายหลายรูป
แบบ เชน g(x) = xtWx เมื่อ W ∈ R(m+n)×(m+n)

จากสมการ 2.2 พบวาถาให fi(x) = atix+ bi เมื่อ ai ∈ Rm+n, bi ∈ R จะไดวา

y =

p∑
i=1

I(g(x) ∈ Ui) · (atix+ bi)

=
( p∑
i=1

I(g(x) ∈ Ui)ati
)

︸ ︷︷ ︸
c(x)t

·x+
p∑

i=1

I(g(x) ∈ Ui)bi︸ ︷︷ ︸
b

ซึ่งสอดคลองกับรูปแบบที่ Chengyu Liu. และ Wei Wang. เสนอไว แตตัวแบบ GCR จะมีลักษณะ
ทั่วไปกวา เพราะไมไดเจาะจงวาแตละ fi จากสมการ 2.2 จะตองเปนฟงกชันเชิงเสนเทานั้น สามารถ
กำหนดใหเปนฟงกชันไมเชิงเสนได และมากไปกวานั้นตัวแบบ GCR มีความสามารถในการอธิบายขอมูล
ไดดีกวาตัวแบบ CR ผานการวิเคราะหบริเวณของแตละบริบท ซึ่งทั้งสองสวนนี้ถือเปนขอแตกตางที่เพิ่ม
ขึ้นมาในตัวแบบ GCR

2.4 ฟงกชันไฮเพอรโบลิกแทนเจนต
(Hyperbolic tangent function; Tanh)

โดยทั่วไปแลว การสงคาผานในแตละขั้นของโครงขายประสาทเทียม จะมีการนำขอมูลไปผาน
ฟงกชันกระตุน (activation function) ที่เปนฟงกชันไมเชิงเสนกอนจะสงไปยังชั้นถัดไป เพื่อเพิ่มความ
ซับซอนใหกับตัวแบบ โดยในงานวิจัยฉบับนี้เลือกใชฟงกชันไฮเพอรโบลิกแทนเจนต (Hyperbolic tan-
gent functionl; tanh) ซึ่งเปนหนึ่งในฟงกชันกระตุนหลาย ๆ ฟงกชันอางอิงจาก [7] โดยมีลักษณะดัง
สมการ

tanh(x) = ex − e−x

ex + e−x

เมื่อ x ∈ R โดยคาที่ไดจากฟงกชันไฮเพอรโบลิกแทนเจนตจะอยูในชวง −1 ถึง 1
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2.5 วิธีหาคาที่ดีที่สุดอดัม (ADAM-optimizer)
ในการทำ backpropagation ของตัวแบบโครงขายประสาทเทียม มีวัตถุประสงคเพื่อหาคา

ถวงน้ำหนักที่ทำใหฟงกชันการสูญเสียใหคานอยที่สุด โดยมีวิธีหาคาที่ดีที่สุด (optimizer) หลายตัวที่
สามารถนำมาใชได โดยในงานวิจัยฉบับนี้จะเลือกใชวิธีหาคาที่ดีที่สุดอดัม [2] เพราะเปนวิธีหาคาที่ดีที่สุด
ที่มีการนำขอดีจากวิธีหาคาที่ดีที่สุดอื่น ๆ มารวมกัน โดยมี algorithm ตามอัลกอรึทึม 2 ดานลาง

Algorithm 2 Adaptive Moment Estimation (ADAM)
1: Initiate t← 0, number of iterations as T , learning rate γ and ϵ > 0
2: Define loss function L(ω) for each ω
3: ω0 be a random unit vector
4: m0 ← 0 (first moment)
5: v0 ← 0 (second moment)
6: while t < T do
7: t← t+ 1
8: gt ← ∇ωL(ωt−1)
9: mt ← β1mt−1 + (1− β1)gt

10: vt ← β2vt−1 + (1− β2)g
2
t

11: m̂t =
mt

1−βt
112: v̂t =

vt
1−βt

2

13: wt ← wt−1 − γ m̂t√
v̂t+ϵ

14: end while
15: return wT



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

บทที่ 3

วิธีดำเนินงานวิจัย
งานวิจัยนี้มีวัตถุประสงคเพื่อเปรียบเทียบโครงสรางตัวแบบ GCR ที่ผูวิจัยพัฒนาขึ้นมา วามี

ประสิทธิภาพเทียบดีกวาตัวแบบดั้งเดิมอยาง FNN และ CR หรือไม อยางไร โดยผานการจำลองขอมูลที่
มีความสัมพันธเชิงบริบทในรูปแบบเชิงเสน และไมเชิงเสน

3.1 การจำลองขอมูล

ทางผูวิจัยไดทำการวิเคราะหปญหา จากการจำลองขอมูลที่มีความสัมพันธเชิงเสนตามบริบท
ทั้งหมด 4 รูปแบบ และมีวิธีการจำลองขอมูลในแตละกรณีดังนี้

1. กรณี 2 บริบท 2 ตัวแปร ตัวแปรเชิงบริบท 1 ตัว (มีความสัมพันธแบบบริบทเชิงเสน)

1.1. กำหนดขนาดตัวอยางเทากับ 2000 ตัวอยาง โดยมีบริบทละ 1000 ตัวอยาง

1.2. กำหนดใหตัวแปรอิสระ 2 ตัวคือ x1, x2 ที่มี x2 เปนตัวแปรเชิงบริบท โดย x1, x2
i.i.d∼

Cont.Unif(−1, 1)

1.3. ทำการจำลองขอมูลที่มีความสัมพันธแบบบริบทเชิงเสน (Linear contextual linear
models)

y =

 a1x1 + b1 + ϵ1 เมื่อ x2 ≥ c

a2x1 + b2 + ϵ2 เมื่อ x2 < c
(3.1)

เมื่อ
y เปนตัวแปรตาม
x1 เปนตัวแปรอิสระ
x2 เปนตัวแปรอิสระเชิงบริบท
a1, b1, a2, b2 เปนคาสัมประสิทธิ์การถดถอยของบริบทที่ 1 และบริบทที่ 2 ตามลำดับ โดย
สุมคาแบบหยิบซ้ำไดจาก {−100,−99, ..., 99, 100} มา 1 ชุด ϵ1, ϵ2 เปนตัวแปรรบกวน
โดย ϵ1, ϵ2

i.i.d∼ N (µ = 0, σ2 = 25)
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c คือจุดแบงระหวาง บริเวณของบริบทที่ 1 และบริบทที่ 2 หรือก็คือ U1 = [c,∞), U2 =

(−∞, c) โดยในที่นี้ กำหนดให c = 0

1.4. ในการทดลองไดมีการสุมคาพารามิเตอรของตัวแบบขางตนออกมาดังนี้ a1 = −73, a2 =

−22, b1 = −96, b2 = 35 นั่นคือ

y =

 −73x1 − 96 + ϵ1 เมื่อ x2 ≥ 0

−22x1 + 35 + ϵ2 เมื่อ x2 < 0
(3.2)

เมื่อ ϵ1, ϵ2
i.i.d∼ N (µ = 0, σ2 = 25)

1.5. ทำการสุมคา x1, x2
i.i.d∼ Cont.Unif(−1, 1) และ มา ϵ1, ϵ2

i.i.d∼ N (µ = 0, σ2 = 25)

2000 ตัวอยาง โดยสุมใหอยูในบริบทที่ 1 และ บริบทที่ 2 บริบทละ 1000 ตัวอยาง และ
คำนวณคา y ตามสมการ 3.2 โดยสามารถแสดงความสัมพันธไดดังรูปที่ 3.1

รูปที่ 3.1: กราฟสีแดงแสดงความสัมพันธระหวาง y กับ x1 ในบริบทที่ 1 (x2 ≥ 0) และกราฟ
สีน้ำเงินแสดงความสัมพันธระหวาง y กับ x1 ในบริบทที่ 2 (x2 < 0)
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2. กรณี 3 บริบท 2 ตัวแปร ตัวแปรเชิงบริบท 1 ตัว (มีความสัมพันธแบบบริบทเชิงเสน)

2.1. กำหนดขนาดตัวอยางเทากับ 3000 ตัวอยาง (บริบทละ 1000 ตัวอยาง)

2.2. กำหนดใหตัวแปรอิสระ 2 ตัวคือ x1, x2 ที่มี x2 เปนตัวแปรเชิงบริบท โดย x1, x2
i.i.d∼

Cont.Unif(−1, 1)

2.3. ทำการจำลองขอมูลที่มีความสัมพันธแบบบริบทเชิงเสน (Linear contextual linear
models)

y =


a1x1 + b1 + ϵ1 เมื่อ x2 ≥ c1

a2x1 + b2 + ϵ2 เมื่อ c1 > x2 ≥ c2

a3x1 + b3 + ϵ3 เมื่อ x2 < c2

(3.3)

เมื่อ
y เปนตัวแปรตาม
x1 เปนตัวแปรอิสระ
x2 เปนตัวแปรอิสระเชิงบริบท
a1, b1, a2, b2, a3, b3 เปนคาสัมประสิทธิ์การถดถอยของบริบทที่ 1,บริบทที่ 2 และบริบท
ที่ 3 ตามลำดับ โดยสุมคาแบบหยิบซ้ำไดจาก {−100,−99, ..., 99, 100} มา 1 ชุด
ϵ1, ϵ2, ϵ3 เปนตัวแปรรบกวนโดย ϵ1, ϵ2, ϵ3

i.i.d∼ N (µ = 0, σ2 = 25)

c1, c2 คือจุดแบงระหวาง บริเวณของบริบทที่ 1, บริบทที่ 2 และบริบทที่ 3 ตามลำดับ
หรือก็คือ U1 = [c1,∞),U2 = [c2, c1),U3 = (−∞, c2) โดยในที่นี้ให c1 = 1

3 และ
c2 = −1

3

2.4. ในการทดลองไดมีการสุมคาพารามิเตอรของตัวแบบขางตนออกมาดังนี้ a1 = 22, a2 =

−47, a3 = 60, b1 = 8, b2 = −73, b3 = 55, c1 =
1
3 นั่นคือ

y =


22x1 + 8 + ϵ1 เมื่อ x2 ≥ 1

3

−47x1 − 73 + ϵ2 เมื่อ 1
3 > x2 ≥ −1

3

60x1 + 55 + ϵ3 เมื่อ x2 < −1
3

(3.4)

เมื่อ ϵ1, ϵ2, ϵ3
i.i.d∼ N (µ = 0, σ2 = 25)

2.5. ทำการสุมคา x1, x2
i.i.d∼ Cont.Unif(−1, 1) และ ϵ1, ϵ2, ϵ3

i.i.d∼ N (µ = 0, σ2 = 25)

มา 3000 ตัวอยาง โดยสุมใหอยูในบริบทที่ 1, บริบทที่ 2 และบริบทที่ 3 บริบทละ 1000
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ตัวอยาง และคำนวณคา y ตามสมการ 3.4 จะทำใหไดชุดขอมูล y, x1, x2 3000 ชุด โดย
สามารถแสดงความสัมพันธไดดังรูปที่ 3.2

รูปที่ 3.2: กราฟสีแดงแสดงความสัมพันธระหวาง y กับ x1 ในบริบทที่ 1 (x2 ≥ 1
3
) , กราฟ

สีน้ำเงินแสดงความสัมพันธระหวาง y กับ x1 ในบริบทที่ 2 (1
3
> x2 ≥ −1

3
) และกราฟสีเขียว

แสดงความสัมพันธระหวาง y กับ x1 ในบริบทที่ 3 (x2 < −1
3
)

3. กรณี 2 บริบท 5 ตัวแปร ตัวแปรเขิงบริบท 2 ตัว (มีความสัมพันธแบบบริบทเชิงเสน หรือไมเชิง
เสน)

3.1. กำหนดขนาดตัวอยางเทากับ 2000 ตัวอยาง (บริบทละ 1000 ตัวอยาง)
3.2. กำหนดให x = (x1, x2, x3, x4, x5)

t โดยที่ x4, x5 เปนตัวแปรเชิงบริบท ทั้งนี้ให x′ =
(x4, x5)

t โดย x1, x2, x3, x4, x5
i.i.d∼ Cont.Unif(−1, 1)

3.3. ทำการจำลองขอมูลที่มีความสัมพันธแบบบริบทเชิงเสน (Linear contextual linear
models)

y =

 at1x+ b1 + ϵ1 เมื่อ ωtx′ ≥ c

at2x+ b2 + ϵ2 เมื่อ ωtx′ < c
(3.5)

เมื่อ
y เปนตัวแปรตาม
x1, x2, x3 เปนตัวแปรอิสระ
x4, x5 เปนตัวแปรอิสระเชิงบริบท
a1, b1, a2, b2 เปนคาสัมประสิทธิ์การถดถอยของบริบทที่ 1 และบริบทที่ 2 ตาม
ลำดับ โดยแตละพารามิเตอรใน a1, b1, a2, b2 โดยสุมคาแบบหยิบซ้ำไดจาก
{−100,−99, ..., 99, 100} มา 1 ชุด
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ϵ1, ϵ2 เปนตัวแปรรบกวนโดย ϵ1, ϵ2
i.i.d∼ N (µ = 0, σ2 = 25)

ω คือเวกเตอรขนาด 2 × 1 ที่สง x′ ไปยังแตละบริบท โดยแตละพารามิเตอรใน ω จะสุม
คาจาก [−1, 1]

c คือจุดแบงระหวาง บริเวณของบริบทที่ 1 และบริบทที่ 2 ตามลำดับ โดยในที่นี้ให c = 0

3.4. สำหรับการทดลอง 3.3. ไดมีการสุมคาพารามิเตอรของตัวแบบออกมาดังนี้ a1 =

[20,−83, 86, 38,−70]t, a2 = [−32,−60, 5, 80,−83]t, b1 = 38, b2 = 46 และ
ω = [−0.25, 0.12]t

3.5. ทำการสุมคา x1, x2, x3, x4, x5
i.i.d∼ Cont.Unif(−1, 1) และ ϵ1, ϵ2

i.i.d∼ N (µ =

0, σ2 = 25) มา 2000 ตัวอยาง โดยสุมใหอยูในบริบทที่ 1 และ บริบทที่ 2 บริบทละ 1000
ตัวอยาง และคำนวณคา y ตามสมการ 3.5 จะทำใหไดชุดขอมูล y, x1, x2, x3, x4, x5

2000 ชุด

3.6. ทำการจำลองขอมูลที่มีความสัมพันธแบบบริบทไมเชิงเสน (Nonlinear contextual lin-
ear models)

y =

 at1x+ b1 + ϵ1 เมื่อ x′tWx′ ≥ c

at2x+ b2 + ϵ2 เมื่อ x′tWx′ < c
(3.6)

เมื่อ
y เปนตัวแปรตาม
x1, x2, x3 เปนตัวแปรอิสระ
x4, x5 เปนตัวแปรอิสระเชิงบริบท
a1, b1, a2, b2 เปนคาสัมประสิทธิ์การถดถอยของบริบทที่ 1 และบริบทที่ 2 ตาม
ลำดับ โดยแตละพารามิเตอรใน a1, b1, a2, b2 โดยสุมคาแบบหยิบซ้ำไดจาก
{−100,−99, ..., 99, 100} มา 1 ชุด
ϵ1, ϵ2 เปนตัวแปรรบกวนโดย ϵ1, ϵ2

i.i.d∼ N (µ = 0, σ2 = 25)

W คือเมทริกซขนาด 2× 2 ที่สง x′ ไปยังแตละบริบท โดยแตละ พารามิเตอรใน W จะสุม
คาจาก [−1, 1] โดยมีเงื่อนไขวาตองเปนเมทริกซสมมาตรที่เปนบวกแนนอน (Symmetric
positive-definite matrix)
c คือจุดแบงระหวาง บริเวณของบริบทที่ 1 และบริบทที่ 2 ตามลำดับ

3.7. สำหรับการทดลอง 3.6. ไดมีการสุมคาพารามิเตอรของตัวแบบออกมาดังนี้ a1 =

[80, 63, 48, 97, 53]t, a2 = [74,−58, 53,−19,−8]t, b1 = −33, b2 = −19, c =
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0.0904 และ W =

 0.6088 −0.2001

−0.2001 0.2421

 .

3.8. ทำการสุมคา x1, x2, x3, x4, x5
i.i.d∼ Cont.Unif(−1, 1) และ ϵ1, ϵ2

i.i.d∼ N (µ =

0, σ2 = 25) มา 2000 ตัวอยาง โดยสุมใหอยูในบริบทที่ 1 และ บริบทที่ 2 บริบทละ 1000
ตัวอยาง และคำนวณคา y ตามสมการ 3.6 จะทำใหไดชุดขอมูล y, x1, x2, x3, x4, x5

2000 ชุด

4. กรณี 3 บริบท 10 ตัวแปร ตัวแปรเขิงบริบท 3 ตัว (มีความสัมพันธแบบบริบทเชิงเสน หรือไมเชิง
เสน)

4.1. กำหนดขนาดตัวอยางเทากับ 3000 ตัวอยาง (บริบทละ 1000 ตัวอยาง)

4.2. กำหนดให x = (x1, x2, x3, ..., x10)
t โดยที่ x8, x9, x10 เปนตัวแปรเชิงบริบท ทั้งนี้ให

x′ = (x8, x9, x10)
t โดย x1, x2, x3, ..., x10

i.i.d∼ Cont.Unif(−1, 1)

4.3. ทำการจำลองขอมูลที่มีความสัมพันธแบบบริบทเชิงเสน (Linear contextual linear
models)

y =


at1x+ b1 + ϵ1 เมื่อ ωtx′ ≥ c1

at2x+ b2 + ϵ2 เมื่อ c1 > ωtx′ ≥ c2

at3x+ b3 + ϵ3 เมื่อ ωtx′ < c2

(3.7)

เมื่อ
y เปนตัวแปรตาม
x1, x2, x3, ..., x7 เปนตัวแปรอิสระ
x8, x9, x10 เปนตัวแปรอิสระเชิงบริบท
a1, b1, a2, b2, a3, b3 เปนคาสัมประสิทธิ์การถดถอยของบริบทที่ 1, บริบทที่ 2 และบริบท
ที่ 3 ตามลำดับ โดยแตละพารามิเตอรใน a1, b1, a2, b2, a3, b3 โดยสุมคาแบบหยิบซ้ำได
จาก {−100,−99, ..., 99, 100} มา 1 ชุด
ϵ1, ϵ2, ϵ3 เปนตัวแปรรบกวนโดย ϵ1, ϵ2, ϵ3

i.i.d∼ N (µ = 0, σ2 = 25)

ω คือเวกเตอรขนาด 3 × 1 ที่สง x′ ไปยังแตละบริบท โดยแตละพารามิเตอรใน ω จะสุม
คาจาก [−1, 1]

c1, c2 คือจุดแบงระหวาง บริเวณของบริบทที่ 1 ,บริบทที่ 2 และบริบทที่ 3 ตามลำดับ ใน
ที่นี้ให c1 = 1 และ c2 = −1
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4.4. สำหรับการทดลอง 4.3. ไดมีการสุมคาพารามิเตอรของตัวแบบออกมาดังนี้
a1 = [−54, 1, 42, 27, 95,−15, 64, 96, 11,−12]t,

a2 = [−13,−38, 5, 24, 14,−6, 65, 87,−15, 88]t,

a3 = [−99,−49,−97, 68,−73, 22,−34, 89,−64, 68]t,

b1 = 12, b2 = 35, b3 = 37 และ ω = [−0.4583,−0.3444, 0.8089]t

4.5. ทำการสุมคา x1, x2, x3, · · · , x10
i.i.d∼ Cont.Unif(−1, 1) และ ϵ1, ϵ2, ϵ3

i.i.d∼ N (µ =

0, σ2 = 25) มา 3000 ตัวอยาง โดยสุมใหอยูในบริบทที่ 1, บริบทที่ 2 และบริบท
ที่ 3 บริบทละ 1000 ตัวอยาง และคำนวณคา y ตามสมการ 3.7 จะทำใหไดชุดขอมูล
y, x1, x2, x3, · · · , x10 3000 ชุด

4.6. ทำการจำลองขอมูลที่มีความสัมพันธแบบบริบทไมเชิงเสน (Nonlinear contextual lin-
ear models)

y =


at1x+ b1 + ϵ1 เมื่อ x′tWx′ ≥ c1

at2x+ b2 + ϵ2 เมื่อ c1 > x′tWx′ ≥ c2

at3x+ b3 + ϵ3 เมื่อ x′tWx′ < c2

(3.8)

เมื่อ
y เปนตัวแปรตาม
x1, x2, x3, ..., x7 เปนตัวแปรอิสระ
x8, x9, x10 เปนตัวแปรอิสระเชิงบริบท
a1, b1, a2, b2, a3, b3 เปนคาสัมประสิทธิ์การถดถอยของบริบทที่ 1, บริบทที่ 2 และบริบท
ที่ 3 ตามลำดับ โดยแตละพารามิเตอรใน a1, b1, a2, b2, a3, b3 โดยสุมคาแบบหยิบซ้ำได
จาก {−100,−99, ..., 99, 100} มา 1 ชุด
ϵ1, ϵ2, ϵ3 เปนตัวแปรรบกวนโดย ϵ1, ϵ2, ϵ3

i.i.d∼ N (µ = 0, σ2 = 25)

W คือเมทริกซขนาด 3× 3 ที่สง x′ ไปยังแตละบริบท โดยแตละพารามิเตอรใน W จะสุม
คาจาก [−1, 1] โดยมีเงื่อนไขวาตองเปนเมทริกซสมมาตรที่เปนบวกแนนอน (Symmetric
positive-definite matrix)
c1, c2 คือจุดแบงระหวาง บริเวณของบริบทที่ 1, บริบทที่ 2 และบริบทที่ 3 ตามลำดับ

4.7. สำหรับการทดลอง 4.6. ไดมีการสุมคาพารามิเตอรของตัวแบบออกมาดังนี้
a1 = [−69, 59, 23, 63, 25,−31,−70, 12, 56,−83]t,

a2 = [−73, 87, 70, 51, 92,−62, 28, 69,−62,−19]t,
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a3 = [−63,−73,−91,−45, 8, 54, 35,−22,−55, 35]t,

b1 = −22, b2 = −94, b3 = 59, c1 = 0.6427, c2 = 0.3072 และ

W =


0.2177 −0.3952 −0.2707

−0.3952 0.9063 0.2663

−0.2707 0.2663 0.6069

 .

4.8. ทำการสุมคา x1, x2, x3, · · · , x10
i.i.d∼ Cont.Unif(−1, 1) และ ϵ1, ϵ2, ϵ3

i.i.d∼ N (µ =

0, σ2 = 25) มา 3000 ตัวอยาง โดยสุมใหอยูในบริบทที่ 1, บริบทที่ 2 และบริบท
ที่ 3 บริบทละ 1000 ตัวอยาง และคำนวณคา y ตามสมการ 3.8 จะทำใหไดชุดขอมูล
y, x1, x2, x3, · · · , x10 3000 ชุด

โดยจากการจำลองขางตนสังเกตวามีเพียงกรณี 1 และ 2 เทานั้น ที่ตัวแปรเชิงบริบทไมเปนสวน
รวมในความสัมพันธเชิงเสน ทั้งนี้เพื่อตองการสังเกตลักษณะที่เกิดขึ้นจากขอมูลที่มีรูปแบบงายที่สุด

3.2 เงื่อนไขที่ทำการศึกษา

สำหรับการทำขั้นตอน backpropagation เพื่อใหสามารถเปรียบเทียบผลที่เกิดขึ้นในแตละตัว
แบบไดโดยไมเกิดความลำเอียง ดังนั้นแตละตัวแบบจะมีการกำหนดคาพารามิเตอรที่สำคัญใหเปนคา
เดียวกันดังนี้

1. อัตราการเรียนรู (learning rate) = 0.01

2. วิธีหาคาที่ดีที่สุด (optimizer) เลือกเปน Adam optimizer

3. จำนวนรอบในการทำ backpropagation ตอ 1 ตัวแบบ (epoch) คือ 20000 รอบ

4. ฟงกชันกระตุนที่ใชในแตละตัวแบบคือ ฟงกชันไฮเพอรโบลิกแทน (Tanh function)

5. ฟงกชันสูญเสียที่ใชในกระบวนการ backpropagation คือ ฟงกชันคาเฉลี่ยความผิดพลาดกำลัง
สอง

3.3 แนวคิดในการออกแบบแตละตัวแบบ

สำหรับแตละกรณีศึกษา มีวิธีการสรางตัวแบบที่แตกตางกันตามความซับซอนของขอมูลในแตละ
กรณี โดยมีแนวคิดในการสรางตัวแบบในแตละกรณีดังนี้
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กรณีที่ 1: 2 บริบท 2 ตัวแปร ตัวแปรเชิงบริบท 1 ตัว (มีความสัมพันธแบบบริบทเชิงเสน)

1. Feedforward Neural Networks (FNN)
สำหรับกรณีนี้ เราตองการสราง Neural network ที่มีความสามารถในการจำแนก 2 บริบท และ
สามารถสรางความสัมพันธเชิงเสน 2 รูปแบบ (บริบทละ 1 รูปแบบ) จึงมีการกำหนดใหชั้นที่ซอน
อยูที่ 1 ประกอบไปดวย 3 โหนด โดยโหนดที่ 1 มีไวเพื่อจำแนกบริบทจากขอมูล, โหนดที่ 2 มีไว
สำหรับการทำนายผลเฉลยของบริบทที่ 1, โหนดที่ 3 มีไวสำหรับการทำนายผลเฉลยของบริบทที่
2 และชั้นที่ซอนอยูที่ 2 ประกอบไปดวย 2 โหนด เพื่อเพิ่มความซับซอนของตัวแบบกอนที่จะเขา
สูชั้นขอมูลออก โดยจะมีโครงสรางดังรูปที่ 3.3(a)

2. Contextual regression method (CR)
สำหรับกรณีนี้ เราจะนำเอาตัวแบบของ Chengyu Liu., Wei Wang. [5] ซึ่งไดแสดงไวดังสมการ
ที่ 2.1 โดยในที่นี้เราจะแทนฟงกชันคาถวงน้ำหนักเชิงบริบท(ci) ในสมการดังกลาวดวย neural
network ที่มี 1 ชั้นที่ซอนอยูขนาด 2 โหนด เพื่อใหมีความซับซอนใกลเคียงกันกับตัวแบบ FNN
โดยจะมีโครงสรางดังรูปที่ 3.3(b)

3. Generalized contextual regression method (GCR)
สืบเนื่องมาจากสมการ 2.2 หากเราจัดรูปใหมใหสอดคลองกับสมการนี้จะไดวา

y = I(x2 ≥ 0) · (−73x1 − 96) + I(x2 < 0) · (−22x1 + 35) (3.9)

หากเราประมาณ I(x2 ≥ 0) ดวย tanh function จะไดวา

I(x2 ≥ 0) ≈ 1

2

( tanh(ωx2) + 1
)

เมื่อ ω มีคาสูงพอ ซึ่งเมื่อแทนเขาไปในสมการที่ 3.9 จะไดวา

y = I(x2 ≥ 0) · (−73x1 − 96) + I(x2 < 0) · (−22x1 + 35)

= 1
2

( tanh(ωx2) + 1
)
· (−73x1 − 96) + (1− 1

2

( tanh(ωx2) + 1
)
) · (−22x1 + 35)

= 1
2(−95x1 − 61) + tanh(ωx2) · 12(−51x1 − 131)

= z11 + z12 · z13

ซึ่งจากการจัดรูปขางตน จะเห็นไดวาสามารถสรางจัดโครงสราง neural network ของกรณีนี้ได
ดังรูปที่ 3.3(c)
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(a) Feedforward Neural
Networks (FNN)

(b) Contextual regression
method (CR)

(c) Generalized contex-
tual regression method
(GCR)

รูปที่ 3.3: โครงสราง neural network ของตัวแบบ 3 ประเภท สำหรับกรณีศึกษาที่ 1

กรณีที่ 2: 3 บริบท 2 ตัวแปร ตัวแปรเชิงบริบท 1 ตัว (มีความสัมพันธแบบบริบทเชิงเสน)

1. Feedforward Neural Networks (FNN)
สำหรับกรณีนี้ เราตองการสราง Neural network ที่มีความสามารถในการจำแนก 3 บริบท และ
สามารถสรางความสัมพันธเชิงเสน 3 รูปแบบ (บริบทละ 1 รูปแบบ) จึงมีการกำหนดใหชั้นที่ซอน
อยูที่ 1 ประกอบไปดวย 4 โหนด โดยโหนดที่ 1 มีไวเพื่อจำแนกบริบทจากขอมูล, โหนดที่ 2 มี
ไวสำหรับการทำนายผลเฉลยของบริบทที่ 1, โหนดที่ 3 มีไวสำหรับการทำนายผลเฉลยของบริบท
ที่ 2, โหนดที่ 4 มีไวสำหรับการทำนายผลเฉลยของบริบทที่ 3 และชั้นที่ซอนอยูที่ 2 ประกอบไป
ดวย 3 โหนด เพื่อเพิ่มความซับซอนของตัวแบบ กอนที่จะเขาสูชั้นขอมูลออก โดยจะมีโครงสราง
ดังรูปที่ 3.4(a)

2. Contextual regression method (CR)
ในกรณีนี้มีจำนวนตัวแปรเขาเทากันกับกรณีที่ 1 แตเนื่องจากเปนกรณี 3 บริบททีมีความซับซอน
กวา จึงแทนฟงกชันคาถวงน้ำหนักเชิงบริบทดวย neural network ที่มี 1 ชั้นที่ซอนอยูขนาด 3
โหนด เพื่อใหมีความซับซอนใกลเคียงกันกับตัวแบบ FNN โดยจะมีโครงสรางดังรูปที่ 3.4(b)

3. Generalized contextual regression method (GCR)
สืบเนื่องมาจากสมการ 2.2 หากเราจัดรูปใหมใหสอดคลองกับสมการนี้จะไดวา

y = I(x2 ≥
1

3
)·(22x1+60)+I(

1

3
> x2 ≥ −

1

3
)·(−47x1−73)+I(x2 < −

1

3
)·(60x1+55)

(3.10)
หากเราประมาณ I(x2 ≥ 1

3) และ I(x2 ≥ −1
3) ดวย tanh function จะไดวา

I(x2 ≥
1

3
) ≈ 1

2

( tanh(ω1x2 −
1

3
) + 1

)
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และ
I(x2 ≥ −

1

3
) ≈ 1

2

( tanh(ω2x2 +
1

3
) + 1

)
เมื่อ ω1 และ ω2 มีคาสูงพอ ซึ่งเมื่อแทนเขาไปในสมการที่ 3.10 จะไดวา

y = I(x2 ≥ 1
3) · (22x1 + 60) + I(13 > x2 ≥ −1

3) · (−47x1 − 73) + I(x2 < −1
3) · (60x1 + 55)

= I(x2 ≥ 1
3) · (22x1 + 60) + (I(x2 ≥ −1

3)− I(x2 ≥ 1
3)) · (−47x1 − 73)

+(1− I(x2 ≥ −1
3)) · (60x1 + 55)

= 60x1 + 55 + I(x2 ≥ 1
3) · (−25x1 − 13) + I(x2 ≥ −1

3) · (−107x1 − 128)

= 60x1 + 55 + 1
2

( tanh(ω1x2 − 1
3) + 1

)
· (−25x1 − 13)

+1
2

( tanh(ω2x2 +
1
3) + 1

)
· (−107x1 − 128)

= 1
2(−12x1 − 31) + tanh(ω1x2 − 1

3) ·
1
2(−25x1 − 13) + tanh(ω2x2 +

1
3) ·

1
2(−107x1 − 128)

= z11 + z12 · z14 + z13 · z15

ซึ่งจากการจัดรูปขางตน จะเห็นไดวาสามารถสรางจัดโครงสราง neural network ของกรณีนี้ได
ดังรูปที่ 3.4(c)

(a) Feedforward Neural
Networks (FNN)

(b) Contextual regression
method (CR)

(c) Generalized contex-
tual regression method
(GCR)

รูปที่ 3.4: โครงสราง neural network ของตัวแบบ 3 ประเภท สำหรับกรณีศึกษาที่ 2
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กรณีที่ 3.1: 2 บริบท 5 ตัวแปร ตัวแปรเชิงบริบท 2 ตัว (มีความสัมพันธแบบบริบทเชิงเสน)

1. Feedforward Neural Networks (FNN)
เนื่องจากกรณีนี้มีรูปแบบเดียวกันกับกรณีที่ 1 แตแตกตางที่จำนวนตัวแปรเขา จึงสามารถสราง
โครงสรางที่มีรูปแบบคลายกันไดดังรูปที่ 3.5(a)

2. Contextual regression method (CR)
ในทำนองเดียวกันกับตัวแบบ CR ในกรณีกอนหนานี้ จะแทนฟงกชันคาถวงน้ำหนักเชิงบริบทดวย
neural network ที่มี 1 ชั้นที่ซอนอยูขนาด 2 โหนด โดยจะมีโครงสรางดังรูปที่ 3.5(b)

3. Generalized contextual regression method (GCR)
เนื่องจากกรณีนี้มีรูปแบบเดียวกันกับกรณีที่ 1 แตแตกตางที่จำนวนตัวแปรเขา จึงสามารถสราง
โครงสรางที่มีรูปแบบคลายกันไดดังรูปที่ 3.5(c)

(a) Feedforward Neural
Networks (FNN)

(b) Contextual regression
method (CR)

(c) Generalized contex-
tual regression method
(GCR)

รูปที่ 3.5: โครงสราง neural network ของตัวแบบ 3 ประเภท สำหรับกรณีศึกษาที่ 3.1
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กรณีที่ 3.2: 2 บริบท 5 ตัวแปร ตัวแปรเชิงบริบท 2 ตัว (มีความสัมพันธแบบบริบทไมเชิงเสน)

1. Feedforward Neural Networks (FNN)
เนื่องจากกรณีนี้มีรูปแบบเดียวกันกับกรณีที่ 3.1 แตแตกตางที่มีความซับซอนจากการเปนกรณี
บริบทไมเชิงเสน จึงเพิ่มความซับซอนใหตัวแบบโดยการเพิ่มจำนวนโหนดในชั้นที่ซอนอยูที่ 1 เปน
5 โหนด จึงสามารถสรางโครงสรางของตัวแบบในกรณีนี้ไดดังรูปที่ 3.6(a)

2. Contextual regression method (CR)
ในทำนองเดียวกันกับตัวแบบ CR ในกรณีกอนหนานี้ จะแทนฟงกชันคาถวงน้ำหนักเชิงบริบทดวย
neural network ที่มี 1 ชั้นที่ซอนอยูขนาด 2 โหนด โดยจะมีโครงสรางดังรูปที่ 3.6(b)

3. Generalized contextual regression method (GCR)
เนื่องจากกรณีนี้มีรูปแบบเดียวกันกับกรณีที่ 3.1 แตแตกตางที่กรณีนี้เปนกรณีบริบทไมเชิงเสน จึง
เพิ่มความซับซอนใหตัวแบบโดยการเพิ่ม neural network ที่มี 1 ชั้นที่ซอนอยูขนาด 3 โหนด ให
แกตัวแปรเชิงบริบทกอนที่จะสงคาไปยังโหนด z13 ดังรูปที่ 3.6(c)

(a) Feedforward Neural
Networks (FNN)

(b) Contextual regression
method (CR)

(c) Generalized contex-
tual regression method
(GCR)

รูปที่ 3.6: โครงสราง neural network ของตัวแบบ 3 ประเภท สำหรับกรณีศึกษาที่ 3.2
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กรณีที่ 4.1: 3 บริบท 10 ตัวแปร ตัวแปรเชิงบริบท 3 ตัว (มีความสัมพันธแบบบริบทเชิงเสน)

1. Feedforward Neural Networks (FNN)
เนื่องจากกรณีนี้มีรูปแบบเดียวกันกับกรณีที่ 1 แตแตกตางที่จำนวนตัวแปรเขา จึงสามารถสราง
โครงสรางที่มีรูปแบบคลายกันไดดังรูปที่ 3.7(a)

2. Contextual regression method (CR)
ในทำนองเดียวกันกับตัวแบบ CR ในกรณีกอนหนานี้ จะแทนฟงกชันคาถวงน้ำหนักเชิงบริบทดวย
neural network ที่มี 1 ชั้นที่ซอนอยูขนาด 2 โหนด โดยจะมีโครงสรางดังรูปที่ 3.7(b)

3. Generalized contextual regression method (GCR)
เนื่องจากกรณีนี้มีรูปแบบเดียวกันกับกรณีที่ 2 แตแตกตางที่จำนวนตัวแปรเขา จึงสามารถสราง
โครงสรางที่มีรูปแบบคลายกันไดดังรูปที่ 3.8

(a) Feedforward Neural
Networks (FNN) (b) Contextual regression method (CR)

รูปที่ 3.7: โครงสราง neural network ของตัวแบบ FNN และตัวแบบ CR สำหรับกรณีศึกษา
ที่ 4.1
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รูปที่ 3.8: โครงสราง neural network ของตัวแบบ GCR สำหรับกรณีศึกษาที่ 4.1
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กรณีที่ 4.2: 3 บริบท 10 ตัวแปร ตัวแปรเชิงบริบท 3 ตัว (มีความสัมพันธแบบบริบทไมเชิงเสน)

1. Feedforward Neural Networks (FNN)
เนื่องจากกรณีนี้มีรูปแบบเดียวกันกับกรณีที่ 4.1 แตแตกตางที่มีความซับซอนจากการเปนกรณี
บริบทไมเชิงเสน จึงเพิ่มความซับซอนใหตัวแบบโดยการเพิ่มจำนวนโหนดในชั้นที่ซอนอยูที่ 1 เปน
8 โหนด และจำนวนโหนดในชั้นที่ซอนอยูที่ 2 เปน 4 โหนด จึงสามารถสรางโครงสรางของตัว
แบบในกรณีนี้ไดดังรูปที่ 3.9(a)

2. Contextual regression method (CR)
ในทำนองเดียวกันกับตัวแบบ CR ในกรณีกอนหนานี้ จะแทนฟงกชันคาถวงน้ำหนักเชิงบริบทดวย
neural network ที่มี 1 ชั้นที่ซอนอยูขนาด 3 โหนด โดยจะมีโครงสรางดังรูปที่ 3.9(b)

3. Generalized contextual regression method (GCR)
เนื่องจากกรณีนี้มีรูปแบบเดียวกันกับกรณีที่ 4.1 แตแตกตางที่กรณีนี้เปนกรณีบริบทไมเชิงเสน จึง
เพิ่มความซับซอนใหตัวแบบโดยการเพิ่ม neural network ที่มี 2 ชั้นที่ซอนอยูขนาด 4 โหนด
และ 3 โหนดตามลำดับ ใหแกตัวแปรเชิงบริบทกอนที่จะสงคาไปยังโหนด z14 และ z15 ดังรูปที่
3.10

(a) Feedforward Neu-
ral Networks (FNN) (b) Contextual regression method (CR)

รูปที่ 3.9: โครงสราง neural network ของตัวแบบ FNN และตัวแบบ CR สำหรับกรณีศึกษา
ที่ 4.2
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รูปที่ 3.10: โครงสราง neural network ของตัวแบบ GCR สำหรับกรณีศึกษาที่ 4.2
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3.4 ขั้นตอนในการดำเนินงานวิจัย

สำหรับการวิเคราะหขอมูลแตละกรณี มีขั้นตอนในการดำเนินงานวิจัยดังนี้

1. ทำการจำลองขอมูลแตละกรณีตาม 3.1

2. แบงขอมูลที่จำลองออกเปนขอมูลสอน 80% และขอมูลทดสอบ 20%

3. ออกแบบโครงสราง FNN, CR และ GCR ที่เหมาะสม โดยใหโครงสรางมีความซับซอนใกลเคียง
กันโดยมีแนวคิดในการสรางดังที่แสดงไวใน 3.3

4. สำหรับแตละตัวแบบ จะสุมคาถวงน้ำหนักเริ่มตน ที่ใชในการวิเคราะหขอมูล โดยจะใชวิธี back-
propagate ที่กำหนดพารามิเตอรตาง ๆ ตาม 3.2 เพื่อใหไดมาซึ่งคาถวงน้ำหนักสุดทายที่ฟงกชัน
คาสูญเสียใหคาต่ำสุด

5. สำหรับแตละตัวแบบ นำคาถวงน้ำหนักสุดทายที่ได มาใชคำนวณผลลัพธทำนาย จากการ
วิเคราะหขอมูลทดสอบ และทำการคำนวณประสิทธิภาพเทียบกับผลลัพธจริง ดวยเกณฑวัดดังนี้

5.1. คาเฉลี่ยความผิดพลาดกำลังสอง (Mean squared error; MSE)

MSE = ||ŷ − y||2

เมื่อ
y เปนเวกเตอรผลลัพธจริง และ
ŷ เปนเวกเตอรผลลัพธทำนาย

5.2. คาสัมประสิทธิ์การตัดสินใจ (Coefficient of determination; R2)

R2 = 1− ||ŷ − y||2

||ȳ − y||2

เมื่อ
y เปนเวกเตอรผลลัพธจริง,
ŷ เปนเวกเตอรผลลัพธทำนาย และ
ȳ เปนเวกเตอรคาเฉลี่ยของผลลัพธจริงทั้งหมด

6. ทำซ้ำขั้นตอน 4 และ 5 ดวยการสุมคาถวงน้ำหนักเริ่มตน 100 รอบตอ 1 ตัวแบบ ตอ 1 กรณี
ศึกษา และรวบรวมผลลัพธทั้งหมด

7. สรุปผลการทดลอง



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

29

3.5 แผนผังแสดงขั้นตอนการทำงานในแตละกรณีทดลอง



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

บทที่ 4

ผลการวิจัย
งานวิจัยนี้มีวัตถุประสงคเพื่อเปรียบเทียบโครงสรางตัวแบบ GCR ที่ผูวิจัยพัฒนาขึ้นมา กับตัวแบบ

FNN และ CR โดยผานการจำลองขอมูลที่มีความสัมพันธเชิงบริบทในรูปแบบเชิงเสน และไมเชิงเสน ที่
กลาวไวในบทที่ 3 ดังนั้นผลการวิจัยจะแบงออกเปน 5 สวนดังนี้

1. กรณี 2 บริบท 2 ตัวแปร ตัวแปรเชิงบริบท 1 ตัว ขอมูลมีความสัมพันธแบบบริบทเชิงเสน

2. กรณี 3 บริบท 2 ตัวแปร ตัวแปรเชิงบริบท 1 ตัว ขอมูลมีความสัมพันธแบบบริบทเชิงเสน

3. กรณี 2 บริบท 5 ตัวแปร ตัวแปรเชิงบริบท 2 ตัว

a) ขอมูลมีความสัมพันธแบบบริบทเชิงเสน

b) ขอมูลมีความสัมพันธแบบบริบทไมเชิงเสน

4. กรณี 3 บริบท 10 ตัวแปร ตัวแปรเชิงบริบท 3 ตัว

a) ขอมูลมีความสัมพันธแบบบริบทเชิงเสน

b) ขอมูลมีความสัมพันธแบบบริบทไมเชิงเสน

5. ผลการวิเคราะหจุดแบงระหวางบริบทสำหรับตัวแบบ GCR

4.1 กรณี 2 บริบท 2 ตัวแปร ตัวแปรเชิงบริบท 1 ตัว
ขอมูลมีความสัมพันธแบบบริบทเชิงเสน

จากการทดลอง คาเฉลี่ยของประสิทธิภาพของแตละตัวแบบที่วัดจากขอมูลทดสอบ จากการ
ทดลอง 100 รอบ แสดงดังตาราง 4.1
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ตัวแบบ FNN CR GCR
จำนวนพารามิเตอรที่ใช 20 22 6
เวลาที่ใชในการเรียนรูตัวแบบ (วินาทีตอรอบ) 22 25 11
คาเฉลี่ยของคาเฉลี่ยความผิดพลาดกำลังสอง 1179.72 254.44 41.98
คาต่ำสุดของคาเฉลี่ยความผิดพลาดกำลังสอง 27.58 159.51 40.21
คาเฉลี่ยของคาสัมประสิทธิ์การตัดสินใจ 0.7815 0.9529 0.9922
คาสูงสุดของคาสัมประสิทธิ์การตัดสินใจ 0.9949 0.9705 0.9926

ตารางที่ 4.1: ตารางแสดงจำนวนพารามิเตอรของตัวแบบ, เวลาที่ใชในการเรียนรูของแตละตัว
แบบ และผลลัพธที่วัดจากการนำขอมูลทดสอบมาวิเคราะหดวยตัวแบบที่ไดในกรณี 4.1

โดยมีคาเฉลี่ยของคาเฉลี่ยความผิดพลาดกำลังสองในแตละ epoch ที่ทำการทดลองตัวแบบดัง
รูปที่ 4.1 และคาสัมประสิทธิ์การตัดสินใจจากการทดลอง 100 รอบ ของแตละตัวแบบมีการกระจายตัว
ของดังรูปที่ 4.2

รูปที่ 4.1: กราฟแสดงคาเฉลี่ย MSE (loss) ในแตละ epoch ของขอมูลสอน และขอมูล
ทดสอบ สำหรับแตละตัวแบบ
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รูปที่ 4.2: (บน) กราฟแสดงการกระจายตัวของสัมประสิทธิ์การตัดสินใจของแตละตัวแบบ
(ลาง) กราฟแสดงการกระจายตัวสะสมของสัมประสิทธิ์การตัดสินใจของแตละตัวแบบ

จากผลลัพธที่ได สามารถสรุปไดวาในกรณีนี้ หากพิจารณาจากคาต่ำสุดของคาเฉลี่ยความผิด
พลาดกำลังสอง จะไดวาตัวแบบ FNN ดีกวา GCR ดีกวา CR แตหากพิจารณาจากคาเฉลี่ยของคา
เฉลี่ยความผิดพลาดกำลังสอง จะไดวาตัวแบบ GCR ดีกวา CR ดีกวา FNN โดยเวลาที่ใชการเรียนรูตัว
แบบ จะขึ้นกับจำนวนพารามิเตอรที่ใช (ขนาดของ weight) ซึ่งจะไดวา GCR ใชเวลานอยกวา FNN ใช
เวลานอยกวา CR เมื่อวิเคราะหในแตละ epoch จากรูปที่ 4.1 จะเห็นวาโดยเฉลี่ยแลวตัวแบบ FNN
และ CR ใชเวลาลูเขานอยกวาตัวแบบ GCR และมีประสิิทธิภาพที่ดีกวาในชวง epoch เริ่มตน แตเมื่อ
พิจารณาที่ epoch สุดทาย จะพบวาโดยเฉลี่ยแลวตัวแบบ GCR ใหประสิทธิภาพที่ดีกวา CR และ FNN
ตามลำดับ และจากรูปที่ 4.2 เมื่อพิจารณาการกระจายตัว และการกระจายตัวสะสมของคาสัมประสิทธิ์
การสินใจ พบวาตัวแบบ GCR ใหคาสัมประสิทธิ์การตัดสินใจอยูใกลกับ 1 โดยสวนใหญ เมื่อเทียบกับตัว
แบบ FNN และ CR ที่มีโอกาสที่คาสัมประสิทธิ์การตัดสินใจมีคานอยกวา 1 อยางเห็นไดชัด

4.2 กรณี 3 บริบท 2 ตัวแปร ตัวแปรเชิงบริบท 1 ตัว
ขอมูลมีความสัมพันธแบบบริบทเชิงเสน

จากการทดลอง คาเฉลี่ยของประสิทธิภาพของแตละตัวแบบที่วัดจากขอมูลทดสอบ จากการ
ทดลอง 100 รอบ แสดงดังตาราง 4.2
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ตัวแบบ FNN CR GCR
จำนวนพารามิเตอรที่ใช 31 30 10
เวลาที่ใชในการเรียนรูตัวแบบ (วินาทีตอรอบ) 37 44 20
คาเฉลี่ยของคาเฉลี่ยความผิดพลาดกำลังสอง 930.46 298.05 301.92
คาต่ำสุดของคาเฉลี่ยความผิดพลาดกำลังสอง 25.62 64.02 29.98
คาเฉลี่ยของคาสัมประสิทธิ์การตัดสินใจ 0.7312 0.9139 0.9128
คาสูงสุดของคาสัมประสิทธิ์การตัดสินใจ 0.9926 0.9815 0.9913

ตารางที่ 4.2: ตารางแสดงจำนวนพารามิเตอรของตัวแบบ, เวลาที่ใชในการเรียนรูของแตละตัว
แบบ และผลลัพธที่วัดจากการนำขอมูลทดสอบมาวิเคราะหดวยตัวแบบที่ไดในกรณี 4.2

โดยมีคาเฉลี่ยของคาเฉลี่ยความผิดพลาดกำลังสองในแตละ epoch ที่ทำการทดลองตัวแบบดัง
รูปที่ 4.3 และคาสัมประสิทธิ์การตัดสินใจจากการทดลอง 100 รอบ ของแตละตัวแบบมีการกระจายตัว
ของดังรูปที่ 4.4

รูปที่ 4.3: กราฟแสดงคาเฉลี่ย MSE (loss) ในแตละ epoch ของขอมูลสอน และขอมูล
ทดสอบสำหรับแตละตัวแบบ

จากผลลัพธที่ได สามารถสรุปไดวา หากพิจารณาจากคาต่ำสุดของคาเฉลี่ยความผิดพลาดกำลัง
สอง จะไดวาตัวแบบ FNN ดีกวา GCR ดีกวา CR แตหากพิจารณาจากคาเฉลี่ยของคาเฉลี่ยความผิด
พลาดกำลังสอง จะไดวาตัวแบบ GCR ดีกวา CR ดีกวา FNN โดยเวลาที่ใชการเรียนรูตัวแบบ จะขึ้นกับ
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รูปที่ 4.4: (บน) กราฟแสดงการกระจายตัวของสัมประสิทธิ์การตัดสินใจของแตละตัวแบบ
(ลาง) กราฟแสดงการกระจายตัวสะสมของสัมประสิทธิ์การตัดสินใจของแตละตัวแบบ

จำนวนพารามิเตอรที่ใช (ขนาดของ weight) ซึ่งจะไดวา GCR ใชเวลานอยกวา FNN ใชเวลานอยกวา
CR เมื่อวิเคราะหในแตละ epoch จากรูปที่ 4.3 จะเห็นวาโดยเฉลี่ยแลวตัวแบบ FNN และ CR ใชเวลาลู
เขานอยกวาตัวแบบ GCR และมีประสิิทธิภาพที่ดีกวาในชวง epoch เริ่มตน แตเมื่อพิจารณาที่ epoch
สุดทาย จะพบวาโดยเฉลี่ยแลวตัวแบบ GCR และ CR ใหประสิทธิภาพที่ใกลเคียงกันและดีกวาตัวแบบ
FNN และจากรูปที่ 4.4 เมื่อพิจารณาการกระจายตัว และการกระจายตัวสะสมของคาสัมประสิทธิ์การ
สินใจ พบวาตัวแบบ GCR ใหคาสัมประสิทธิ์การตัดสินใจอยูใกลกับ 1 ในสัดสวนที่มากกวาตัวแบบ CR
และ FNN ตามลำดับ

4.3 กรณี 2 บริบท 5 ตัวแปร ตัวแปรเชิงบริบท 2 ตัว

ในกรณีนี้จะแบงเปน 2 กรณียอยตามรูปแบบความสัมพันธเชิงบริบท ดังนี้

4.3.1 ขอมูลมีความสัมพันธแบบบริบทเชิงเสน

จากการทดลอง คาเฉลี่ยของประสิทธิภาพของแตละตัวแบบที่วัดจากขอมูลทดสอบ จากการ
ทดลอง 100 รอบ แสดงดังตาราง 4.3
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ตัวแบบ FNN CR GCR
จำนวนพารามิเตอรที่ใช 29 81 15
เวลาที่ใชในการเรียนรูตัวแบบ (วินาทีตอรอบ) 27 87 19
คาเฉลี่ยของคาเฉลี่ยความผิดพลาดกำลังสอง 520.39 38.63 39.04
คาต่ำสุดของคาเฉลี่ยความผิดพลาดกำลังสอง 27.03 29.03 27.42
คาเฉลี่ยของคาสัมประสิทธิ์การตัดสินใจ 0.9249 0.9944 0.9944
คาสูงสุดของคาสัมประสิทธิ์การตัดสินใจ 0.9961 0.9958 0.9960

ตารางที่ 4.3: ตารางแสดงจำนวนพารามิเตอรของตัวแบบ, เวลาที่ใชในการเรียนรูของแตละตัว
แบบ และผลลัพธที่วัดจากการนำขอมูลทดสอบมาวิเคราะหดวยตัวแบบที่ไดในกรณี 4.3

โดยมีคาเฉลี่ยของคาเฉลี่ยความผิดพลาดกำลังสองในแตละ epoch ที่ทำการทดลองตัวแบบดัง
รูปที่ 4.5 และคาสัมประสิทธิ์การตัดสินใจจากการทดลอง 100 รอบ ของแตละตัวแบบมีการกระจายตัว
ของดังรูปที่ 4.6

รูปที่ 4.5: กราฟแสดงคาเฉลี่ย MSE (loss) ในแตละ epoch ของขอมูลสอน และขอมูล
ทดสอบสำหรับแตละตัวแบบ

จากผลลัพธที่ได สามารถสรุปไดวา หากพิจารณาจากคาต่ำสุดของคาเฉลี่ยความผิดพลาดกำลัง
สอง จะไดวาตัวแบบ FNN ดีกวา GCR ดีกวา CR แตหากพิจารณาจากคาเฉลี่ยของคาเฉลี่ยความผิด
พลาดกำลังสอง จะไดวาตัวแบบ CR ดีกวา GCR ดีกวา FNN โดยเวลาที่ใชการเรียนรูตัวแบบ จะขึ้นกับ
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รูปที่ 4.6: (บน) กราฟแสดงการกระจายตัวของสัมประสิทธิ์การตัดสินใจของแตละตัวแบบ
(ลาง) กราฟแสดงการกระจายตัวสะสมของสัมประสิทธิ์การตัดสินใจของแตละตัวแบบ

จำนวนพารามิเตอรที่ใช (ขนาดของ weight) ซึ่งจะไดวา GCR ใชเวลานอยกวา FNN ใชเวลานอยกวา
CR เมื่อวิเคราะหในแตละ epoch จากรูปที่ 4.5 จะเห็นวาโดยเฉลี่ยแลวตัวแบบ FNN และ CR ใชเวลาลู
เขานอยกวาตัวแบบ GCR และมีประสิิทธิภาพที่ดีกวาในชวง epoch เริ่มตน แตเมื่อพิจารณาที่ epoch
สุดทาย จะพบวาโดยเฉลี่ยแลวตัวแบบ GCR และ CR ใหประสิทธิภาพที่ใกลเคียงกันและดีกวาตัวแบบ
FNN และจากรูปที่ 4.6 เมื่อพิจารณาการกระจายตัว และการกระจายตัวสะสมของคาสัมประสิทธิ์การ
สินใจ พบวาตัวแบบ GCR และ CR ใหคาสัมประสิทธิ์การตัดสินใจอยูใกลกับ 1 ในสัดสวนที่มากกวาตัว
แบบ FNN

4.3.2 ขอมูลมีความสัมพันธแบบบริบทไมเชิงเสน

จากการทดลอง คาเฉลี่ยของประสิทธิภาพของแตละตัวแบบที่วัดจากขอมูลทดสอบ จากการ
ทดลอง 100 รอบ แสดงดังตาราง 4.4
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ตัวแบบ FNN CR GCR
จำนวนพารามิเตอรที่ใช 45 81 25
เวลาที่ใชในการเรียนรูตัวแบบ (วินาทีตอรอบ) 29 80 27
คาเฉลี่ยของคาเฉลี่ยความผิดพลาดกำลังสอง 1023.10 884.64 446.33
คาต่ำสุดของคาเฉลี่ยความผิดพลาดกำลังสอง 447.37 450.06 65.73
คาเฉลี่ยของคาสัมประสิทธิ์การตัดสินใจ 0.8148 0.8399 0.9192
คาสูงสุดของคาสัมประสิทธิ์การตัดสินใจ 0.9136 0.9185 0.9881

ตารางที่ 4.4: ตารางแสดงจำนวนพารามิเตอรของตัวแบบ, เวลาที่ใชในการเรียนรูของแตละตัว
แบบ และผลลัพธที่วัดจากการนำขอมูลทดสอบมาวิเคราะหดวยตัวแบบที่ไดในกรณี 4.3

โดยมีคาเฉลี่ยของคาเฉลี่ยความผิดพลาดกำลังสองในแตละ epoch ที่ทำการทดลองตัวแบบดัง
รูปที่ 4.7 และคาสัมประสิทธิ์การตัดสินใจจากการทดลอง 100 รอบ ของแตละตัวแบบมีการกระจายตัว
ของดังรูปที่ 4.8

รูปที่ 4.7: กราฟแสดงคาเฉลี่ย MSE (loss) ในแตละ epoch ของขอมูลสอน และขอมูล
ทดสอบสำหรับแตละตัวแบบ

จากผลลัพธที่ได สามารถสรุปไดวา หากพิจารณาจากคาต่ำสุดของคาเฉลี่ยความผิดพลาดกำลัง
สอง จะไดวาตัวแบบ GCR ดีกวา FNN ดีกวา CR และหากพิจารณาจากคาเฉลี่ยของคาเฉลี่ยความผิด
พลาดกำลังสอง จะไดวาตัวแบบ GCR ดีกวา CR ดีกวา FNN โดยเวลาที่ใชการเรียนรูตัวแบบ จะขึ้นกับ
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รูปที่ 4.8: (บน) กราฟแสดงการกระจายตัวของสัมประสิทธิ์การตัดสินใจของแตละตัวแบบ
(ลาง) กราฟแสดงการกระจายตัวสะสมของสัมประสิทธิ์การตัดสินใจของแตละตัวแบบ

จำนวนพารามิเตอรที่ใช (ขนาดของ weight) ซึ่งจะไดวา GCR ใชเวลานอยกวา FNN ใชเวลานอยกวา
CR เมื่อวิเคราะหในแตละ epoch จากรูปที่ 4.7 จะเห็นวาโดยเฉลี่ยแลวตัวแบบ FNN และ CR ใชเวลาลู
เขานอยกวาตัวแบบ GCR และมีประสิิทธิภาพที่ดีกวาในชวง epoch เริ่มตน แตเมื่อพิจารณาที่ epoch
สุดทาย จะพบวาโดยเฉลี่ยแลวตัวแบบ GCR ใหประสิทธิภาพที่ดีกวาตัวแบบ CR ดีกวาตัวแบบ FNN และ
จากรูปที่ 4.8 เมื่อพิจารณาการกระจายตัว และการกระจายตัวสะสมของคาสัมประสิทธิ์การสินใจ พบวา
ตัวแบบ GCR ใหคาสัมประสิทธิ์การตัดสินใจอยูใกลกับ 1 ในสัดสวนที่มากกวาตัวแบบ CR และตัวแบบ
FNN ตามลำดับ

4.4 กรณี 3 บริบท 10 ตัวแปร ตัวแปรเชิงบริบท 3 ตัว

ในกรณีนี้จะแบงเปน 2 กรณียอยตามรูปแบบความสัมพันธเชิงบริบท ดังนี้

4.4.1 ขอมูลมีความสัมพันธแบบบริบทเชิงเสน

จากการทดลอง คาเฉลี่ยของประสิทธิภาพของแตละตัวแบบที่วัดจากขอมูลทดสอบ จากการ
ทดลอง 100 รอบ แสดงดังตาราง 4.5
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ตัวแบบ FNN CR GCR
จำนวนพารามิเตอรที่ใช 63 261 41
เวลาที่ใชในการเรียนรูตัวแบบ (วินาทีตอรอบ) 44 232 26
คาเฉลี่ยของคาเฉลี่ยความผิดพลาดกำลังสอง 988.21 405.02 74.44
คาต่ำสุดของคาเฉลี่ยความผิดพลาดกำลังสอง 153.06 178.98 30.22
คาเฉลี่ยของคาสัมประสิทธิ์การตัดสินใจ 0.9118 0.9638 0.9934
คาสูงสุดของคาสัมประสิทธิ์การตัดสินใจ 0.9863 0.9840 0.9973

ตารางที่ 4.5: ตารางแสดงจำนวนพารามิเตอรของตัวแบบ, เวลาที่ใชในการเรียนรูของแตละตัว
แบบ และผลลัพธที่วัดจากการนำขอมูลทดสอบมาวิเคราะหดวยตัวแบบที่ไดในกรณี 4.4

โดยมีคาเฉลี่ยของคาเฉลี่ยความผิดพลาดกำลังสองในแตละ epoch ที่ทำการทดลองตัวแบบดัง
รูปที่ 4.9 และคาสัมประสิทธิ์การตัดสินใจจากการทดลอง 100 รอบ ของแตละตัวแบบมีการกระจายตัว
ของดังรูปที่ 4.10

รูปที่ 4.9: กราฟแสดงคาเฉลี่ย MSE (loss) ในแตละ epoch ของขอมูลสอน และขอมูล
ทดสอบสำหรับแตละตัวแบบ

จากผลลัพธที่ได สามารถสรุปไดวา หากพิจารณาจากคาต่ำสุดของคาเฉลี่ยความผิดพลาดกำลัง
สอง จะไดวาตัวแบบ GCR ดีกวา FNN ดีกวา CR และหากพิจารณาจากคาเฉลี่ยของคาเฉลี่ยความผิด
พลาดกำลังสอง จะไดวาตัวแบบ GCR ดีกวา CR ดีกวา FNN โดยเวลาที่ใชการเรียนรูตัวแบบ จะขึ้นกับ
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รูปที่ 4.10: (บน) กราฟแสดงการกระจายตัวของสัมประสิทธิ์การตัดสินใจของแตละตัวแบบ
(ลาง) กราฟแสดงการกระจายตัวสะสมของสัมประสิทธิ์การตัดสินใจของแตละตัวแบบ

จำนวนพารามิเตอรที่ใช (ขนาดของ weight) ซึ่งจะไดวา GCR ใชเวลานอยกวา FNN ใชเวลานอยกวา
CR เมื่อวิเคราะหในแตละ epoch จากรูปที่ 4.9 จะเห็นวาโดยเฉลี่ยแลวตัวแบบ FNN และ CR ใชเวลาลู
เขานอยกวาตัวแบบ GCR และมีประสิิทธิภาพที่ดีกวาในชวง epoch เริ่มตน แตเมื่อพิจารณาที่ epoch
สุดทาย จะพบวาโดยเฉลี่ยแลวตัวแบบ GCR และ CR ใหประสิทธิภาพที่ใกลเคียงกันและดีกวาตัวแบบ
FNN และจากรูปที่ 4.10 เมื่อพิจารณาการกระจายตัว และการกระจายตัวสะสมของคาสัมประสิทธิ์การ
สินใจ พบวาตัวแบบ GCR ใหคาสัมประสิทธิ์การตัดสินใจอยูใกลกับ 1 ในสัดสวนที่มากกวาตัวแบบ CR
และตัวแบบ FNN ตามลำดับ

4.4.2 ขอมูลมีความสัมพันธแบบบริบทไมเชิงเสน

จากการทดลอง คาเฉลี่ยของประสิทธิภาพของแตละตัวแบบที่วัดจากขอมูลทดสอบ จากการ
ทดลอง 100 รอบ แสดงดังตาราง 4.6
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ตัวแบบ FNN CR GCR
จำนวนพารามิเตอรที่ใช 129 381 103
เวลาที่ใชในการเรียนรูตัวแบบ (วินาทีตอรอบ) 44 251 69
คาเฉลี่ยของคาเฉลี่ยความผิดพลาดกำลังสอง 4875.24 11022.39 1074.76
คาต่ำสุดของคาเฉลี่ยความผิดพลาดกำลังสอง 2896.02 8619.90 441.74
คาเฉลี่ยของคาสัมประสิทธิ์การตัดสินใจ 0.6685 0.2504 0.9269
คาสูงสุดของคาสัมประสิทธิ์การตัดสินใจ 0.8031 0.4138 0.9700

ตารางที่ 4.6: ตารางแสดงจำนวนพารามิเตอรของตัวแบบ, เวลาที่ใชในการเรียนรูของแตละตัว
แบบ และผลลัพธที่วัดจากการนำขอมูลทดสอบมาวิเคราะหดวยตัวแบบที่ไดในกรณี 4.4

โดยมีคาเฉลี่ยของคาเฉลี่ยความผิดพลาดกำลังสองในแตละ epoch ที่ทำการทดลองตัวแบบดัง
รูปที่ 4.11 และคาสัมประสิทธิ์การตัดสินใจจากการทดลอง 100 รอบ ของแตละตัวแบบมีการกระจาย
ตัวของดังรูปที่ 4.12

รูปที่ 4.11: กราฟแสดงคาเฉลี่ย MSE (loss) ในแตละ epoch ของขอมูลสอน และขอมูล
ทดสอบสำหรับแตละตัวแบบ

จากผลลัพธที่ได สามารถสรุปไดวา หากพิจารณาจากคาต่ำสุดของคาเฉลี่ยความผิดพลาดกำลัง
สอง จะไดวาตัวแบบ GCR ดีกวา FNN ดีกวา CR และหากพิจารณาจากคาเฉลี่ยของคาเฉลี่ยความผิด
พลาดกำลังสอง จะไดวาตัวแบบ GCR ดีกวา FNN ดีกวา CR เชนเดียวกัน โดยเวลาที่ใชการเรียนรูตัวแบบ
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รูปที่ 4.12: (บน) กราฟแสดงการกระจายตัวของสัมประสิทธิ์การตัดสินใจของแตละตัวแบบ
(ลาง) กราฟแสดงการกระจายตัวสะสมของสัมประสิทธิ์การตัดสินใจของแตละตัวแบบ

จะขึ้นกับจำนวนพารามิเตอรที่ใช (ขนาดของ weight) และความซับซอนเชิงโครงสรางของตัวแบบ ซึ่งจะ
ไดวา FNN ใชเวลานอยกวา GCR ใชเวลานอยกวา CR เมื่อวิเคราะหในแตละ epoch จากรูปที่ 4.11
เห็นไดชัดวาโดยเฉลี่ยแลวตัวแบบ GCR ลูเขาสูคาความผิดพลาดที่นอยกวาตัวแบบ FNN และ CR ตาม
ลำดับ ในขณะที่ตัวแบบ CR เกิดการแกไขปญหาเกินพอดี (overfitting) เพราะมีความแตกตางระหวาง
ความผิดพลาดกำลังสองของผลลัพธจากขอมูลสอน และผลลัพธจากขอมูลทดสอบ อยางเห็นไดชัด และ
จากรูปที่ 4.12 เมื่อพิจารณาการกระจายตัว และการกระจายตัวสะสมของคาสัมประสิทธิ์การสินใจ พบ
วาตัวแบบ GCR ใหคาสัมประสิทธิ์การตัดสินใจอยูใกลกับ 1 ในสัดสวนที่มากกวาตัวแบบ FNN และตัว
แบบ CR ตามลำดับ

4.5 ผลการวิเคราะหจุดแบงระหวางบริบทสำหรับตัวแบบ GCR
ในที่นี้จะกลาวถึงผลการวิเคราะหจุดแบงระหวางบริบทเมื่อใชตัวแบบ GCR กับขอมูลในกรณีที่ 1

เทานั้น (กรณี 2 บริบท 2 ตัวแปร ตัวแปรเชิงบริบท 1 ตัว) เพราะเปนกรณีที่เห็นผลไดชัดเจนที่สุด โดยมี
ผลลัพธดังนี้

จากขอมูลที่จำลองในกรณีดังกลาวสอดคลองกับสมการ 3.2

y =

 −73x1 − 96 + ϵ1 เมื่อ x2 ≥ 0

−22x1 + 35 + ϵ2 เมื่อ x2 < 0
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ประกอบกับโครงสรางของ GCR จากรูป 3.3(c) ที่หากกำหนดใหคาถวงน้ำหนักเปน ω =

[ω1, ω2, ω3, ω4, ω5, ω6]
t จะไดวาโครงสรางดังกลาวจะสามารถเขียนสมการความสัมพันธออกมา

ไดเปน
y = ω1x1 + ω2 + (ω3x1 + ω4) · tanh(ω5x2 + ω6) (4.1)

ซึ่งเห็นไดวาจุดแบงระหวางบริบทในกรณีนี้คือ 0 ซึ่งจะตรงกับคา ω6 ในสมการ 4.1 ทั้งนี้เมื่อเราทำการ
วิเคราะหคา ω6 จากการทดลอง 100 รอบจะไดการกระจายตัวดังรูป 4.13 ซึ่งจะเห็นไดวาจุดแบงที่

รูปที่ 4.13: กราฟแสดงการกระจายตัวของคา ω6

ไดจากคาถวงน้ำหนักสุดทายอยูในชวง [−0.1, 0.1] ซึ่งใกลเคียงกับคาที่กำหนดไว โดยมีคาเฉลี่ยความผิด
พลาดกำลังสองของ ω6 อยูที่ 0.062 นั่นคือนอกจากตัวแบบ GCR สามารถแกไขปญหาความสัมพันธเชิง
บริบทไดแลว ยังสามารถอธิบายไดถึงจุดแบงระหวางบริบท ซึ่งเปนองคประกอบสำคัญไดอีกดวย



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

บทที่ 5

สรุปผลการวิจัยและขอเสนอแนะ

5.1 สรุปผลการวิจัย

ตามวัตถุประสงคของงานวิจัยนี้ที่ตองการเปรียบเทียบโครงสรางตัวแบบ GCR ที่ผูวิจัยพัฒนาขึ้น
มา กับตัวแบบ FNN และ CR จากผลการวิจัยที่ได สามารถสรุปผลลัพธของแตละกรณีไดดังนี้

1. จากผลลัพธ 4.1 ซึ่งไดจากการจำลองขอมูลที่มีความซับซอนนอยที่สุด ถึงแมวาตัวแบบ FNN
จะเกิดคาต่ำสุดของคาเฉลี่ยความผิดพลาดกำลังสอง ที่ดีกวาตัวแบบ FNN และ GCR แต
เมื่อพิจารณาโดยเฉลี่ยแลว พบวาตัวแบบ GCR ใหคาเฉลี่ยของคาเฉลี่ยความผิดพลาดกำลังสอง
ที่ดีกวาตัวแบบ FNN และ CR รวมทั้งระยะเวลาในการเรียนรูตัวแบบ และโอกาสที่จะได
ประสิทธิภาพที่ดีที่สุดก็ดีกวาเชนกัน

2. จากผลลัพธ 4.2 ซึ่งไดจากการจำลองขอมูลที่คลายกับการวิเคราะหกรณี 4.1 ตางกันที่ขอมูลใน
กรณีนี้มี 3 บริบท ซึ่งจากผลลัพธที่ไดมีความคลายเคียงกันจึงสรุปไดคลายกันคือตัวแบบ FNN จะ
เกิดคาต่ำสุดของคาเฉลี่ยความผิดพลาดกำลังสอง ที่ดีกวาตัวแบบ FNN และ GCR แตโดยเฉลี่ย
แลวตัวแบบ GCR และ CR ใหคาเฉลี่ยของคาเฉลี่ยความผิดพลาดกำลังสอง ที่ดีกวาตัวแบบ FNN
โดยตัวแบบ CR ใหคาที่ดีกวาเล็กนอย แตแลกมากับการที่ตัวแบบ CR ใชเวลาการเรียนรูมากกวา
ตัวแบบ FNN และ GCR ตามลำดับ

3. จากผลลัพธ 4.3 ซึ่งไดจากการจำลองขอมูลที่คลายกับการวิเคราะหกรณี 4.1 ตางกันที่ขอมูล
ในกรณีนี้มีจำนวนตัวแปรเขา และตัวแปรเชิงบริบทที่มากกวา ซึ่งจากผลลัพธที่ไดจะเห็นไดวาตัว
แบบ CR และ GCR ไดผลลัพธที่ใกลเคียงกันอยางมาก แตมีความตางอยางเห็นไดชัดในสวนของ
จำนวนพารามิเตอรที่ใช และเวลาที่ใชในการเรียนรูตัวแบบ ซึ่งตัวแบบ GCR ใชทรัพยากรที่นอย
กวา ในขณะที่ตัวแบบ FNN แมจะใหคาต่ำสุดของคาเฉลี่ยความผิดพลาดกำลังสองใกลเคียงกับ
ตัวแบบทั้ง 2 ขางตน แตโอกาสในการเกิดนั้นนอยกวาอยางเห็นไดชัด โดยสังเกตจากคาเฉลี่ยของ
คาเฉลี่ยความผิดพลาดกำลังสอง

4. จากผลลัพธ 4.3 ซึ่งไดจากการจำลองขอมูลที่คลายกับการวิเคราะหกรณี 4.3 ตางกันที่ขอมูลใน
กรณีนี้พิจารณาความสัมพันธตามบริบทไมเชิงเสน ซึ่งจากผลลัพธที่ไดจะเห็นไดวาตัวแบบ FNN
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และ CR ใหผลลัพธที่ใกลเคียงกันอยางมาก แตมีความตางอยางเห็นไดชัดในสวนของจำนวน
พารามิเตอรที่ใช และเวลาที่ใชในการเรียนรูตัวแบบ ซึ่งตัวแบบ FNN ใชทรัพยากรที่นอยกวา ใน
ขณะที่ตัวแบบ GCR ใหประสิทธิภาพที่ดีกวาตัวแบบ FNN และ CR ทั้งในแงของการใชทรัพยากร
และผลลัพธจากคาเฉลี่ยความผิดพลาดกำลังสอง

5. จากผลลัพธ 4.4 ซึ่งไดจากการจำลองขอมูลที่คลายกับการวิเคราะหกรณี 4.3 ตางกันที่ขอมูลใน
กรณีนี้มีจำนวนตัวแปรเขา และตัวแปรเชิงบริบทที่มากกวา เมื่อพิจารณาจากคาเฉลี่ยของคาเฉลี่ย
ความผิดพลาดกำลังสอง พบวาตัวแบบ GCR มีประสิทธิภาพที่ดีที่สุด ตามดวยตัวแบบ CR และ
FNN ตามลำดับ แตหากพิจารณาที่จำนวนพารามิเตอรที่ใช และระยะเวลาในการเรียนรูตัวแบบ
พบวาตัวแบบ CR ใชทรัพยากรเยอะกวาตัวแบบ FNN และ GCR อยางมาก

6. จากผลลัพธ 4.4 ซึ่งไดจากการจำลองขอมูลที่คลายกับการวิเคราะหกรณี 4.4 ตางกันที่ขอมูล
ในกรณีนี้พิจารณาความสัมพันธแบบบริบทไมเชิงเสน เมื่อพิจารณาจากคาเฉลี่ยของคาเฉลี่ยความ
ผิดพลาดกำลังสอง พบวาตัวแบบ GCR มีประสิทธิภาพที่ดีที่สุด ตามดวยตัวแบบ FNN และ CR
ตามลำดับ โดยในกรณีนี้เกิดการแกไขปญหาเกินพอดีสำหรับตัวแบบ CR อยางเห็นไดชัด หาก
พิจารณาที่จำนวนพารามิเตอรที่ใช และระยะเวลาในการเรียนรูตัวแบบ พบวาตัวแบบ CR ใช
ทรัพยากรเยอะที่สุด ในขณะที่ตัวแบบ FNN มีจำนวนพารามิเตอรเยอะกวาตัวแบบ GCR และ
เวลาที่ใชในการเรียนรูนอยกวา ซึ่งเปนผลมาจากความซับซอนในโครงสรางของตัวแบบ ทำใหการ
คำนวณของตัวแบบ GCR ใชเวลาที่มากกวา

จากขอสรุปขางตนทำใหเห็นวาตัวแบบ FNN เฉลี่ยแลวใชทรัพยากรนอยกวาตัวแบบ CR แต
ยังมากกวาตัวแบบ GCR โดยสามารถแกไขปญหาตามบริบทเชิงเสนไดบาง แตไมใชทุกครั้งเพราะอาจ
เกิดกรณีที่คาถวงน้ำหนักเริ่มตนไมสามารถทำใหคาของฟงกชันสูญเสียลูเขาคาต่ำสุดได ในขณะที่แกไข
ปญหาตามบริบทไมเชิงเสนไดไมดีเลย

สำหรับตัวแบบ CR เปนตัวแบบที่ใชทรัพยากรเยอะที่สุด จึงสามารถแกไขปญหาที่มีขอมูลซับซอน
ไดดีในระดับหนึ่ง แตเมื่อมีความซับซอนมากขึ้น อาจทำใหเกิดการแกไขปญหาเกินพอดีขึ้น เนื่องมาจากมี
จำนวนพารามิเตอรที่เยอะเกินพอดี

สำหรับตัวแบบ GCR ที่ทางผูวิจัยไดพัฒนาขึ้นมานั้น จากผลการทดลอง และขอสรุป เห็นได
ชัดวาสามารถแกไขปญหาที่เกิดจากการจำลองขอมูลแตละรูปแบบไดดีีที่สุด โดยใหคาเฉลี่ยของคาเฉลี่ย
ความผิดพลาดกำลังสอง และใชเวลาในการเรียนรู นอยที่สุดไมวาจะเปนปญหาความสัมพันธแบบบริบท
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เชิงเสน หรือไมเชิงเสนก็ตาม

5.2 ขอเสนอแนะ

เนื่องจากงานวิจัยฉบับนี้มีวัตถุประสงคเพียงเพื่อตองการประยุกตใชตัวแบบ GCR ในการแกไข
ปญหาการถดถอยเชิงเสน และเปรียบเทียบกับวิธี FNN และ CR ผานการจำลองขอมูลเทานั้น โดยทางผู
วิจัยมีขอเสนอแนะสำหรับผูอานที่สนใจงานวิจัยเพิ่มเติมดังนี้

1. ในงานวิจัยฉบับนี้ มีการกำหนดเงื่อนไขที่ทำการศึกษาไว โดยไมไดเปลี่ยนเปนคาอื่น ซึ่งในแตละ
ตัวแบบ แตละรูปแบบการจำลองขอมูล อาจมีการปรับปรุงพารามิเตอรที่ใชในแตละตัวแบบได
โดย

a) ทดลองเปลี่ยนอัตราการเรียนรูจาก 0.01 เปนคาอื่น ๆ

b) ทดลองเปลี่ยนจาก Adam optimizer เปน SGD optimizer หรือ RMSprop opti-
mizer หรือ optimizer อื่น ๆ

c) ทดลองเพิ่มจำนวนรอบในการทำ backpropagation ตอ 1 ตัวแบบ

d) ทดลองเปลี่ยนฟงกชันกระตุนสำหรับตัวแบบ FNN และ CR จากฟงกชันไฮเพอรโบลิกแทน
เปนฟงกชันกระตุนชนิดอื่นที่ทำใหลดเวลาเรียนรูของตัวแบบไดเชนฟงกชัน ReLu

2. เนื่องจากในงานวิจัยฉบับนี้ ทำการวิเคราะหตัวแบบ FNN, CR และ GCR กับขอมูลที่ไดจำลองขึ้น
มาเอง จึงอาจนำไปประยุกตใชกับขอมูลที่เกิดขึ้นจริงเพื่อวัดประสิทธิภาพตัวแบบเพิ่มเติม

3. สามารถนำวิธีที่ใชในตัวแบบ GCR ไปปรับเพิ่มเติมใหเปน contextual node ไดดวยแนวคิดดัง
รูป 5.1 ซึ่งจะทำหนาที่เปนโหนดที่อธิบายความสัมพันธตามบริบทได

รูปที่ 5.1: แนวคิดในการรวบโหนดที่เกี่ยวของกับการวิเคราะหตามบริบทใหกลายเปนโหนด
เดียว
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ประวัติผูเขียนวิทยานิพนธ
ชื่อ-สกุล นายชยานนท ขัตติยาภิรักษ
วัน เดือน ป เกิด 2 กันยายน 2538
สถานที่เกิด กรุงเทพฯ
วุฒิการศึกษา วิศวกรรมศาสตรบัณฑิต
ที่อยูปจจุบัน 99 ซอยประชาสงเคราะห 14 แยก 6 ถนนประชาสงเคราะห แขวงดินแดง

เขตดินแดง กรุงเทพฯ 10400
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