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บทคั ดย่อ ภาษาไทย 
 สุนิธิ อัศวเลิศพลากร : การตรวจจับความแปลกใหม่เพ่ือการบำรุงรักษาเชิงคาดการณ์

ของคอมเพรสเซอร์แบบลูกสูบด้วยตัวเข้ารหัสอัตโนมัติประเภทหน่วยความจำระยะสั้น
แบบยาว. ( Novelty Detection for Predictive Maintenance of a Reciprocating 
Compressor using Long short-term memory Autoencoder) อ.ทีป่รึกษาหลัก : 
ศ. ดร.ไพโรจน์ สิงหถนัดกิจ 

  
ความท้าทายหลักในการบำรุงรักษาเชิงคาดการณ์คือปัญหาการขาดแคลนข้อมูลความ

ผิดปกติของเครื่องจักรสำหรับใช้ในการฝึกสอนแบบจำลอง และความซับซ้อนของระบบโรงงานซึ่งมี
สภาพการทำงานของเครื่องจักรที่ไม่แน่นอน ทำให้เกณฑ์ตรวจจับความผิดปกติที่ถูกกำหนดไว้
ล่วงหน้าอาจเปลี่ยนแปลงได้ การตรวจจับความแปลกใหม่ (novelty detection) แก้ปัญหา
ดังกล่าวโดยการตรวจจับความผิดปกติผ่านการเรียนรู้เฉพาะข้อมูลปกติเท่านั้น  วิทยานิพนธ์นี้ใช้
วิธีการตรวจจับความแปลกใหม่เพ่ือตรวจจับสัญญาณเริ่มต้นของความเสียหายในคอมเพรสเซอร์
แบบลูกสูบโดยใช้ตัวเข้ารหัสอัตโนมัติประเภทหน่วยความจำระยะสั้นแบบยาว ตัวเข้ารหัสอัตโนมัติ
ประเภทหน่วยความจำระยะสั้นแบบยาวเป็นขั้นตอนวิธีการเรียนรู้เชิงลึกที่รวมตัวเข้ารหัสอัตโนมัติ
และเครือข่ายหน่วยความจำระยะสั้นแบบยาวเข้าด้วยกัน เพ่ือสร้างข้อมูลปกติขึ้นมาใหม่เพ่ือเรียนรู้
ความสัมพันธ์ของข้อมูลที่ไม่เป็นเชิงเส้นและความสัมพันธ์เชิงเวลา คุณลักษณะทางกายภาพเพ่ิมเติม
ของเครื่องจักรถูกคำนวณจากสมการอุณหพลศาสตร์เพ่ือช่วยในการระบุความสัมพันธ์ระหว่างตัว
แปรแต่ละตัว ชั้นดรอปเอาท์ (dropout layer) ถูกใช้เพ่ือสร้างแบบจำลองร่วมตัดสินใจของ
โครงข่ายประสาทเทียม แบบจำลองนี้ได้รับการฝึกสอนด้วยข้อมูลเซ็นเซอร์อนุกรมเวลาแบบหลาย
ตัวแปรที่ถูกรวบรวมมาจากช่วงเวลาที่เครื่องจักรทำงานเป็นปกติโดยบริษัท  ระยองวิศวกรรมและ
ซ่อมบำรุง จำกัด แผนงานวิจัยได้รับการทดสอบกับรูปแบบความเสียหายที่ถูกจำลองขึ้นของ
คอมเพรสเซอร์ ผลการวิจัยชี้ให้เห็นว่าตัวเข้ารหัสอัตโนมัติประเภทหน่วยความจำระยะสั้นแบบยาว
สามารถแยกความแตกต่างระหว่างรูปแบบความปกติและรูปแบบความเสียหายของคอมเพรสเซอร์
ได้อย่างมีประสิทธิภาพด้วยความเที่ยงตรงสูงสุด 90% และความถูกต้อง 100% สุดท้ายจึงสร้าง
สัญญาณเตือนเพื่อจำแนกความเสียหายที่ตรวจจับได้ออกเป็น 3 ระดับตามความรุนแรง 

 สาขาวิชา ระบบกายภาพที่เชื่อมประสาน
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 Sunithi Asavalertpalakorn : Novelty Detection for Predictive Maintenance 

of a Reciprocating Compressor using Long short-term memory 
Autoencoder. Advisor: Prof. PAIROD SINGHATANADGID, Ph.D. 

  
The major challenge in predictive maintenance is an insufficiency of 

failure data used to train the model and the high complexity of industrial plants, 
where operational conditions change over time. Novelty detection offers a solution 
to this problem by detecting anomalies through learning only the normal data. 
This study implemented a novelty detection to detect early signs of failure in a 
reciprocating compressor using long short-term memory (LSTM) autoencoder. LSTM 
autoencoder is a deep learning algorithm combining an autoencoder and LSTM 
network to reconstruct the normal data to learn nonlinear relationships and 
temporal nature. Additional features were derived from thermodynamic equations 
to further identify the relationships between variables. The dropout layer 
was implemented to create an ensemble model of a neural network. The model 
was trained on multivariate time-series sensors data collected from a real-world 
normal operation of the compressor provided by Rayong Engineering and Plant 
Services Co., Ltd. The proposed methods were tested against various simulated 
fault patterns of the compressor. The results suggested that the LSTM autoencoder 
can effectively differentiate between normal and fault patterns of the compressor 
with up to 90% accuracy and 100% recall. Finally, alarm levels were generated to 
classify the detected faults into 3 categories based on their severity. 

 Field of Study: Cyber-Physical System Student's Signature ............................... 
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บทที่ 1 
บทนำ 

1.1 ที่มาและความสำคัญ 
อุตสาหกรรม 4.0 (Industry 4.0) หรือการปฏิวัติอุตสาหกรรมครั้งที่ 4 คือแนวคิดท่ีมุ่งพัฒนา

ระบ บ อั ต โน มั ติ โด ย ก ารน ำ เท ค โน โล ยี ส า รส น เท ศ แ ล ะก ารสื่ อ ส าร  (Information and 

Communication Technology: ICT) มาประยุกต์รวมเข้ากับเทคโนโลยีของอุตสาหกรรมการผลิต 

[1] แนวคิดดังกล่าวประกอบด้วยเทคโนโลยีหลักคือระบบไซเบอร์กายภาพ (Cyber-Physical 

systems: CPS),  ระบบอินเทอร์เน็ตของสรรพสิ่ง (Internet of Things: IoT), ระบบอินเทอร์เน็ตของ

การบริการ (Internet of Services: IoS) และโรงงานอัจฉริยะ (Smart Factory) [2] โรงงานอัจฉริยะ

ประยุกต์ใช้ปัญญาประดิษฐ์ (Artificial Intelligence: A.I.) ร่วมกับระบบอินเทอร์เน็ตของสรรพสิ่ง

สำหรับภาคอุตสาหกรรม (Industrial Internet of Things: IIoT) เข้ามาช่วยบริหารจัดการทรัพยากร

ภายในโรงงานเพ่ือการทำงานที่ มีประสิทธิภาพมากขึ้น นอกจากนี้โรงงานสามารถใช้ข้อมูลที่เก็บ

รวบรวมจากเซ็นเซอร์ของเครื่องจักรมาคาดการณ์ความผิดปกติเพ่ือวางแผนซ่อมบำรุงรักษาเครื่องจักร

ก่อนที่จะเกิดความเสียหายขึ้นจริงเพ่ือเพ่ิมความปลอดภัย, เพ่ิมระยะเวลาใช้งานของเครื่องจักร และ

เพ่ือลดค่าใช้จ่ายในการซ่อมบำรุงลง กระบวนการนี้เรียกว่าการบำรุงรักษาเชิงคาดการณ์ หรือการ

บำรุงรักษาเชิงพยากรณ์ (Predictive Maintenance: PdM) [3] 

สามารถแบ่งวิธีการในการบำรุงรักษาเชิงคาดการณ์ในเครื่องจักรออกเป็น 3 วิธีคือ [4] 

1. การใช้แบบจำลองถดถอย (regression model) ในการคาดการณ์ค่าระยะเวลาใช้งาน

คงเหลือของเครื่องจักรก่อนที่จะชำรุด (Remaining Useful Life: RUL) โดยการวิเคราะห์

จากการเสื่อมถอย (degradation) ที่พบในข้อมูลการทำงานของเครื่องจักร 

2. การพยากรณ์ความชำรุดที่จะเกิดขึ้นภายในช่วงระยะเวลาที่กำหนดด้วยแบบจำลองการจัด

หมวดหมู่ (classification model) เช่นคาดการณ์ว่ามีโอกาสที่เครื่องจักรจะเสียหายภายใน 

1 เดือนข้างหน้าหรือไม่ 

3. การตรวจจับพฤติกรรมที่ผิดปกติของเครื่องจักร (anomalous behavior detection) ใน

กรณีท่ีไม่มีข้อมูลรูปแบบความชำรุดของเครื่องจักรเพียงพอจะสามารถใช้เทคนิคการตรวจจับ

ความผิดปกติ (anomaly detection) ในการตรวจจับความเสียหายของเครื่องจักร (fault 

detection) ตั้งแต่ช่วงเริ่มต้นของความผิดปกติ หากตรวจพบก็จะสามารถคาดการณ์ได้ว่า

เครื่องจักรอาจจะชำรุดในอนาคตอันใกล้ [5] 
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อย่างไรก็ตามสองวิธีแรกจำเป็นต้องมีข้อมูลในอดีตขณะที่เครื่องจักรเกิดการชำรุดจริงซึ่งเป็น

เรื่องยากในความเป็นจริง เนื่องจากส่วนใหญ่แล้วโรงงานจะซ่อมแซมเครื่องจักรก่อนที่จะเกิดการชำรุด

จริงเสมอเพ่ือหลีกเลี่ยงความเสียหายรุนแรงที่อาจเกิดข้ึน ดังนั้นวิทยานิพนธ์นี้จะเลือกใช้วิธีการที่ 3 

ดังนั้นจึงสรุปได้ว่าเป้าหมายหลักของการบำรุงรักษาเชิงคาดการณ์ก็คือการตรวจจับความ

เสียหาย (fault) และรูปแบบของความเสียหาย (fault pattern) ที่เกิดขึ้นในเครื่องจักรด้วยวิธีการ

ตรวจจับความผิดปกติซึ่งเป็นวิธีการแยกแยะตัวแปรหรือกลุ่มของจุดข้อมูลที่มีรูปแบบหรือพฤติกรรม

แตกต่างออกไปจากรูปแบบของข้อมูลอื่นในชุดข้อมูลเดียวกัน [6] โดยทั่วไปจะเก็บข้อมูลจากเซ็นเซอร์

ของเครื่องจักรแล้วนำมาวิเคราะห์ด้วยวิธีการทางสถิติแบบดั้งเดิม, การเรียนรู้ของเครื่อง (Machine 

Learning) หรือการเรียนรู้เชิงลึก (Deep Learning) 

ความท้าทายที่เกิดขึ้นเมื่อตรวจจับความผิดปกติด้วยวิธีการทางสถิติแบบดั้งเดิมคือ [7] 

1. ลักษณะของข้อมูลที่ เป็นปกติและผิดปกติ  (anomaly) อาจไม่แน่นอนและสามารถ

เปลี่ยนแปลงได้ ทำให้เกณฑ์ที่ใช้แบ่งความผิดปกติ (threshold) อาจเปลี่ยนตามไปด้วย 

2. ข้อมูลทางสถิติอาจมีข้อมูลรบกวน (noise) ผสมอยู่ ทำให้แบบจำลองอาจเข้าใจผิดว่าเป็น

ความผิดปกติที่ต้องการตรวจจับ 

3. รูปแบบของความผิดปกติอาจขึ้นอยู่กับความแปรผันตามฤดูกาลของข้อมูล  (seasonality) 

ทำให้ไม่สามารถตรวจจับรูปแบบความผิดปกติจากข้อมูลหลายตัวแปร (multivariate data) 

ที่มีความสัมพันธ์ซับซ้อนได้ 

นอกจากนี้หากนำวิธีการตรวจจับความผิดปกติมาประยุกต์ใช้กับข้อมูลเซ็นเซอร์ที่เก็บมาจาก

หลายตัวแปรจะพบความท้าทายเพ่ิมเติมดังนี้ [8] 

1. ถ้าผู้ใช้งานแบบจำลองไม่เข้าใจความรู้เฉพาะทางที่เพียงพอต่อการแยกแยะความผิดปกติที่

เกิดข้ึน จะทำให้ไม่สามารถตรวจจับความผิดปกติได้อย่างมีประสิทธิภาพ 

2. ตามปกติแล้ววิศวกรผู้ควบคุมระบบจะเป็นผู้ตรวจจับและวินิจฉัยความผิดปกติที่เกิดขึ้น

เนื่องจากมีความรู้เฉพาะทางในสายงานนี้ อย่างไรก็ตามถ้าเป็นข้อมูลอนุกรมเวลาแบบหลาย

ตัวแปร (multivariate time-series data) จะกลายเป็นเรื่องที่ยากลำบากและเสี่ยงต่อความ

ผิดพลาดจากมนุษย์มากข้ึน 

3. ในการตรวจจับความผิดปกติด้วยการเรียนรู้แบบมีผู้สอน (supervised learning) จำเป็นต้อง

มีการกำหนดป้ายกำกับ (label) ของข้อมูลที่เพียงพอ และต้องมีการกระจายตัวของประเภท
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ของข้อมูลที่สมดุลกัน (balance class distribution) ซึ่งในการทำงานจริงเราอาจมีข้อมูลที่

ไม่สมดุลอย่างรุนแรง (extremely imbalance data) เช่นมีเพียงข้อมูลในขณะที่เครื่องจักร

ทำงานเป็นปกตเิท่านั้น 

เพ่ือแก้ปัญหาการขาดแคลนข้อมูลความผิดปกติของเครื่องจักรสำหรับใช้ในการฝึกสอน

แบบจำลอง เราสามารถใช้ประโยชน์จากข้อมูลของเครื่องจักรขณะที่ทำงานตามปกติท่ีมีอยู่เป็นจำนวน

มากได้ โดยการเปลี่ยนมาใช้วิธีการตรวจจับความแปลกใหม่ (Novelty Detection) ซึ่งเป็นการ

ตรวจจับข้อมูลที่มีรูปแบบหรือพฤติกรรมที่แตกต่างหรือเบี่ยงเบนออกไปจากรูปแบบที่แบบจำลองเคย

เรียนรู้มาก่อน โดยการสอนให้แบบจำลองเรียนรู้จากชุดข้อมูลฝึกสอนที่ประกอบด้วยข้อมูลที่

เครื่องจักรทำงานเป็นปกติเพียงอย่างเดียว โดยปราศจากค่าที่ผิดปกติเจือปน หลังจากนั้นจะทดสอบ

ด้วยข้อมูลทดสอบ (test data) ที่มีทั้งข้อมูลปกติและข้อมูลที่ผิดปกติผสมอยู่ ถ้าแบบจำลองพบว่าจุด

ข้อมูลใหม่มีลักษณะที่แตกต่างจากข้อมูลปกติที่เรียนรู้มาจะพยากรณ์ว่าจุดข้อมูลใหม่นั้นเป็นความ

แปลกใหม่ (novelty) [9] ความแตกต่างระหว่างการตรวจจับความแปลกใหม่และการตรวจจับความ

ผิดปกติ (anomaly detection) คือชุดข้อมูลที่ใช้ในการสอนแบบจำลอง หากข้อมูลชุดนั้นมีเพียง

ข้อมูลที่เป็นปกติสิ่งที่แบบจำลองตรวจจับได้จะถูกเรียกว่าความแปลกใหม่ แต่ถ้าข้อมูลชุดนั้นมีข้อมูลที่

เป็นปกตแิละผิดปกติผสมกันอยู่ สิ่งที่ตรวจจับได้จะถูกเรียกว่าความผิดปกติ 

 ตัวเข้ารหัสอัตโนมัติ หรือ Autoencoder คือโครงข่ายประสาทเทียม (Neural Network: 

NN) ประเภทหนึ่งที่สามารถเรียนรู้ได้จากข้อมูลฝึกสอนที่ไม่ได้กำหนดป้ายกำกับของข้อมูลไว้ 

เช่นเดียวกับการเรียนรู้แบบไม่มีผู้สอน [10] ซึ่งจะถูกใช้เพ่ือเรียนรู้ที่จะสร้างข้อมูลฝึกสอนขึ้นมาใหม่ 

(reconstruct) ให้ใกล้เคียงกับของเดิม โดยการบีบอัดข้อมูล (encode) ลงเพ่ือให้เหลือแต่ใจความ

สำคัญของข้อมูล (code) ก่อนที่จะสุ่มสร้างข้อมูลขึ้นมาใหม่ (decode) ให้คล้ายเดิม ด้วยการใช้

แบบจำลองนี้ร่วมกับวิธีการตรวจจับความแปลกใหม่ แบบจำลองจะเรียนรู้ที่จะสร้างเฉพาะข้อมูลปกติ

ที่ได้รับการสอนขึ้นมาใหม่ หากเราใส่ข้อมูลที่ผิดปกติลงในข้อมูลทดสอบแบบจำลองจะล้มเหลวในการ

สร้างข้อมูลผิดปกตินั้นเนื่องจากไม่เคยเรียนรู้ที่จะสร้างข้อมูลดังกล่าวขึ้นมาใหม่  

 โครงข่ายหน่วยความจำระยะสั้นแบบยาว หรือ Long Short-Term Memory Network 

(LSTM) [11] คือโครงข่ายประสาทเทียมแบบวนซ้ำ (Recurrent Neural Network: RNN) ประเภท

หนึ่งที่ถูกออกแบบมาสำหรับเรียนรู้ข้อมูลที่มีลำดับยาวๆ รวมถึงสามารถจดจำข้อมูลลำดับก่อนหน้า

เพ่ือนำมาใช้ในการพยากรณ์ข้อมูลที่มีลำดับยาวได้  เมื่อใส่ชั้น  (layer) ของ LSTM เข้ามาใน 
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autoencoder เพ่ือช่วยในการรับข้อมูลที่ เป็นลำดับอนุกรมเวลา (time-series sequential data) 

ขั้นตอนวิธีใหม่นี้จะถูกเรียกว่า LSTM Autoencoder 

คอมเพรสเซอร์แบบลูกสูบ (Reciprocating Compressor) ที่ทำงานอย่างต่อเนื่องเป็นระยะ

เวลานานอาจส่งผลให้เครื่องจักรหยุดทำงานเนื่องจากต้องทำงานในสภาพแวดล้อมที่มีแรงดันและ

อุณหภูมิสูง ในบางครั้งคอมเพรสเซอร์ชนิดนี้ยังถูกใช้ในการบีบอัดก๊าซที่สามารถติดไฟหรือระเบิดได้  

เช่นไฮโดรเจน, เอทีลีน (ethylene) หรือก๊าซธรรมชาติ [12] หากเครื่องจักรเกิดความเสียหายเช่น

กระบอกลูกสูบหรือวาล์วรั่วไหล เมื่อก๊าซอันตรายดังกล่าวรั่วไหลอาจก่อให้เกิดอุบัติเหตุร้ายแรง, ความ

สูญเสียทางเศรษฐกิจ และเกิดอันตรายต่อพนักงานได้ [13] นอกจากนี้ในกรณีที่ไม่มีเครื่องจักรสำรอง 

การหยุดทำงานของเครื่องจักรเพียงเครื่องเดียวอาจทำให้กระบวนการผลิตทั้งหมดในโรงงานหยุดชะงัก

ลงอย่างกะทันหัน ซึ่งส่งผลให้สูญเสียกำลังการผลิตอย่างหลีกเลี่ยงไม่ได้ 

ดังนั้นงานวิจัยนี้จึงนำขั้นตอนวิธีการเรียนรู้เชิงลึกที่ประกอบขึ้นจาก Autoencoder และ 

LSTM มาใช้ในการตรวจจับความแปลกใหม่ในเครื่องคอมเพรสเซอร์แบบลูกสูบ ซึ่งสามารถนำมาใช้

เรียนรู้ข้อมูลอนุกรมเวลาที่เป็นลำดับและสามารถแก้ปัญหาหลักในอุตสาหกรรมคือ ข้อมูลความชำรุด

ของเครื่องจักรไม่เพียงพอสำหรับการเรียนรู้แบบมีผู้สอน, กฎเกณฑ์ที่ใช้กำหนดความผิดปกติ (rule-

based threshold) ไม่เหมาะสมกับรูปแบบความผิดปกติที่ซับซ้อน และการขาดความรู้เฉพาะทางใน

การแยกแยะระหว่างรูปแบบความปกติและรูปแบบความเสียหายของเครื่องจักร ทั้งนี้ความแปลกใหม่

ที่ถูกตรวจจับได้อาจเป็นความเสียหายที่เกิดขึ้นในเครื่องจักรจริงๆ หรืออาจเป็นรูปแบบความปกติใหม่

ที่ไม่เคยพบมาก่อน (new normal) ซึ่งสามารถนำข้อมูลปกติใหม่นี้ไปเพ่ิมในข้อมูลฝึกสอนเพ่ือให้

แบบจำลองเรียนรู้ได้ดียิ่งขึ้น วิธีการที่นำเสนอสามารถใช้เป็นขั้นตอนเบื้องต้นในการบำรุงรักษาเชิง

คาดการณ์ในเครื่องจักร เพ่ือเพ่ิมประสิทธิภาพการทำงานและความปลอดภัยในโรงงาน 

 

1.2 วัตถุประสงค์ของวิทยานิพนธ์ 
1. เพ่ือตรวจจับสัญญาณความเสียหายเริ่มต้นในเครื่องคอมเพรสเซอร์แบบลูกสูบด้วยวิธีการ

ตรวจจับความแปลกใหม่โดยใช้แบบจำลอง LSTM Autoencoder 
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2. ประเมินประสิทธิภาพของแบบจำลองด้วยชุดข้อมูลทดลองที่จำลองขึ้นจากรูปแบบความ

ผิดปกติที่เกิดขึ้นเมื่อคอมเพรสเซอร์เกิดการรั่วไหลของกระบอกสูบในด้านที่ใช้ดูดและในด้าน

ที่ใช้อัดอากาศ และตัวแลกเปลี่ยนความร้อนระหว่าง stage ชำรุด 

3. สร้างสัญญาณเตือนเพื่อจำแนกความเสียหายที่ตรวจจับได้ออกเป็น 3 ประเภท 

 

1.3 ขอบเขตของวิทยานิพนธ์ 
1. ใช้ข้อมูลจากเครื่องคอมเพรสเซอร์แบบลูกสูบประเภท Multistage Vertical Reciprocating 

Compressor รหัสรุ่น J4D300-2M ผลิตโดย JSW LTD. ที่มีกำลังไฟฟ้าสูงสุด 1,250.00 

KW, มีความดันขาเข้าและขาออกสูงสุด 0.5-0.8/22 kg/cm2G และมีอัตราการไหลของก๊าซ

อยู่ที่ 5,300 m3/hr. 

2. รวมรวมข้อมูลของเครื่องจักรในขณะที่ทำงานเป็นปกติในช่วงวันที่ 22 พฤศจิกายน 2019 
เวลา 16.40 น. จนถึงวันที่  31 กรกฎาคม 2021 เวลา 06.00 น. โดยจะเก็บข้อมูลจาก
เซ็นเซอร์ทุก 5 นาที  ได้รับตัวแปรทั้ งหมด 16 ตัว คือ กระแสไฟฟ้าในมอเตอร์ของ
คอมเพรสเซอร์, ตำแหน่งของ solenoid valve plate, อัตราการไหลของก๊าซ, ความดันขา
เข้าที่ stage 1, อุณหภูมิขาเข้าที่ stage 1, ความดันขาออกที่ stage 1, อุณหภูมิขาออกที่ 
stage 1, ความดันขาเข้าที่ stage 2, อุณหภูมิขาเข้าที่ stage 2, ความดันขาออกที่ stage 2, 
อุณหภูมิขาออกที่ stage 2, ผลต่างของความดันที่ stage 2, ปริมาณของ Ethylene ที่ถูกส่ง
มาจากต้นทาง, ปริมาณของ Propylene ที่ถูกส่งมาจากต้นทาง, อัตราส่วนของความดันที่ 
stage 1, อัตราส่วนของความดันที่ stage 2, ผลต่างอุณหภูมิของตัวแลกเปลี่ยนความร้อน
ระหว่าง stage 

3. ประเมินวิธีการที่นำเสนอด้วยรูปแบบความเสียหายของเครื่องจักร 5 รูปแบบคือ กระบอก
ลูกสูบ 1 รั่วที่ด้านดูด, กระบอกลูกสูบ 1 รั่วที่ด้านอัดอากาศ, กระบอกลูกสูบ 2 รั่วที่ด้านดูด, 
กระบอกลูกสูบ 2 รั่วที่ด้านอัดอากาศ, ตัวแลกเปลี่ยนความร้อนระหว่าง stage มีปัญหา 

4. ความแปลกใหม่ที่ถูกตรวจจับด้วยวิธีการตรวจจับความแปลกใหม่มีโอกาสเป็นได้ทั้งความ

เสียหายจริง และรูปแบบความปกติท่ีไม่เคยพบมาก่อนในชุดข้อมูลทดสอบ 

5. ไม่มีข้อมูลช่วงที่เครื่องจักรทำงานผิดปกติจริงๆ เนื่องจากโรงงานที่เก็บข้อมูลเพ่ือทำวิจัยจะ

บำรุงรักษาเครื่องจักรชนิดนี้ก่อนเกิดการชำรุดจริงเสมอ 
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1.4 ขั้นตอนการดำเนินงานโดยสรุป 
ขั้นตอนการดำเนินงานแบ่งออกเป็น 11 ขั้นตอน แผนภาพขั้นตอนการดำเนินงานแสดงในรูปที่ 1 

1. รวบรวมข้อมูลจากเซ็นเซอร์ของคอมเพรสเซอร์แบบลูกสูบ สร้างตัวแปรทั้งหมด 16 ตัว 

2. นำข้อมูลที่ได้มาเตรียมข้อมูลโดยการทำความสะอาดข้อมูลและแปลงข้อมูล  เพ่ือให้มีรูปแบบ

ที่เหมาะสมต่อการนำไปใช้ 

3. เพ่ิมตัวแปรทางกายภาพเพ่ิมเติมจากสมการอุณหพลศาสตร์  (Thermodynamic) ได้แก่ 

อุณหภูมิขาออกของคอมเพรสเซอร์ และอัตรากำลังบีบอัดในคอมเพรสเซอร์ 

4. แบ่งข้อมูลออกเป็นชุดข้อมูลฝึกสอน 64%, ชุดข้อมูลตรวจสอบ 16% และชุดข้อมูลทดสอบ 

20% 

5. จำลองรูปแบบความเสียหายของเครื่องจักรลงในชุดข้อมูลทดสอบตามรูปแบบความเสียหาย

ของเครื่องจักรที่กำหนดไว้ทั้ง 5 รูปแบบ แล้วกำหนดป้ายกำกับลงในชุดข้อมูลทดสอบ 

6. สอนแบบจำลอง LSTM Autoencoder ด้วยชุดข้อมูลฝึกสอน 

7. ประเมินประสิทธิภาพด้วยชุดข้อมูลตรวจสอบ ผลลัพธ์ที่ได้จะเป็นค่าความผิดพลาดจากการ

สร้างใหม ่

8. ปรับปรุงค่าไฮเปอร์พารามิเตอร์ของแบบจำลองเพ่ือให้ได้ประสิทธิภาพดีที่สุด 

9. กำหนดเกณฑ์ท่ีใช้ตรวจจับความแปลกใหม่จากค่าความผิดพลาดจากการสร้างใหม่ของข้อมูล

ปกต ิ

10. พยากรณ์ความเสียหายในชุดข้อมูลทดสอบ หากข้อมูลจุดใดมีค่าความผิดพลาดจากการ

สร้างใหม่สูงกว่าเกณฑ์ที่กำหนด ข้อมูลจุดนั้นจะถือว่าเป็นความแปลกใหม่ โดยประเมิน

ผลลัพธ์ของแบบจำลองด้วยค่า Precision, Recall, Accuracy, F1 Score 

11. สร้างระดับสัญญาณเตือน 3 ระดับตามประเภทของความเสียหายที่แบบจำลอง LSTM 

Autoencoder ตรวจจับได้ 
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รูปที่ 1 แผนภาพแสดงขั้นตอนการดำเนินงาน 
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บทที่ 2 
ปริทัศน์วรรณกรรม 

วิทยานิพนธ์นี้ทำขึ้นเพ่ือตรวจจับความแปลกใหม่ในเครื่องคอมเพรสเซอร์แบบลูกสูบด้วย 

LSTM Autoencoder ดังนั้นเนื้อหาในบทนี้จึงรวบรวมผลงานวิจัยที่เกี่ยวข้องกับวิทยานิพนธ์โดย

ประกอบไปด้วยงานวิจัยที่เกี่ยวข้องกับการตรวจจับความแปลกใหม่ งานวิจัยที่เกี่ยวข้องกับการ

ตรวจจับความผิดปกติในเครื่องจักรสำหรับการบำรุงรักษาเชิงคาดการณ์ งานวิจัยที่เกี่ยวข้องกับ 

LSTM Autoencoder และสุดท้ายคืองานวิจัยที่เกี่ยวข้องกับคอมเพรสเซอร์แบบลูกสูบ 

การตรวจจับความแปลกใหม่คือการจำแนกข้อมูลที่มีความแตกต่างจากข้อมูลที่อยู่ในข้อมูล

ฝึกสอน (trained data) ในบางครั้งวิธีการนี้อาจเรียกว่าการจำแนกแบบประเภทเดี่ยว (one-class 

classification) ซึ่งแบบจำลองจะถูกสร้างขึ้นจากการเรียนรู้ข้อมูลที่เป็นปกติเท่านั้น ในปี 2014 

Pimentel และคณะ [9] ทบทวนวรรณกรรมที่เก่ียวข้องกับการตรวจจับความแปลกใหม่ สามารถแบ่ง

ออกได้เป็น 5 หมวดหมู่คือ 1. การตรวจจับด้วยความน่าจะเป็น แบ่งเป็นวิธีการที่ใช้พาราเมตริกและ

วิธีการที่ไม่ใช้พาราเมตริก 2. การตรวจจับด้วยระยะทาง 3. การตรวจจับด้วยการสร้างใหม่ 4. การ

ตรวจจับด้วยโดเมน 5. การตรวจจับด้วยทฤษฎีข้อมูล วิทยานิพนธ์ฉบับนี้ใช้ LSTM Autoencoder จึง

เป็นหมวดหมู่ที่ 3 คือการตรวจจับด้วยการสร้างใหม่โดยใช้วิธีการที่เกี่ยวข้องกับโครงข่ายประสาท

เทียม 

ในปี 2018 Amruthnath และคณะ [14] ศึกษางานวิจัยที่เกี่ยวข้องกับการนำขั้นตอนวิธีการ

เรียนรู้ของเครื่องแบบไม่มีผู้สอนมาใช้ตรวจจับความเสียหายเริ่มต้นในการบำรุงรักษาเชิงคาดการณ์ 

ผู้วิจัยใช้ข้อมูลการสั่นสะเทือนจากพัดลมดูดอากาศแล้วเปรียบเทียบความเที่ยงตรงของขั้นตอนวิธีการ

เรียนรู้ของเครื่องแบบไม่มีผู้ สอน เช่น PCA, 𝑇2statistic, GMM, การจัดกลุ่มตามลำดับขั้น 

(Hierarchical clustering), K-Means, Fuzzy C-Means clustering ผลลัพธ์แสดงว่า 𝑇2statistic 

มีประสิทธิภาพดีและสามารถใช้ได้ในกรณีที่ขาดความรู้ในการจำแนกความเสียหาย ในขณะที่การจัด

กลุ่มข้อมูล (clustering) จะเหมาะสมเมื่อความเสียหายที่ต้องการตรวจจับมีหลายระดับ 

ในปี 2019 Park และคณะ [15] ตรวจจับและวินิจฉัยความเสียหายในเครื่องจักร โดยการใช้ 

Autoencoder มาเรียนรู้ข้อมูลขณะที่เครื่องจักรทำงานเป็นปกติ แล้วนำมาตรวจจับความผิดปกติใน

ข้อมูลอนุกรมเวลาหลายตัวแปร ก่อนที่ความผิดปกติที่ถูกตรวจจับได้จะถูกส่งไปจำแนกประเภทของ

ความผิดปกติด้วย LSTM โดยที่แบบจำลองทั้งสองจะถูกฝึกสอนแยกกัน ค่า MSE ของความผิดพลาด
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จากการสร้างใหม่ถูกใช้เป็นเกณฑ์ในการตรวจจับความผิดปกติ การวินิจฉัยความผิดปกติด้วย  LSTM 

แบ่งออกเป็นสองส่วนคือการสกัดคุณลักษณะ และการจำแนก นอกจากนี้ชั้นดรอปเอาท์ (dropout 

layer) ถูกใส่เข้ามาระหว่างชั้นของ LSTM เพ่ือลด overfitting สุดท้ายจะคาดการณ์ประเภทของ

ความผิดปกติโดยใช้ฟังก์ชัน softmax และ weighted cross entropy loss function เมื่อนำวิธีการ

ดังกล่าวไปประยุกต์ใช้กับการจำลองด้วย Tennessee Eastman Process (TEP) [16] พบว่าวิธีการนี้

สามารถแยกแยะประเภทของความเสียหายได้ดี และมีความเที่ยงตรงสูงกว่าการแยกแยะด้วย

โครงข่ายประสาทเทียมแบบสังวัตนาการอย่างลึก (Deep Convolution Neural Network: DCNN 

อยู่ 16.9% 

 Li และคณะ [17] นำเสนอวิธีการใหม่ในการตรวจจับความผิดปกติด้วยการเรียนรู้แบบไม่มี

ผู้สอนโดยการรวม stacked autoencoder เข้ากับ LSTM เพ่ือใช้กับข้อมูลที่ไม่ทราบป้ายกำกับ 

วิธีการดังกล่าวถูกประยุกต์ใช้กับ Bently Nevada Rotor Kit RK3 ซึ่งจำลองสภาวะการทำงานของ

เครื่องจักรแบบหมุน และสังเคราะห์ความผิดปกติด้วยการเพ่ิมน้ำหนักเพ่ือให้น้ำหนักถ่วงเกิดความไม่

สมดุล วิธีการ Wavelet Packet Decomposition (WPD) ถูกใช้ในการเลือกคุณลักษณะของข้อมูล

ในโดเมนเวลาและโดเมนความถี่ ค่าเฉลี่ยความผิดพลาดกำลังสองของการคาดการณ์ที่มีค่าเยอะที่สุด

ถูกใช้เป็นเกณฑ์ในการตรวจจับความผิดปกติ สุดท้ายเมื่อประเมินด้วย five-fold cross validation 

พบว่าแบบจำลองสามารถตรวจจับความผิดปกติได้ด้วยความเที่ยงตรง 99% ผลลัพธ์ดังกล่าวพิสูจน์ว่า 

SAE-LSTM มีประสิทธิภาพที่จะใช้ในสภาวะที่ต้องเรียนรู้ด้วยการเรียนรู้แบบไม่มีผู้สอน 

ต่อมา Hsieh และคณะ [8] ใช้ LSTM ที่ผสมกับ Autoencoder มาตรวจจับความผิดปกติ

จากข้อมูลเซ็นเซอร์ออนไลน์ซึ่งเป็นข้อมูลอนุกรมเวลาแบบหลายตัวแปรโดยใช้การเรียนรู้แบบไม่มี

ผู้สอน ก่อนที่จะสร้างสัญญาณแจ้งเตือนแบบเรียลไทม์ เป็นครั้งแรกที่นำวิธีการดังกล่าวมาประยุกต์ใช้

กับเซ็นเซอร์ของจริงจากโรงงาน 

ในปี 2020 Kamat [7] สำรวจวิธีการตรวจจับความผิดปกติสำหรับการบำรุงรักษาเชิง

คาดการณ์ในยุคอุตสาหกรรม 4.0 พบว่าวิธีการทางสถิติล้มเหลวในการทำความเข้าใจการรวมกันของ

แต่ละตัวแปรที่ก่อให้เกิดความผิดปกติในเครื่องจักรดังเหตุผลที่กล่าวไว้ในบทที่มาและความสำคัญ 

ผู้วิจัยนำเสนอโครงร่างการตรวจจับความผิดปกติด้วยการเรียนรู้เชิงลึกซึ่งเกิดจากการรวม LSTM และ 

Autoencoder เข้าไว้ด้วยกันเพ่ือแก้ปัญหาดังกล่าว การตรวจจับความผิดปกติด้วยวิธีนี้สามารถใช้

คาดการณ์ความเสียหายก่อนที่เครื่องจักรจะชำรุดจริงเพ่ือวางแผนการบำรุงรักษาเชิงคาดการณ์ต่อไป 
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ต่อมา Ahmad และคณะ [18] ใช้ LSTM Autoencoder ในการสกัดคุณลักษณะจาก

สัญญาณความสั่นสะเทือนของเครื่องจักรแบบหมุนที่ทำงานเป็นปกติเพ่ือตรวจจับความผิดปกติใน

เครื่องจักร ข้อมูลที่ใช้ศึกษาถูกแบ่งออกเป็นสองชุดเพ่ือเปรียบเทียบประสิทธิภาพของแบบจำลอง คือ

ชุดที่ถูกสกัดคุณลักษณะด้วย LSTM Autoencoder โดยอัตโนมัติ และชุดที่ผู้วิจัยสกัดด้วยตนเองโดย

ใช้ป่าโดดเดี่ยว (Isolation Forest) ผลลัพธ์ของงานวิจัยแสดงว่าวิธีที่ใช้ LSTM Autoencoder มีค่า 

F1 score สูงที่สุด 

ในปี 2021 Bampoula และคณะ [19] นำเสนอ LSTM Autoencoder เข้ามาช่วยในการ

เปลี่ยนจากการบำรุงรักษาเชิงป้องกันมาเป็นการบำรุงรักษาเชิงคาดการณ์ เพ่ือคำนวณค่าระยะเวลาใช้

งานคงเหลือของเครื่องจักรก่อนที่จะชำรุด วิธีการใหม่ที่ผู้วิจัยนำเสนอคือการนำโครงข่ายประสาท

เทียมแต่ละโครงข่ายมาเรียนรู้แต่ละป้ายกำกับแยกกันไป เพ่ือนำไปสู่ผลลัพธ์ที่ดีขึ้นในแต่ละกรณี 

ข้อมูลจากเซ็นเซอร์ในเครื่องบดแบบลูกกลิ้งถูกแบ่งออกเป็น 3 ส่วนตามป้ายกำกับคือสถานะสภาพ

ของเครื่องจักรที่มีระดับต่ำ, กลาง และสูง จากนั้นประเมินประสิทธิภาพการจำแนกป้ายกำกับของ

แบบจำลองด้วย accuracy, recall, precision, specificity และ F1 score ค่าระยะเวลาใช้งาน

คงเหลือของเครื่องจักรก่อนที่จะชำรุดจะถูกคำนวณร่วมกับการตรวจสอบสถานะของเครื่องจักรใน

โรงงานจริงพบว่าเมื่ออัตราความเที่ยงตรงระหว่างกรณีที่สถานะสภาพของเครื่องจักรมีระดับต่ำ และ

กรณีที่เครื่องจักรเกิดการชำรุดจริงมีมากกว่า 10% ค่าระยะเวลาใช้งานคงเหลือของเครื่องจักรก่อนที่

จะชำรุดจะเท่ากับ 3 วัน จากนั้นในทุกๆ 10% ที่เพ่ิมขึ้น ค่าระยะเวลาใช้งานคงเหลือของเครื่องจักร

ก่อนที่จะชำรุดจะเพ่ิมขึ้น 2 วัน สุดท้ายจึงเปรียบเทียบตารางการบำรุงรักษาเครื่องจักรที่เกิดขึ้นจริง

กับการบำรุงรักษาที่ถูกคาดการณ์โดยแบบจำลองพบว่าแบบจำลองสามารถคาดการณ์การชำรุดของ

เครื่องจักรล่วงหน้า 1 วันก่อนชำรุดจริง และสามารถเพ่ิมวันทำงานได้ 96 วันต่อปี และลดการซ่อม

บำรุงที่ไม่จำเป็นลงได้ 22.2% ข้อจำกัดของงานวิจัยนี้คือการนำโครงข่ายประสาทเทียมหลายโครงข่าย

มาเรียนรู้คำอธิบายแยกกันเพ่ือคำนวณค่าระยะเวลาใช้งานคงเหลือของเครื่องจักรก่อนที่จะชำรุดเป็น

เรื่องยากในข้อมูลที่มีความซับซ้อนสูงทำให้แบบจำลองอาจจำแนกผิดพลาด รวมถึงเป็นเรื่องยากใน

การรวบรวมข้อมูลขณะที่เครื่องจักรชำรุดในความเป็นจริง 

ต่อมา Mallak และคณะ [20] ตรวจจับความเสียหายของเซ็น เซอร์และชิ้นส่วนใน

เครื่องจักรไฮดรอลิกโดยใช้ LSTM Autoencoder ในการเรียนรู้จากข้อมูลเครื่องจักรในขณะที่มีสภาพ

ดีเพ่ือสร้างข้อมูลดังกล่าวขึ้นมาใหม่ หากข้อมูลใหม่ที่ได้รับมามีพฤติกรรมที่เบี่ยงเบนไปจนเกินเกณฑ์ที่

กำหนดจะถือว่าเป็นความเสียหาย การทดลองจะถูกออกแบบเป็นสองการทดลองที่แยกเป็นอิสระออก
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จากกันเพ่ือใช้ตรวจจับความเสียหายจากเซ็นเซอร์และความเสียหายจากชิ้นส่วนของเครื่องจักร มาตร

วัดที่ใช้ในการเปรียบเทียบความเบี่ยงเบนระหว่างข้อมูลจริงกับข้อมูลที่ถูกสร้างใหม่คือ Pearson’s 

Autocorrelation สุดท้ายจึงวินิจฉัยความเสียหายจากข้อมูลความเสียหายที่ถูกตรวจจับได้ด้วยการ

จำแนกด้วยวิธีการเรียนรู้ด้วยเครื่องหรือการเรียนรู้เชิงลึกได้แก่ LR, LDA, KNN, CART, NB, SVM, 

RF, CNN และ LSTM สรุปว่าในการทดลองแรกวิธีที่มีความเที่ยงตรงสูงที่สุดคือการใช้ CART หรือ 

LSTM ร่วมกับการสกัดคุณลักษณะจากโดเมนเวลา ในการทดลองที่สองพบว่า Random Forest (RF) 

ร่วมกับการทำ feature importance (FI) ได้ความเที่ยงตรงสูงที่สุด 

งานวิจัยที่เกี่ยวข้องกับการวินิจฉัยความเสียหายในเครื่องคอมเพรสเซอร์แบบลูกสูบด้วยการ

เรียนรู้ของเครื่องถูกทบทวนโดย Lv [21] วิธีที่ได้รับการยอมรับโดยทั่ วไปคือ Artificial Neural 

Network (ANN), Support Vector Machine (SVM), Bayesian Network และการเรียนรู้เชิงลึก 

วิธีที่นิยมมากที่สุดคือ ANN และ SVM การวินิจฉัยความผิดปกติอาจขึ้นอยู่กับ 1. ตัวแปร เช่นความ

ดัน อุณหภูมิ และอัตราการไหล แบ่งเป็น 1.1. แผนภาพความดันและปริมาตร (p-V diagram) จาก

ความดันของกระบอกลูกสูบ 1.2. ความดันในปริมาตรอื่นที่ไม่ใช่จากกระบอกลูกสูบ 2. สัญญาณความ

สั่นสะเทือน 3. การปล่อยเสียง (Acoustic Emission) 4. สัญญาณจากหลายแหล่งกำเนิด การวินิจฉัย

ความผิดปกติจากสัญญาณความสั่นสะเทือนและการปล่อยเสียงจำเป็นต้องผ่านการเตรียมข้อมูลที่

ซับซ้อนเพื่อให้ได้องค์ประกอบของสัญญาณดิบที่เหมาะสมต่อการนำไปใช้ 

ในปี 2021 Charoenchitt และคณะ [22] นำเสนอวิธีการใหม่ในการตรวจจับความผิดปกติ

เริ่มต้นของเครื่องคอมเพรสเซอร์แบบลูกสูบด้วย Autoencoder โดยการรวมสมการอุณหภูมิขาออก

ของคอมเพรสเซอร์จากสมการอุณหพลศาสตร์เข้ากับข้อมูลที่ได้จากเซ็นเซอร์ของเครื่องจักร เพ่ือช่วย

ให้แบบจำลองสามารถเข้าใจความสัมพันธ์ระหว่างอุณหภูมิ, ความดัน และน้ำหนักโมเลกุลของก๊าซ 

ข้อมูลถูกเก็บรวมรวมมาจากเซ็นเซอร์ 79 ตัว สามารถแบ่งข้อมูลออกเป็น 4 ประเภท คือช่วงที่

เครื่องจักรทำงานเป็นปกติ, สองเดือนก่อนชำรุด, หนึ่งเดือนก่อนชำรุด และ 15 วันก่อนชำรุด ผู้วิจัย

สอนแบบจำลอง Autoencoder ด้วยข้อมูลในขณะที่เครื่องจักรทำงานเป็นปกติ ข้อมูลดังกล่าวถูก

สร้างเป็นสองชุด คือชุดที่เก็บข้อมูลจากเซ็นเซอร์ 79 ตัว และชุดที่มีการเพิ่มคุณลักษณะของข้อมูล 12 

ตัว เมื่อนำแบบจำลองไปพยากรณ์ข้อมูลช่วงที่เครื่องจักรใกล้ชำรุดพบว่าค่าความผิดพลาดจากการ

สร้างใหม่เพ่ิมมากขึ้นเมื่อเครื่องจักรใกล้ชำรุด และแบบจำลองที่เรียนรู้จากการเพ่ิมคุณลักษณะของ

ข้อมูลได้ค่าความผิดพลาดที่น้อยกว่า ดังนั้นจึงสรุปได้ว่าการเพ่ิมคุณลักษณะของข้อมูลช่วยให้  
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Autoencoder เรียนรู้ข้อมูลปกติได้ดีขึ้นทำให้แยกแยะข้อมูลของเครื่องคอมเพรสเซอร์แบบลูกสูบ

ระหว่างช่วงที่เป็นปกติและชำรุดได้อย่างเที่ยงตรงมากขึ้น 

สุดท้าย Buono และคณะ [23] เปรียบเทียบวิธีการการเรียนรู้ด้วยเครื่องและการเรียนรู้เชิง

ลึกสำหรับนำมาใช้ในการตรวจจับความแปลกใหม่จากสัญญาณความถี่ ข้อจำกัดของการบำรุงรักษา

เชิงคาดการณ์คือข้อมูลฝึกสอนที่ถูกใช้สร้างแบบจำลองในครั้งแรกสุดอาจไม่มีข้อมูลของเครื่องจักร

ครบทุกสถานภาพการทำงาน นอกจากนี้การตรวจสอบสถานะของเครื่องจักรแบบออนไลน์อาจพบ

ข้อมูลของเครื่องจักรที่มีสถานภาพการทำงานรวมถึงสภาพแวดล้อมการทำงานที่ เปลี่ยนแปลงไป หาก

สถานภาพการทำงานเปลี่ยนแปลงไปจากที่แบบจำลองเคยเรียนรู้อาจทำให้ประสิทธิภาพของการ

คาดการณ์ลดลง ปัญหาดังกล่าวคือการเคลื่อนของแนวคิด (Concept Drift) หากตรวจพบการเคลื่อน

ของแนวคิดจะต้องนำข้อมูลที่ได้รับมาใหม่ไปเพ่ิมในข้อมูลฝึกสอนเพ่ือปรับปรุงแบบจำลอง การ

ตรวจจับการเคลื่อนของแนวคิดสามารถกระทำได้ได้ด้วยการตรวจจับความแปลกใหม่ ผลลัพธ์จากการ

เปรียบเทียบพบว่าแบบจำลองการเรียนรู้เชิงลึก (LSTM Autoencoder และ CNN) มีประสิทธิภาพสูง

กว่าแบบจำลองจากวิธีทั่วไป (การจัดกลุ่ม, LOF, PCA, SVM, IF) แต่ใช้เวลาในการเรียนรู้นานกว่า 

วิธีการที่ใช้ Autoencoder มีความคงทนต่อสัญญาณรบกวนดีกว่าวิธีอ่ืน ดังนั้นแบบจำลองการเรียนรู้

เชิงลึกจึงเหมาะสมที่จะใช้กับการตรวจจับความแปลกใหม ่

จากการศึกษางานวิจัยข้างต้นจะเห็นว่าการตรวจจับความผิดปกติด้วย LSTM Autoencoder 

มีประสิทธิภาพสูงและเหมาะสมที่ จะใช้กับข้อมูลอนุกรมเวลา วิทยานิพนธ์นี้ จึ งใช้  LSTM 

Autoencoder เพ่ือตรวจจับความแปลกใหม่ในเครื่องคอมเพรสเซอร์แบบลูกสูบโดยการตรวจจับด้วย

การสร้างใหม่ แผนการดำเนินงานโดยรวมจะใกล้เคียงกับงานวิจัยของ Mallak และคณะ [20] 

นอกจากนี้ยังเพ่ิมชั้นดรอปเอาท์เข้ามาระหว่างชั้นของแบบจำลองเพ่ือลด overfitting และใช้ค่า MSE 

ของความผิดพลาดจากการสร้างใหม่เป็นเกณฑ์ในการตรวจจับความผิดปกติเช่นเดียวกับงานวิจัยของ 

Park [15] และเพ่ือช่วยให้แบบจำลองสามารถเข้าใจความสัมพันธ์ระหว่างตัวแปรได้ดียิ่งขึ้น จึงรวม

สมการอุณหภูมิขาออกของคอมเพรสเซอร์จากสมการอุณหพลศาสตร์เข้ากับข้อมูลที่ได้จาก เซ็นเซอร์

ของเครื่องจักรเช่นเดียวกับงานวิจัยของ Charoenchitt และคณะ [22] 
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บทที่ 3 
ทฤษฎีพื้นฐาน 

 เนื้อหาในบทนี้อธิบายเกี่ยวกับทฤษฎีและแนวคิดที่เกี่ยวข้องกับวิทยานิพนธ์ได้แก่ เครื่อง

คอมเพรสเซอร์แบบลูกสูบ, การบำรุงรักษาเชิงคาดการณ์, LSTM Autoencoder, การเก็บข้อมูล และ

การเตรียมข้อมูล, การประเมินงานวิจัย, การสร้างระดับสัญญาณเตือน 

 

3.1 คอมเพรสเซอร์แบบลูกสูบ (Reciprocating Compressor) 

ในอุตสาหกรรมน้ำมันและก๊าซ คอมเพรสเซอร์หรือเครื่องอัดอากาศจะถูกนำมาใช้ในการบีบ

อัดปริมาตรของของไหลที่บีบอัดได้ (compressible fluid) เช่นก๊าซหรือไอน้ำเพ่ือเพ่ิมความดัน ซึ่ง

การที่เราเพ่ิมความดันของก๊าซจะทำให้เราสามารถส่งก๊าซในท่อส่งได้ปริมาตรที่มากข้ึน, ลดการสูญเสีย

ของก๊าซในขณะที่ขนส่งเนื่องจากแรงเสียดทาน และทำให้สามารถส่งก๊าซได้ระยะทางไกลขึ้นโดยไม่

จำเป็นต้องตดิตั้งปั๊มเพ่ิมแรงดัน (booster pump) 

คอมเพรสเซอร์จะแบ่งออกเป็น 2 ชนิดตามรูปแบบในการอัดอากาศดังนี้ 

1. คอมเพรสเซอร์ประเภทไดนามิก (Dynamic Compressor) จะอัดอากาศโดยใช้การเหวี่ยง

จากใบพัดเพ่ือเพ่ิมความเร่งของอากาศ ทำให้เกิดการสร้างพลังงานจลน์ซึ่งจะเปลี่ยนเป็น

ความดันในที่สุด แบ่งออกเป็น คอมเพรสเซอร์แบบแรงเหวี่ยงหนีศูนย์ (Centrifugal) และ

คอมเพรสเซอร์แบบเพลา (Axial) 

2. คอมเพรสเซอร์ประเภทปริมาตรแทนที่เชิงบวก (Positive Displacement Compressor) 

จะเก็บอากาศไว้ในห้องอัดอากาศ (compression chamber) จากนั้นจะบีบอัดจากภายนอก 

เพ่ือลดปริมาตรและเพ่ิมความดันของอากาศ แบ่งออกเป็นคอมเพรสเซอร์แบบโรตารี่ 

(Rotary) และคอมเพรสเซอร์แบบลูกสูบ (Reciprocating) 

3.1.1 หลักการทำงานของคอมเพรสเซอร์แบบลูกสูบ 

เป็นคอมเพรสเซอร์ประเภทปริมาตรแทนที่เชิงบวก ซึ่งใช้ลูกสูบที่ขับเคลื่อนเป็นเส้นตรงด้วย

เพลาข้อเหวี่ยง (crank shaft) ในการดัก,บีบอัด และดันก๊าซเข้าไปในกระบอกสูบทำให้สารมีปริมาตร

น้อยลงเพ่ือเพ่ิมความดันของก๊าซ [24] คอมเพรสเซอร์ชนิดนี้ทำงานโดยอาศัยมอเตอร์ไฟฟ้าในการ
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ขยับลูกสูบ เนื่องจากมีชิ้นส่วนที่ เคลื่อนไหวได้จึงควรเติมสารหล่อลื่นเป็นครั้งคราวไม่ เช่นนั้น

ประสิทธิภาพของเครื่องจักรอาจลดลงได้ แบ่งออกเป็น 2 ประเภท คือ 

1. Single stage design ก๊าซจะถูกดูดเข้าไปในกระบอกสูบแล้วบีบอัดในครั้งเดียว จากนั้นก๊าซ

ที่ถูกบีบอัดแล้วจะถูกส่งไปเก็บที่แท็งก์เก็บอากาศ 

2. Two stage design จะเพ่ิมลูกสูบมาอีกหนึ่งกระบอก เพ่ือเพ่ิมความสามารถในการบีบอัด

และเพ่ิมความดันให้มากขึ้น 

ประกอบด้วยชิ้นส่วนดังนี้ 

- Piston ลูกสูบ 

- Suction ตัวดูด 

- Cylinder กระบอกสูบ 

- Cylinder heads หัวกระบอกสูบ 

- Discharge valves วาล์วระบาย 

เครื่องจักรที่ใช้เก็บข้อมูลในวิทยานิพนธ์คือคอมเพรสเซอร์แบบลูกสูบชนิดวางแนวตั้งประเภท

มีหลาย stage (Multistage Vertical Reciprocating Compressor ซึ่ งเป็นประเภท two stage 

design ดังแสดงในรูปที่ 2 

 

รูปที่ 2 คอมเพรสเซอร์แบบลูกสูบชนิดวางแนวตั้งประเภทมีสอง stage [25] 
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3.1.2 คำอธิบายของเซ็นเซอร์แต่ละตัว 

เครื่องคอมเพรสเซอร์ที่ใช้ในวิทยานิพนธ์นี้ถูกใช้เพ่ือหมุนเวียนก๊าซในเครื่องทำปฏิกิริยา 
(reactor) มีกระบวนการทำงานดังรูปที่ 3 เมื่อตัวเลขคือตัวแปรที่ถูกเก็บข้อมูลมาจากเซ็นเซอร์ 

 
รูปที่ 3 แผนภาพการทำงานของคอมเพรสเซอร์ที่ใช้ในวิทยานิพนธ์ 

 
- ในขณะที่ใส่ก๊าซเข้าไปในคอมเพรสเซอร์จะวัดค่าของอัตราการไหลของก๊าซ จากนั้นจะวัด
อุณหภูมิและความดันขาเข้าที่ stage 1 ก่อนที่จะส่งต่อไปยัง Knockout Drum เพ่ือแยกน้ำ
และของเหลวออกจากก๊าซ 
- หลังจากนั้นก๊าซจะถูกส่งไปยัง stage 1 ของคอมเพรสเซอร์ เพ่ือบีบอัดก๊าซ จากนั้นจึงวัด
อุณหภูมิและความดันขาออกท่ี stage 1 แล้วส่งต่อไปยัง Heat Exchanger เพ่ือ cooldown 
ระบบไม่ให้อุณหภูมิสูงจนเกินไป 
- วัดอุณหภูมิขาเข้าที่ stage 2 แล้วส่งไปที่ Knockout Drum อีกครั้ง จากนั้นส่งกลับไปที่ 
stage 2 ของคอมเพรสเซอร์เพื่อบีบอัดก๊าซอีกครั้ง ก่อนที่จะลำเลียงก๊าซไปขั้นตอนถัดไป 
- วัดอุณหภูมิขาออกที่ stage 2 แล้วส่งไปที่ Knockout Drum อีก 2 ครั้ง จากนั้นวัดความ
ดันขาออกท่ี stage 2 
- ส่งก๊าซท่ีบีบอัดแล้วไปที่เครื่องทำปฏิกิริยา 

 
คำอธิบายของแต่ละตัวแปรที่ถูกเก็บข้อมูลมาจากเซ็นเซอร์ : 

1. กระแสไฟฟ้าในมอเตอร์ของคอมเพรสเซอร์ มีหน่วยเป็น แอมแปร์ 

2. ตำแหน่งของวาล์ว solenoid มีหน่วยเป็น % 
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3. อัตราการไหลของก๊าซ มีหน่วยเป็น m3/hr 

4. ความดันขาเข้าท่ี stage 1 มีหน่วยเป็น kg/cm2G 

5. อุณหภูมิขาเข้าท่ี stage 1 มีหน่วยเป็น องศาเซลเซียส 

6. ความดันขาออกท่ี stage 1 ซึ่งจะเท่ากับความดันขาเข้าท่ี stage 2 มีหน่วยเป็น kg/cm2G 

7. อุณหภูมิขาออกที่ stage 1 มีหน่วยเป็น องศาเซลเซียส 

8. อุณหภูมิขาเข้าท่ี stage 2 มีหน่วยเป็น องศาเซลเซียส 

9. อุณหภูมิขาออกที่ stage 2 มีหน่วยเป็น องศาเซลเซียส 

10. ความดันขาออกท่ี stage 2 มีหน่วยเป็น kg/cm2G 

11. ผลต่างของความดันที่ stage 2 คำนวณจาก ความดันขาออกท่ี stage 1 - ความดันขาออกท่ี 

stage 2 

12. ปริมาณของ Ethylene ที่ถูกส่งมาจากต้นทาง มีหน่วยเป็น % 

13. ปริมาณของ Propylene ที่ถูกส่งมาจากต้นทาง มีหน่วยเป็น % 

14. อัตราส่วนของความดันที่ stage 1 มีหน่วยเป็น % 

15. อัตราส่วนของความดันที่ stage 2 มีหน่วยเป็น %  

16. ผลต่างอุณหภูมิของตัวแลกเปลี่ยนความร้อนระหว่าง stage (Interstage cooler delta 
temperature: ICDT) มีหน่วยเป็น องศาเซลเซียส 

 

3.1.3 รูปแบบความเสียหายของเครื่องจักร (Fault pattern) 

รูปแบบความเสียหายที่ใช้ในวิทยานิพนธ์ฉบับนี้ได้แก่  

- กระบอกสูบที่ stage 1 ด้านขาเข้าเกิดรอยรั่ว (C1S) 

- กระบอกสูบที่ stage 1 ด้านขาออกเกิดรอยรั่ว (C1D) 

- กระบอกสูบที่ stage 2 ด้านขาเข้าเกิดรอยรั่ว (C2S) 
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- กระบอกสูบที่ stage 2 ด้านขาออกเกิดรอยรั่ว (C2D) 

- ตัวแลกเปลี่ยนความร้อนระหว่าง stage มีปัญหา (Interstage cooler issue: ICI) 

รูปแบบความเสียหายดังกล่าวสามารถสรุปสาเหตุของการเกิดได้ในตารางที่ 1 เมื่อ priority 
คือความลำดับสำคัญของตัวแปรนั้นๆ เช่นตัวที่ priority 1 จะต้องจำลองความผิดปกติสูงกว่า 
priority 2 กำหนดให้ priority 1 คือต้องเพ่ิมความเสียหายไม่เกิน 3 SD และ priority 2 ไม่เกิน 2.5 
SD และ + คือ จำลองความผิดปกติให้ค่ามากข้ึน ส่วน – คือจำลองให้ค่าน้อยลง 

 
ตารางที่ 1 รูปแบบความเสียหายของเครื่องจักรที่ใช้ในวิทยานิพนธ์ 
Description C1S Priority C1D Priority C2S Priority C2D Priority ICI Priority 

กระแสไฟฟ้า
ในมอเตอร์ 

0 1 0 1 0 1 0 1 0  

ตำแหน่งของ 
solenoid 
valve 

- 2 - 2 - 2 - 2 - 1 

อัตราการไหล
ของก๊าซ 

- 2 - 2 - 2 - 2 - 1 

ความดันขา
เข้าที่ stage 
1 

- 2 - 2 - 1     

อุณหภูมิขา
เข้าที่ stage 
1 

  + 2       

อุณหภูมิขา
เข้าที่ stage 
2 

    + 2   + 2 

ความดันขา
ออกที่ stage 
2 

    - 2     

อุณหภูมิขา
ออกที่ stage 
2 

      + 2   

ICI         - 2 
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3.1.4 ตัวแปรทางกายภาพเพิ่มเติมจากสมการอุณหพลศาสตร์ 

 ตัวแปรใหม่จะถูกเพ่ิมเข้ามาในชุดข้อมูลที่ใช้สอนแบบจำลองโดยนำมาจากสมการอุณหพล

ศาสตร์ของคอมเพรสเซอร์แบบลูกสูบ ซึ่งคำนวณได้จากตัวแปรของแต่ละเซ็นเซอร์ ณ ช่วงเวลานั้นของ

เครื่องจักร เพ่ือช่วยให้แบบจำลองสามารถทำความเข้าใจกับความสัมพันธ์ระหว่างตัวแปรได้ดียิ่งขึ้น 

และเพ่ือเพ่ิมความเที่ยงตรงในการคาดการณ์ของแบบจำลอง ตัวแปรเพิ่มมาจาก 2 สมการ ดังนี้ 

 1. อุณหภูมิขาออกของคอมเพรสเซอร์ (Compressor Discharge Temperature: 𝑇𝑑 ) 

[26] แสดงในสมการ 

                                                 𝑇𝑑 = 𝑇𝑠(
𝑃𝑑

𝑃𝑠
)

𝑘−1

𝑘                                        (1) 

เมื่อกำหนดให ้: 

𝑇𝑠  คืออุณหภูมิขาเข้าของเครื่องจักร จากตัวแปรอุณหภูมิขาเข้าที่ stage 1 และอุณหภูมิขาเข้าที่ 
stage 2 

𝑃𝑑  คือความดันขาออกของเครื่องจักร จากตัวแปรความดันขาออกที่ stage 1 และความดันขาออกที่ 
stage 2 

𝑃𝑠  คือความดันขาเข้าของเครื่องจักร จากตัวแปรความดันขาเข้าที่ stage 1 และความดันขาเข้าที่ 
stage 2 

𝑘   คือค่าอัตราส่วนความร้อนจำเพาะ (Specific heat ratio) ของ propene (propylene) = 1.15 
[27] 

2. อัตรากำลังบีบอัด (Compression Ratio: 𝑃𝑟  หรือ R) คืออัตราส่วนระหว่างความดันขา

เข้าต่อความดันขาออกของคอมเพรสเซอร์ แสดงในสมการ 

                    𝑃𝑟 =  
𝐶𝑜𝑚𝑝𝑟𝑒𝑠𝑠𝑜𝑟 𝑑𝑖𝑠𝑐ℎ𝑎𝑟𝑔𝑒 𝑝𝑟𝑒𝑠𝑠𝑢𝑟𝑒

𝐶𝑜𝑚𝑝𝑟𝑒𝑠𝑠𝑜𝑟 𝑠𝑢𝑐𝑡𝑖𝑜𝑛 𝑝𝑟𝑒𝑠𝑠𝑢𝑟𝑒
=

𝑃𝑑𝑖𝑠𝑐ℎ𝑎𝑟𝑔𝑒

𝑃𝑠𝑢𝑐𝑡𝑖𝑜𝑛
          (2) 

เมื่อกำหนดให ้: 

𝑃𝑑𝑖𝑠𝑐ℎ𝑎𝑟𝑔𝑒  คือความดันขาออกของเครื่องจักร จากตัวแปรความดันขาออกที่ stage 1 และความ
ดันขาออกท่ี stage 2 

𝑃𝑠𝑢𝑐𝑡𝑖𝑜𝑛 คือความดันขาเข้าของเครื่องจักร จากตัวแปรความดันขาเข้าที่ stage 1 และความดันขา
เข้าท่ี stage 2 
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3.2 การบำรุงรักษาเชิงคาดการณ์ (Predictive Maintenance: PdM) 
การบำรุงรักษาเครื่องจักร สามารถแบ่งได้เป็น 3 ประเภทหลัก คือ [28] 

1. การบำรุงรักษาเชิงแก้ไข (Run-to-Failure Maintenance: RM) คือการซ่อมแซมเครื่องจักร

หลังจากที่เครื่องจักรชำรุดไปแล้ว เป็นวิธีการที่ง่ายที่สุดแต่จะใช้เวลาและค่าซ่อมบำรุงมากจึง

ทำให้วิธีนี้ไม่มีประสิทธิภาพ ดังนั้นวิธีการนี้จึงมักใช้กับเครื่องจักรที่สามารถปล่อยให้ชำรุดได้

โดยไม่เกิดผลกระทบหรือมีผลกระทบน้อยกับการทำงาน สิ่งแวดล้อม หรือความปลอดภัย 

2. การบำรุงรักษาเชิงป้องกัน (Preventive Maintenance: PM) คือการซ่อมแซมเครื่องจักร

ตามกำหนดการที่กำหนดไว้ล่วงหน้า เพื่อป้องกันการชำรุดของเครื่องจักร เช่น การกำหนดว่า

จะต้องซ่อมแซมเครื่องจักรทุก 6 เดือน หรือการเปลี่ยนอุปกรณ์เมื่อทำงานครบทุก 1000 

วงรอบ อย่างไรก็ตามบ่อยครั้งที่การซ่อมแซมเครื่องจักรด้วยวิธีนี้จะเกิดขึ้นโดยไม่จำเป็น 

เนื่องจากถึงจะครบกำหนดซ่อมแซมแต่เครื่องจักรยังมีสภาพที่ดีอยู่ หรือเครื่องจักรอาจจะใกล้

ชำรุดแล้วแม้ว่าจะยังไม่ถึงกำหนดการซ่อมแซม 

3. การบำรุงรักษาเชิงคาดการณ์หรือเชิงพยากรณ์ (Predictive Maintenance: PdM) คือการ

ใช้วิธีการทางวิทยาศาสตร์ข้อมูล (data science) ร่วมกับการวิเคราะห์ข้อมูลในการตรวจจับ

ความผิดปกติที่เกิดขึ้นในเครื่องจักรเพ่ือวางแผนซ่อมแซมก่อนที่เครื่องจักรหรืออุปกรณ์จะ

ชำรุดจริง วิธีการนี้เป็นการบำรุงรักษาเครื่องจักรร่วมกับการใช้แบบจำลองการเรียนรู้ของ

เครื่องหรือการเรียนรู้เชิงลึกที่มีความซับซ้อน โดยจะใช้ข้อมูลการทำงานในอดีตของ

เครื่องจักรมาใช้ในการวิเคราะห์ความสัมพันธ์ระหว่างแต่ละเซ็นเซอร์แบบพลวัต (dynamic) 

ซึ่งจะทำให้สามารถตรวจจับพฤติกรรมของความผิดปกติในเครื่องจักรที่มีความซับซ้อนมาก

ยิ่งขึ้น เพ่ือสร้างแบบจำลองที่จะคาดการณ์ว่าเครื่องจักรจะชำรุดเมื่อใด  วิธีนี้ เป็นวิธี

บำรุงรักษาเครื่องจักรที่มีประสิทธิภาพมากที่สุดในแง่ของการบริหารเวลาและทรัพยากร ซึ่ง

สามารถลดค่าใช้จ่ายในการบำรุงรักษาเครื่องจักร ลดระยะเวลาในการซ่อมแซมเครื่องจักร 

ลดระยะเวลาที่ต้องหยุดการผลิตในโรงงานเพ่ือซ่อมบำรุง และเพ่ิมอายุการใช้งานของ

เครื่องจักร 
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3.3 LSTM Autoencoder 
แบบจำลองที่ใช้ในวิทยานิพนธ์นี้คือ LSTM Autoencoder ซึ่งเป็นการใส่ชั้นของ LSTM เข้า

ไปในแบบจำลอง Autoencoder เนื้อหาในบทนี้จะอธิบายเนื้อหาแยกตามส่วนประกอบของ

แบบจำลองคือ Autoencoder และ LSTM ก่อนที่จะนำมารวมกันเป็น LSTM Autoencoder 

3.3.1 ตัวเข้ารหัสอัตโนมัติ (Autoencoder) 

 Autoencoder คือโครงข่ายประสาทเทียมประเภทหนึ่งที่จะสร้างข้อมูลรับเข้าที่ได้รับขึ้นมา

ใหม่ (reconstruct) เพ่ือสร้างเป็นข้อมูลส่งออกที่มีคุณสมบัติใกล้เคียงกับข้อมูลรับเข้าเดิมมากที่สุด 

โดยการลดมิติ (dimension reduction) [29] ข้อมูลรับเข้าลงเหลือแค่ code เพ่ือเรียนรู้เฉพาะส่วนที่

สำคัญที่สุดซึ่งเป็นตัวแทน (representation) ของข้อมูลทั้งหมด ก่อนที่จะสร้างข้อมูลฝึกสอนขึ้นมา

ใหม่จาก code [30] ตัวอย่างของการใช้งาน Autoencoder คือใช้ในคอมพิวเตอร์วิทัศน์ (computer 

vision) การรู้จำคำพูด  (speech recognition) และการประมวลผลภาษาธรรมชาติ  (natural 

language processing) [31] [32] โครงสร้างของ Autoencoder อย่ างง่ายแสดงในรูปที่  4 มี

คุณสมบัติดังนี้ [33] 

- Autoencoder จะมีประสิทธิภาพในสร้างใหม่ดีก็ต่อเมื่อได้รับการสอนจากข้อมูลประเภทเดียวกัน

เท่านั้น เช่น ถ้าสอนแบบจำลองด้วยข้อมูลฝึกสอนที่เป็นรูปหมา แบบจำลองจะมีประสิทธิภาพต่ำเมื่อ

ต้องนำข้อมูลทดสอบที่เป็นรูปหน้าคนมาสร้างใหม ่

- ผลลัพธ์ที่ได้จากแบบจำลองจะเกิดความสูญเสียของข้อมูล (lossy data) กล่าวคือข้อมูลส่งออกที่ถูก

สร้างข้ึนมาใหม่จะมีคุณภาพของข้อมูลที่ลดลงเมื่อเทียบกับข้อมูลดั้งเดิมที่ได้รับเข้ามา 

- แบบจำลองชนิดนี้เป็นการเรียนรู้ด้วยตนเอง (self-supervised learning) เพราะสามารถเรียนรู้ได้

จากข้อมูลฝึกสอนที่ไม่ได้กำหนดป้ายกำกับเช่นเดียวกับการเรียนรู้แบบไม่มีผู้สอน (unsupervised 

learning) แต่แบบจำลองจะสกัดเอาป้ายกำกับหรือตัวแทนความสัมพันธ์ของข้อมูลออกมาด้วยตนเอง

โดยอัตโนมัติ (pseudo-labeling) เพ่ือใช้ในการเรียนรู้โครงสร้างของข้อมูลด้วยตนเอง การเรียนรู้

ประเภทนี้เหมือนการเรียนรู้แบบมีผู้สอน (supervised learning) ตรงที่ต้องการหาความสัมพันธ์

ระหว่างข้อมูลรับเข้า และข้อมูลส่งออกเหมือนกัน แต่จะไม่ได้ใช้แค่ป้ายกำกับในการจำแนกเพียงอย่าง

เดียว เพราะแบบจำลองจะวิเคราะห์ข้อมูลฝึกสอนเพ่ือสกัดเอาความสัมพันธ์ของข้อมูล, ข้อมูลย่อยที่

เอาไว้อธิบายข้อมูลหลัก (Metadata) หรือความรู้เชิงลึกในสาขานั้นด้วยตนเอง [34] 
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รูปที่ 4 โครงสร้างของ Autoencoder 
 

Autoencoder ประกอบด้วย 3 ส่วนหลัก คือ Encoder (φ), Code และ Decoder (ψ) มี

ความสัมพันธ์ดังสมการ 

                                                  φ = 𝑋 →  𝐻                                          (3) 

และ                                             ψ = 𝐻 →  𝑋                                          (4) 

และ                        𝜑, ψ = 𝑎𝑟𝑔𝜑,ψ𝑚𝑖𝑛‖𝑋 − (ψ ∙ 𝜑)𝑋‖2                   (5) 

เพ่ือให้ง่ายต่อการทำความเข้าใจสมการจะอธิบายกรณีของ autoencoder อย่างง่ายที่มีชั้น

ซ่อนตัว (hidden layer) เพียงชั้นเดียว ในกรณีนี้ Encoder จะรับข้อมูลรับเข้า X แล้วบีบอัดเป็น 

Code H ที่กึ่งกลางของแบบจำลองจากนั้น Decoder จะเปลี่ยน H กลับเป็นข้อมูลส่งออกที่หน้าตา

เหมือนข้อมูลรับเข้า X ที่ได้รับ 

1. การเข้ารหัส (Encoder: φ) 

คือขั้นตอนที่ autoencoder จะลดมิติของข้อมูลเพ่ือบีบอัดข้อมูลรับเข้าที่ได้รับมาให้มีขนาด

เล็กลง เพ่ือสร้าง code ขึ้นมาผ่านโครงข่ายประสาทเทียมโดยใช้ activation function ที่ไม่เป็นเชิง

เส้น code จะถูกสร้างด้วยสมการ 

                                                 ℎ =  𝜎(𝑊𝑥 + 𝑏)                                    (6) 

ℎ   คือ Code 

𝜎   คือ activation function 
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𝑊 คือ weight matrix 

𝑥   คือ Input vector 

𝑏   คือ bias vector 

ค่า 𝑊และ 𝑏 จะถูกแบบจำลองปรับแก้ค่าไปเรื่อยๆ โดยใช้วิธีการคำนวณความผิดพลาด

ย้อนหลังของแบบจำลอง (backpropagation) 

เนื่องจาก activation functions ที่ใช้ในแต่ละ neuron ของ autoencoder จะเป็นแบบไม่

เป็นเชิงเส้น เช่น Sigmoid, ReLU ดังนั้น autoencoder จึงสามารถนำมาใช้เป็นขั้นตอนวิธีลดมิติ

ข้อมูลแบบไม่เป็นเชิงเส้น (non-linear dimension reduction algorithm) ได ้

2. ตัวแปรแฝง (Code หรือ Latent variables) 

code คือส่วนที่เป็นชั้นซ่อนตัวตรงกลางของโครงข่าย มีลักษณะเป็นคอขวด (bottleneck) 

เป็นข้อมูลที่ถูกบีบอัดมาจากชั้น encoder จึงเป็นชั้นที่มีมิติของข้อมูลเล็กที่สุดในแบบจำลอง ข้อมูลใน

ชั้นนี้คือข้อมูลที่เป็นตัวแทนของข้อมูลทั้งหมดในข้อมูลรับเข้า จึงสรุปได้ว่าเป็นข้อมูลที่ถูกสกัดมา

เฉพาะส่วนที่มีความสำคัญมากที่สุด ยิ่ง code มีขนาดเล็กเท่าไรก็ยิ่งลดโอกาสที่จะเกิด overfitting 

ได้มากข้ึนเท่านั้น (overfitting คือการที่แบบจำลองสามารถเรียนรู้จากข้อมูลฝึกสอนได้เป็นอย่างดี แต่

ไม่สามารถนำไปวิเคราะห์ข้อมูลที่ไม่เคยเห็นมาก่อนได้) 

3. การถอดรหัส (Decoder: ψ) 

 คือขั้นตอนที่แบบจำลองจะสร้างข้อมูลรับเข้าขึ้นมาใหมเ่พ่ือเป็นข้อมูลส่งออกโดยใช้ข้อมูลจาก

ใน code หลังจากที่ลดมิติข้อมูลรับเข้าจนเหลือเพียงแค่ code ได้แล้ว สามารถสรุปได้ว่าชั้น 

encoder คือการบีบอัดข้อมูล (compressor) และชั้น decoder คือการคลายการบีบอัดข้อมูล 

(decompressor) ข้อมูลส่งออกจะถูกสร้างด้วยสมการ 

                                                 𝑥′ =  𝜎′(𝑊′ℎ + 𝑏′)                              (7) 

𝑥′  คือ Output vector 

𝜎′  คือ activation function 

𝑊′คือ weight matrix 
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ℎ   คือ code 

𝑏′  คือ bias vector 

ค่า 𝑊และ 𝑏 จะถูกแบบจำลองปรับแก้ค่าไปเรื่อยๆ โดยใช้วิธีการคำนวณความผิดพลาด

ย้อนหลังของแบบจำลอง 

 เพ่ือให้ข้อมูลส่งออกที่ถูกสร้างจากแบบจำลองมีรายละเอียดใกล้เคียงกับข้อมูลรับเข้ามาก

ที่สุด แบบจำลองจะถูกสอนให้ลดค่าความผิดพลาดจากการสร้างใหม่ (Reconstruction Error หรือ 

Loss) ซึ่งเป็นความแตกต่างระหว่างข้อมูลรับเข้ากับข้อมูลส่งออกลงให้เหลือน้อยที่สุด ด้วยสมการ 

𝐿(𝑥, 𝑥′) =  ‖𝑥 − 𝑥′‖2 =  ‖𝑥 − 𝜎′(𝑊′(𝜎 (𝑊𝑥 + 𝑏)) + 𝑏′)‖2   (8) 

𝑥′  คือ Output vector จากชั้น decoder 

𝑥   คือ ค่าเฉลี่ยของข้อมูลรับเข้า 

Autoencoder สามารถมาใช้ในการตรวจจับความแปลกใหม่โดยการสอนแบบจำลองให้

เรียนรู้จากข้อมูลที่เป็นปกติ ซึ่งเมื่อแบบจำลองต้องการที่จะสร้างข้อมูลปกติดังกล่าวขึ้นมาใหม่จะได้ค่า

ความผิดพลาดจากการสร้างใหม่ที่ต่ำ จากนั้นทดสอบแบบจำลองด้วยข้อมูลที่มีความผิดปกติปนอยู่ 

เมื่อแบบจำลองพบกับข้อมูลที่มีรูปแบบแตกต่างออกไปจากที่ เคยเรียนรู้มาแบบจำลองจะไร้

ประสิทธิภาพในการสร้างข้อมูลนั้นขึ้นมาใหม่เนื่องจาก code ที่ถูกสร้างจากข้อมูลปกติเอามาใช้สร้าง

ข้อมูลผิดปกตไิม่ได้ ทำให้ค่าความผิดพลาดจากการสร้างใหม่มีค่าสูง 

เพ่ือแยกแยะข้อมูลที่เป็นปกติและไม่เป็นปกติออกจากกัน เราจะกำหนดเกณฑ์การตรวจจับ

ความผิดปกติขึ้นมาจากค่าความผิดพลาดจากการสร้างใหม่โดยการใช้ฟังก์ชันค่าความผิดพลาดจาก

การสร้างใหม่ประเภทค่าเฉลี่ยความผิดพลาดกำลังสอง (Mean Square Error Loss: Loss MSE หรือ 

L2 Norm Loss) ซึ่งจะอ่อนไหวต่อค่าที่มีความผิดปกติสูง เนื่องจากนำค่าความผิดพลาดมายกกำลัง

สองด้วยสมการ 

                                       𝑀𝑆𝐸 =  
1

𝑛
∑ (𝑌𝑖 − 𝑌̂𝑖)2𝑛

𝑖=1                               (9) 

 หลังจากที่สอนแบบจำลองด้วยข้อมูลที่เป็นปกติเราจะกำหนดเกณฑ์โดยการพล็อตกราฟการ

กระจายตัวของค่าความผิดพลาดจากการสร้างใหม่ประเภทค่าเฉลี่ยความผิดพลาดกำลังสองที่มีค่ามาก
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ที่สุดที่แบบจำลองคาดการณ์ได้จากข้อมูลฝึกสอน ถ้าหากข้อมูลใหม่มีค่าความผิดพลาดจากการ

สร้างใหม่ประเภทค่าเฉลี่ยความผิดพลาดกำลังสองสูงกว่าเกณฑ์ที่กำหนดจะหมายความว่าข้อมูลนั้นมี

ความแตกต่างจากข้อมูลปกติทุกตัวที่แบบจำลองเคยเรียนรู้มา ซึ่งสรุปได้ว่าเป็นความแปลกใหม ่

 

3.3.2 โครงข่ายหน่วยความจำระยะสั้นแบบยาว (Long Short-Term Memory: LSTM) 

 ตามปกติแล้วโครงข่ายประสาทเทียมจะรับข้อมูลรับเข้าแต่ละตัวเป็นอิสระออกจากกัน 

(independent) โดยไม่ขึ้นกับลำดับของข้อมูล ถึงจะสลับลำดับของข้อมูลรับเข้าอย่างไรข้อมูลส่งออก

ทีไ่ด้ก็จะออกมาเหมือนเดิมเสมอ ด้วยเหตุนี้โครงข่ายประสาทเทียมจะมีปัญหาเมื่อต้องนำมาวิเคราะห์

ข้อมูลที่เป็นลำดับ เช่น ข้อมูลอนุกรมเวลา, การประมวลผลภาษาธรรมชาติ เพ่ือแก้ปัญหาดังกล่าว

โครงข่ายประสาทเทียมแบบวนซ้ำจึงถูกสร้างขึ้นมาเพ่ือให้แบบจำลองสามารถนำข้อมูลก่อนหน้าที่

เกิดขึ้นในอดีตมาใช้ในการทำนายข้อมูลในอนาคตได้ โดยการทำงานแบบวนซ้ำ (loop) เพ่ือส่งต่อ

ข้อมูลส่งออกจากสถานะ (state) ก่อนหน้าไปยังสถานะถัดไปแล้วนำไปรวมกับข้อมูลรับเข้าของ

สถานะถัดไป อย่างไรก็ตามในขณะที่ฝึกสอนแบบจำลอง gradient จะมีขนาดเล็กลงเรื่อยๆจนเท่ากับ 

0 ทำให้ค่า weight ไม่ได้รับการปรับปรุง ส่งผลให้ไม่สามารถฝึกสอนแบบจำลองต่อได้ ปัญหาดังกล่าว

ชื่อ Vanishing Gradient [35] 

LSTM คือขั้นตอนวิธีที่ถูกพัฒนาต่อมาจากโครงข่ายประสาทเทียมแบบวนซ้ำเพ่ือแก้ปัญหา 

vanishing gradient [36] ความแตกต่างระหว่าง LSTM กับโครงข่ายประสาทเทียมแบบวนซ้ำ คือใน 

memory cell ของ LSTM จะประกอบด้วยโครงสร้างพิเศษที่เรียกว่า gate ซึ่งมีหน้าที่ควบคุมการ

ไหลของข้อมูลที่จะเข้ามาในแต่ละ node ไม่ให้เกินกว่าที่หน่วยความทรงจำจะรองรับได้โดยการเพ่ิม

หรือลบข้อมูลออกจาก cell state ด้วยเหตุนี้ LSTM จึงช่วยให้แบบจำลองสามารถจดจำลำดับของ

ข้อมูลที่มีความยาวมากขึ้นได้ [37] LSTM เหมาะสมกับข้อมูลที่เป็นลำดับ เช่น ข้อความ เสียง และ

วิดีโอ [38] โครงสร้างของ LSTM แสดงในรูปที่ 5 
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รูปที่ 5 โครงสร้างของ LSTM 
 

3.3.3 ตัวเข้ารหัสอัตโนมัติประเภทหน่วยความจำระยะสั้นแบบยาว (Long Short-Term 

Memory Autoencoder) 

โครงสร้างของ LSTM Autoencoder สามารถสรุปได้ว่าเป็นแบบจำลอง autoencoder ที่ใส่

ชั้นของ LSTM เข้าไปในชั้น encoder และ decoder เพ่ือช่วยในการเก็บข้อมูลที่เป็นลำดับ โดย 

LSTM ในชั้น encoder จะวนซ้ำเพ่ือเก็บข้อมูลรับเข้าทีละชุดจนกว่าจะครบ จากนั้นจึงบีบอัดให้

กลายเป็น code ในชั้นซ่อนตัว สุดท้าย LSTM ในชั้น decoder ก็จะวนซ้ำเพ่ือคืนค่าข้อมูลส่งออก

ออกมาจาก code ทีละชุดจนกว่าจะครบ  รูปภาพแสดงโครงสร้างอย่างละเอียดของ LSTM 

Autoencoder แสดงในรูปที่ 6 

 

รูปที่ 6 โครงสร้างอย่างละเอียดของ LSTM Autoencoder 
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ลักษณะของข้อมูลรับเข้าและข้อมูลส่งออกสำหรับแบบจำลอง LSTM Autoencoder จะเป็น

เวกเตอร์ 3 มิติ ซึ่งแสดงในรูปที่ 7 ประกอบด้วย 

1. Batch size คือจำนวนตัวอย่างของข้อมูลที่เราจะใส่เข้าไปในแบบจำลองใน 1 ครั้ง เช่นถ้ามี

ข้อมูล 1000 จุด แล้วกำหนด batch size = 100 และกำหนด epoch (จำนวนรอบของการ

ฝึกสอน) = 20 แบบจำลองจะต้องทำงานทั้งหมด 1000/100=10 ครั้งต่อหนึ่งรอบ แล้ว

ทำงานรวมทั้งหมด 20 รอบ 

2. จำนวนของคุณลักษณะ (Features) สำหรับงานวิจัยนี้คือจำนวนของเซ็นเซอร์ที่เลือกใช้

รว่มกับตัวแปรจากสมการอุณหพลศาสตร์ 

3. Time steps คือจุดของข้อมูลในอดีตที่แบบจำลองต้องเรียนรู้เพ่ือคาดการณ์ผลลัพธ์ เช่นถ้า 

timesteps = 10 แบบจำลองจะใช้ข้อมูลในอดีต 10 จุดที่แล้วร่วมกับจุดข้อมูลในปัจจุบัน

เพ่ือคาดการณ์ผลลัพธ์ 

 

รูปที่ 7 ลักษณะของข้อมูลรับเข้าและข้อมูลส่งออกสำหรับแบบจำลอง LSTM Autoencoder [33] 
 

สำหรับวิทยานิพนธ์นี้ในการประมวล (compile) แบบจำลองจะกำหนดให้ : 

- Activation function ทีเ่ลือกใช้ในชั้น LSTM ใน encoder และ decoder คือ ReLU 

- Optimizer (ใช้เพ่ือ update ค่า weight ในชั้นซ่อนตัวเพ่ือลดค่าความผิดพลาดจากการ

สร้างใหม่) ที่เลือกใช้คือ ADAM ซึ่งเหมาะสำหรับการทำ stochastic gradient descent ใน

แบบจำลองการเรียนรู้เชิงลึก [39] 

- ฟังก์ชันค่าความผิดพลาดจากการสร้างใหม่ (Loss function) ที่เลือกใช้คือฟังก์ชันค่าความ

ผิดพลาดจากการสร้างใหม่ประเภทค่าเฉลี่ยความผิดพลาดกำลังสอง 

 ในการปรับปรุงค่าไฮเปอร์พารามิเตอร์ของแบบจำลอง (Hyperparameter Tuning) จะเริ่ม

ปรับพารามิเตอร์ตามลำดับความสำคัญ ดังนี้ 
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1. จำนวนของชั้น layer 

2. จำนวนของ neuron ในหนึ่ง layer 

3. ร้อยละของ neuron ที่ถูกสุ่มปิดในชั้นดรอปเอาท์ 

ชั้นดรอปเอาท์คือวิธี regularization ที่เอาไว้ลด overfitting โดยการสุ่มปิด neuron เพ่ือ

สร้างแบบจำลองร่วมตัดสินใจ (ensemble model) ในโครงข่ายประสาทเทียม [40] 

4. batch size และ epoch 

 

3.4 การเก็บข้อมูล และการเตรียมข้อมูล 
 เนื้อหาในบทนี้จะเกี่ยวข้องกับขั้นตอนการเตรียมข้อมูลก่อนที่จะนำไปใช้สอนหรือทดสอบใน

แบบจำลอง LSTM Autoencoder 

3.4.1 การเก็บรวบรวมข้อมูล (Data Collection) 

เก็บข้อมูลการทำงานในอดีตของคอมเพรสเซอร์แบบลูกสูบประเภท  Multistage Vertical 

Reciprocating Compressor รหัสรุ่น  J4D300-2M ผลิตโดย JSW LTD. ที่ มีกำลั งไฟฟ้าสู งสุด 

1,250.00 KW, มีความดันขาเข้าและขาออกที่ 0.5-0.8/22 kg/cm2G และมีอัตราการไหลของก๊าซอยู่

ที่ 5,300 m3/hr รวมรวมข้อมูลของเครื่องจักรในขณะที่ทำงานเป็นปกติในช่วงวันที่ 22 พฤศจิกายน 

2019 เวลา 16.40 น. จนถึงวันที่ 31 กรกฎาคม 2021 เวลา 06.00 น. โดยจะเก็บข้อมูลทุก 5 นาที

จากเซ็นเซอร์ทั้งหมด 16 ตัว 

3.4.2 การเตรียมข้อมูล (Data Preprocessing) 

ก่อนที่จะนำข้อมูลที่รวบรวมได้มาวิเคราะห์ด้วยการเรียนรู้ของเครื่องหรือการเรียนรู้เชิงลึก

จำเป็นที่จะต้องตรวจสอบความถูกต้องของข้อมูลที่รวบรวมมาเสียก่อน ถ้าหากข้อมูลนั้นมีความ

ผิดปกติ ไม่สมบูรณ์หรือมีลักษณะที่ไม่เหมาะสมต่อการนำไปใช้งานจะทำให้ผลการวิเคราะห์ข้อมูลชุด

นั้นผิดพลาด หรืออาจมีความเที่ยงตรงต่ำกว่าความเป็นจริง เพ่ือแก้ปัญหาดังกล่าวจึงใช้วิธีการการ

เตรียมข้อมูลซึ่งเป็นขั้นตอนหนึ่งในการทำเหมืองข้อมูล (data mining) ที่จะเปลี่ยนข้อมูลดิบที่รวม

รวมมาให้อยู่ในรูปแบบที่แบบจำลองของเราสามารถทำความเข้าใจและนำไปใช้งานได ้

1. การทำความสะอาดข้อมูล (Data Cleaning) 
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- กรณีข้อมูลสูญหายหรือไม่สมบูรณ์จะลบข้อมูลในแถว (row) นั้นทิ้งทั้งหมด หรือเติมค่าที่

หายไปด้วยตนเอง โดยจะใส่ค่าที่มีความเป็นไปได้มากที่สุดแทน ในงานวิจัยนี้คือข้อมูลช่วง

เริ่มต้นที่เครื่องจักรยังติดตั้งไม่สมบูรณ์ 

- กรณีข้อมูลรบกวน คือข้อมูลที่มีความผิดพลาดแบบสุ่มหรือคาดเคลื่อนจากการวัด  ซึ่งเป็น

ข้อมูลไม่พึงประสงค์ เช่นเป็นค่าผิดปกติที่เกิดจากความผิดพลาดในขณะที่ผู้สังเกตการณ์กำลัง

ป้อนข้อมูล , เซ็นเซอร์ทำงานผิดปกติ หรือปัญหาการส่งข้อมูล (data transmission) 

ผิดพลาด เราจำเป็นต้องกำจัดข้อมูลเหล่านี้ทิ้ง ไม่เช่นนั้นในขั้นตอนฝึกสอนแบบจำลองจะ

เข้าใจผิดว่าข้อมูลรบกวนที่ผิดปกติเหล่านี้คือข้อมูลที่มีรูปแบบเป็นปกติ วิธีกำจัดข้อมูลรบกวน

ในงานวิจัยนี้จะตรวจสอบจากค่าพิสัยระหว่างควอร์ไทล์ (Inter Quartile Range: IQR) ซึ่ง

เป็นวิธีการทางสถิต ิ[41] 

ค่าพิสัยระหว่างควอร์ไทล์ คือข้อมูลจำนวน 50% ที่อยู่ตรงกลางของชุดข้อมูล วัดจากผลต่าง

ของควอร์ไทล์ที่ 1 และ 3 ดังสมการ 

                                     𝐼𝑄𝑅 =  𝑄3 − 𝑄1                                  (10) 

เมื่อกำหนดให้ควอร์ไทล์ที่ 1 หรือ 𝑄1 คือข้อมูลที่อยู่ในช่วง 25% แรกของจำนวนข้อมูลทั้งหมด 

และควอร์ไทล์ที่ 3 หรือ 𝑄3 คือข้อมูลที่อยู่ใต้ 75% ของจำนวนข้อมูลทั้งหมด 

หลังจากนั้นจะคำนวณค่าขีดจำกัดบน (Upper bound) และขีดจำกัดล่าง (Lower bound) 

ของข้อมูล ด้วยสมการ 

                                𝐿𝑜𝑤𝑒𝑟 𝑏𝑜𝑢𝑛𝑑 =  𝑄1 − 𝐼𝑄𝑅 ∗ 1.5                  (11) 

และ                           𝑈𝑝𝑝𝑒𝑟 𝑏𝑜𝑢𝑛𝑑 =  𝑄3 + 𝐼𝑄𝑅 ∗ 1.5                (12) 

ตามลำดับ ข้อมูลที่มีค่าน้อยกว่า lower bound หรือมากกว่า upper bound คือข้อมูลรบกวน 

 

2. การแปลงข้อมูล (Data Transformation) 
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คือการเปลี่ยนแปลงรูปแบบหรือโครงสร้างของข้อมูลให้มีลักษณะที่เหมาะสมต่อการนำไปใช้

ในแบบจำลอง วิธีที่ใช้ทั่วไปคือ Normalization (การแปลงค่าของข้อมูลให้อยู่ในช่วง [0.0 ถึง 1.0]) 

ในงานวิจัยนี้เราจะใช้เทคนิค Standardization ในการแปลงข้อมูล 

Standardization (Z-score) คือการปรับมาตราส่วนของข้อมูลใหม่ให้มีค่าเฉลี่ยอยู่ที่ 0 และ

มีค่าเบี่ยงเบนมาตรฐานเท่ากับ 1 

เนื่องจากข้อมูลดิบที่ถูกรวบรวมมามีหน่วยของการวัด (measurement unit) ของข้อมูลที่

แตกต่างกัน เช่น Ampair, degree Celsius, kg/cm2G รวมถึงมีมาตราส่วนของข้อมูลที่แตกต่างกัน

มาก ส่งผลให้แต่ละพารามิเตอร์ของข้อมูลอาจมี อิทธิพล  (dominate) เหนือกันและกัน  [42] 

ยกตัวอย่างเช่น ความดันขาออกมีค่าอยู่ที่ 0-5 kg/cm2G ในขณะที่อุณหภูมิขาออกมีค่า 20-140 

องศาเซลเซียส ในกรณีนี้จะถือว่าพารามิเตอร์ของอุณหภูมิซึ่งมีช่วงของข้อมูลกว้างจะมีอิทธิพลเหนือ

ความดัน ซึ่งการที่ข้อมูลในแต่ละพารามิเตอร์ มีช่วงข้อมูลที่แตกต่างกันมากๆจะส่งผลต่อการวิเคราะห์

ด้วยแบบจำลอง ดังนั้นเราจึงต้อง standardize ข้อมูลก่อนที่จะนำไปใช้งานด้วยสมการ 

                                                       𝑍 =
𝑥−𝜇

𝜎
                                            (13) 

เมื่อกำหนดให้ : 

𝑍  คือค่าของข้อมูลที่ถูก standardize แล้ว 

𝑥  คือข้อมูล ณ จุดที่สนใจ 

𝜇  คือค่าเฉลี่ยของข้อมูลทั้งหมด 

𝜎  คือค่าเบี่ยงเบนมาตรฐานของข้อมูล 

 

3.5 การประเมินงานวิจัย 
หลังจากที่เตรียมข้อมูลเสร็จแล้วจะแบ่งข้อมูล (Data Segmentation) ออกเป็น 2 ส่วนคือ

ข้อมูลที่ใช้สอนแบบจำลอง และข้อมูลที่ใช้ทดสอบแบบจำลองเมื่อได้แบบจำลองที่ดีที่สุดมาแล้ว โดย

จะแบ่งเป็นข้อมูลฝึกสอน 80% และข้อมูลทดสอบ 20% จากข้อมูลทั้งหมด ในวิทยานิพนธ์นี้จะแบ่ง

ตามวันที่และเวลาแทนที่จะเป็นการสุ่มข้อมูลแบบสับเปลี่ยน (shuffle split) เพราะต้องการให้

แบบจำลองเก็บข้อมูลเป็นลำดับอนุกรมเวลา 
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จากนั้นจะแบ่งข้อมูลที่ใช้ตรวจสอบความถูกต้องของแบบจำลอง (Validation data) ออกมา

จากข้อมูลสอน ในสัดส่วนข้อมูลฝึกสอน 80% ต่อข้อมูลตรวจสอบ 20% เพ่ือแก้ปัญหา overfitting 

โดยจะเปรียบเทียบกับผลลัพธ์ที่ ได้จากข้อมูลฝึกสอนแล้วปรับแก้ค่าไฮเปอร์พารามิเตอร์ของ

แบบจำลองเพ่ือให้มีประสิทธิภาพดีขึ้น หรือให้ได้ค่าความผิดพลาดจากการสร้างใหม่ที่น้อยที่สุด โดย

จะวนซ้ำตามจำนวน epoch ที่ถูกกำหนดไว้ เพ่ือให้ได้แบบจำลองที่มีประสิทธิภาพดีที่สุดก่อนที่จะ

นำไปใช้กับข้อมูลทดสอบ ขั้นตอนและสัดส่วนการแบ่งข้อมูลฝึกสอน ข้อมูลทดสอบ และข้อมูล

ตรวจสอบแสดงในรูปที่ 8 เมื่อกำหนดให้ข้อมูลฝึกสอนจริงคือ 80% ของข้อมูลฝึกสอน 80% คิดเป็น 

0.8x80% = 64% และข้อมูลตรวจสอบ 20% ของข้อมูลฝึกสอน 80% คิดเป็น 0.2x80% = 16% 

 

รูปที่ 8 สัดส่วนการแบ่งข้อมูล Train, Test และ Validate 
 

เพ่ือประเมินความถูกต้องของแบบจำลอง (performance evaluation) จะต้องสร้างป้าย

กำกับให้กับข้อมูลที่ใช้ทดสอบ โดยข้อมูลที่ใช้จะเป็นข้อมูลที่แบ่งมาจากข้อมูลดิบซึ่งเป็นช่วงที่

เครื่องจักรทำงานตามปกติ แล้วจำลองความผิดปกติขึ้นมาในข้อมูลชุดนั้น จากนั้นจะกำหนดป้าย

กำกับให้กับข้อมูลช่วงที่เป็นปกติเป็น “0” และข้อมูลที่จำลองความผิดปกติเข้าไปจะกำหนดให้เป็น 

“1” อย่างไรก็ตามป้ายกำกับดังกล่าวจะถูกใช้เป็นผลเฉลยของชุดข้อมูล (ground truth) เพ่ือประเมิน

ความถูกต้องเพียงอย่างเดียวจึงไม่ถูกนำไปรวมกับชุดข้อมูลทดสอบที่ถูกใช้กับแบบจำลอง 

3.5.1 การจำลองรูปแบบความเสียหายสังเคราะห์ของเครื่องจักร (Synthetic Fault 

Simulation) 

ข้อมูลความเสียหายของเครื่องจักรที่อยู่ในข้อมูลทดสอบจะถูกจำลองขึ้นมาจากรูปแบบความ

เสียหายของเครื่องจักรที่ถูกกล่าวถึงในหัวข้อ 3.1.3 ทั้งหมด 5 รูปแบบ ได้แก่ 
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- กระบอกสูบที่ stage 1 ด้านขาเข้าเกิดรอยรั่ว (C1S) 

- กระบอกสูบที่ stage 1 ด้านขาออกเกิดรอยรั่ว (C1D) 

- กระบอกสูบที่ stage 2 ด้านขาเข้าเกิดรอยรั่ว (C2S) 

- กระบอกสูบที่ stage 2 ด้านขาออกเกิดรอยรั่ว (C2D) 

- ตัวแลกเปลี่ยนความร้อนระหว่าง stage เสียหาย (ICI) 

แบบจำลองสัญญาณรบกวนแบบทางลาด (noisy ramp model) คือชุดข้อมูลสัญญาณ

สังเคราะห์ที่ถูกสร้างข้ึนจากชุดข้อมูลจริงเพ่ือเลียนแบบสัญญาณรบกวน โดยสัญญาณรบกวนจะค่อยๆ

เพ่ิมข้ึนเหมือนทางลาด [43] 

เกณฑ์ท่ีจะต้องคำนึงถึงเม่ือต้องจำลองความผิดปกติให้กับข้อมูลอนุกรมเวลาคือ [44] 

- เศษส่วนของความเสียหาย = 50 % 

เพ่ือให้ชุดข้อมูลทดสอบมีประเภทของข้อมูลที่สมดุลจึงเริ่มสร้างความเสียหายขึ้นมาที่ครึ่งหลังของ

ข้อมูลทดสอบ หรือก็คือการจำลองความเสียหายขึ้นที่ 50th percentile ของข้อมูล เพ่ือให้ประเภท

ของป้ายกำกับม ี0 และ 1 อย่างละครึ่ง 

- ขนาดของความเสียหาย = เริ่มตั้งแต่ 0 จนถึง 3 SD 

ความเสียหายที่ถูกจำลองขึ้นจะเป็นความเสียหายแบบสะสม (cumulative fault) เนื่องจาก

รูปแบบความเสียหายที่ต้องการตรวจจับเป็นความเสียหายสะสม เช่นกระบอกสูบจะรั่วอย่างถาวรและ

จะรั่วมากข้ึนเรื่อยๆ 

- ทิศทางของความเสียหาย = เป็นได้ท้ังมากขึ้นและน้อยลง ขึ้นอยู่กับชนิดของเซ็นเซอร์ 

- กลุ่มก้อนของของความเสียหาย = 1 

สรุปคือจะเริ่มจำลองความเสียหายจากจุดที่เครื่องจักรเริ่มต้นเสียหายไปจนถึงจุดที่เสียหายอย่าง

รุนแรง (critical fault) ความผิดปกติจะถูกเพ่ิมลงไปในข้อมูลดิบที่เป็นปกตจิากน้อยไปมาก เริ่มจาก 0 

SD ที่ 50th percentile เพ่ิมข้ึนจนถึง 3 SD ที่ข้อมูลตำแหน่งสุดท้าย ดังที่แสดงในรูปที่ 9 
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รูปที่ 9 การจำลองความผิดปกติให้กับข้อมูล 
 

ค่า 3SD ที่ใช้มาจากกฎเชิงประจักษ์ (Empirical rule) หรือกฎสามซิกมา (Three-sigma 

rule) หรือกฎ 68-95-99.7 (68-95-99.7 rule) ซึ่งเป็นกฎทางสถิติที่แสดงว่าในข้อมูลที่มีการแจกแจง

ตามปกติ (normal distribution) ค่าของข้อมูลเกือบทั้งหมดจะอยู่ภายใต้สามเท่าของส่วนเบี่ยงเบน

มาตรฐานของค่าเฉลี่ยของข้อมูลชุดนั้น ชุดตัวเลข 68-95-99.7 มีที่มาจาก : [45] 

- โดยทั่วไปแล้วกฎเชิงประจักษ์จะคาดการณ์ว่า 68% ของข้อมูลทั้งหมดจะอยู่ภายใต้ค่า

เบี่ยงเบนมาตรฐานแรก (𝜇 ± 1𝜎) 

- 95% ของข้อมูลทั้งหมดจะอยู่ภายใต้ค่าเบี่ยงเบนมาตรฐานสองค่าแรก (𝜇 ± 2𝜎) 

- 99.7% ของข้อมูลทั้งหมดจะอยู่ภายใต้ค่าเบี่ยงเบนมาตรฐานสามค่าแรก (𝜇 ± 3𝜎) 

ดังนั้นจึงสามารถสรุปได้ว่าข้อมูล 99.7% นี้คือข้อมูลที่เป็นปกติและข้อมูล 0.3% ที่เหลือคือ

ข้อมูลที่มีรูปแบบเบี่ยงเบนออกไปจากความเป็นปกติ หรือก็คือค่าผิดปกติ ดังนั้นจึงจำลองให้ข้อมูลที่มี

ความผิดปกติของเครื่องจักรอยู่คือค่าของข้อมูลที่จุดนั้น (ซึ่งเป็นข้อมูลปกติ) บวกกับ 3SD ของข้อมูล

ชุดนั้น จากนั้นกำหนดให้ข้อมูลดังกล่าวมีป้ายกำกับเป็น “1” 

3.5.2 การประเมินผลลัพธ์ของแบบจำลอง 

เมื่อกำหนดป้ายกำกับ 0 ให้กับข้อมูลปกติและ 1 ให้กับข้อมูลที่ผิดปกติในข้อมูลทดสอบแล้ว

จะสามารถใช้ Confusion Matrix เพ่ือประเมินแบบจำลองเหมือนการเรียนรู้แบบมีผู้สอนได้ 
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Confusion Matrix คือตารางเมทริกซ์ที่ใช้ประเมินความสามารถของเเบบจำลองในการ

แก้ปัญหาประเภทการจำแนก โดยการแสดงความสัมพันธ์ระหว่างป้ายกำกับของข้อมูลจริงกับป้าย

กำกับทีแ่บบจำลองคาดการณ์เพ่ือตรวจสอบความถูกต้องของผลลัพธ์ โดยจะแบ่งออกเป็น 

- TP (True Positive) คือข้อมูลความเสียหาย และเเบบจำลองทำนายว่าเสียหาย 

- TN (True Negative) คือข้อมูลปกต ิและเเบบจำลองทำนายว่าปกต ิ

- FP (False Positive) คือข้อมูลปกติ แต่เเบบจำลองทำนายว่าเสียหาย 

- FN (False Negative) คือข้อมูลความเสียหาย แตเ่เบบจำลองทำนายว่าปกต ิ

รูปของ confusion matrix แสดงในรูปที่ 10 

 

รูปที่ 10 Confusion Matrix 
 

เมื่อกำหนดให้ข้อมูลที่มีค่าเป็นจริง (Positive) คือข้อมูลที่สนใจและต้องการให้เเบบจำลอง

ตรวจจับ จะกำหนดให้ข้อมูลที่เป็นจริงคือข้อมูลที่ผิดปกติ หลักการวัดเพ่ือประเมินเเบบจำลองทีถู่ก

นำมาใช้คือ : 

- Precision คือการวัดความแม่นยำของเเบบจำลอง โดยพิจารณาแยกทีละ class (ในกรณีนี้คอืป้าย

กำกับ) แสดงในสมการ 

                                            𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =  
𝑇𝑃

𝑇𝑃+𝐹𝑃
                                 (14) 
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- Recall หรือ Sensitivity คอืการวัดความถูกต้องของเเบบจำลอง โดยพิจารณาเฉพาะข้อมูลที่มีค่า

เป็นจริง แสดงในสมการ 

                                               𝑅𝑒𝑐𝑎𝑙𝑙 =  
𝑇𝑃

𝑇𝑃+𝐹𝑁
                                    (15) 

- Accuracy คือความเที่ยงตรง เป็นการวัดความถูกต้องของเเบบจำลองโดยรวม เมื่อพิจารณารวมทุก 

class แสดงในสมการ 

                                    𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =  
𝑇𝑃+𝑇𝑁

𝑇𝑃+𝑇𝑁+𝐹𝑃+𝐹𝑁
                           (16) 

- F1 Score คือค่าเฉลี่ยแบบฮาร์โมนิก (harmonic mean) ของค่า precision และ recall แสดงใน

สมการ 

                                𝐹1 𝑆𝑐𝑜𝑟𝑒 = 2 · (
𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛·𝑟𝑒𝑐𝑎𝑙𝑙

𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛+𝑟𝑒𝑐𝑎𝑙𝑙
)                     (17) 

 

3.6 การสร้างระดับสัญญาณเตือน (Alarm levels) 
ในการนำแบบจำลองไปใช้งานจริงเพ่ือบำรุงรักษาเชิงพยากรณ์ในโรงงาน แบบจำลองอาจถูก

ใช้เพ่ือการตรวจสอบสภาพของเครื่องจักรแบบเรียลไทม์ (Real-time condition monitoring) ซึ่งจะ

มีการสร้างสัญญาณเตือนในขณะที่แบบจำลองสามารถตรวจจับความเสียหายที่เกิดขึ้นจากเครื่องจักร

ได ้สัญญาณเตือน 3 ระดับตามความรุนแรงของความผิดปกติทีถู่กตรวจจับได้ประกอบด้วย : 

1. ตรวจจับความผิดปกติตามตำแหน่งได้ (point outlier) คือข้อมูลจุดเดี่ยวๆที่มีความแตกต่าง

จากจุดข้างเคียงอย่างชัดเจน เป็นความผิดปกติที่ตรวจจับได้ง่ายที่สุด สามารถจำแนกได้เป็น

ข้อมูลที่มีค่ามากกว่าหรือน้อยกว่าข้อมูลอื่นๆอย่างมีนัยสำคัญ ส่วนใหญ่ความผิดปกติประเภท

นี้จะเกิดขึ้นนานๆครั้ง และมักจะเกิดในช่วงระยะเวลาสั้นๆ [46] 

2. ตรวจจับรูปแบบความผิดปกติได้ (collective outlier) คือกลุ่มของจุดข้อมูลที่มีพฤติกรรม

หรือรูปแบบที่เบี่ยงเบนออกไปจากรูปแบบของข้อมูลตามปกติ ยกตัวอย่างเช่น ข้อมูลจุดหนึ่ง

อาจมีค่าใกล้เคียงกับค่าที่เป็นปกติ แต่เมื่อวิเคราะห์พฤติกรรมของกลุ่มของจุดข้อมูลที่อยู่

ใกล้เคียงแล้วกลับพบว่าข้อมูลกลุ่มนั้นมีรูปแบบที่เบี่ยงเบนจากจุดข้อมูลโดยรวม [46] ในการ

บำรุงรักษาเครื่องจักรความผิดปกติประเภทนี้มักเป็นความผิดปกติสะสมเนื่องจากเครื่องจักร

ทำงานผิดปกติ 
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3. ตรวจจับความผิดปกติอย่างรุนแรงได้ เมื่อกำหนดให้ความผิดปกติอย่างรุนแรงถูกคำนวณจาก

ความแตกต่างระหว่างเกณฑ์ตรวจจับความผิดปกติกับค่าความผิดพลาดจากการสร้างใหม่

ประเภทค่าเฉลี่ยความผิดพลาดกำลังสองของจุดข้อมูลนั้นที่ได้จากการคาดการณ์โดย

แบบจำลอง โดยนับเฉพาะจุดข้อมูลที่มีผลต่างมากกว่า 3 SD (จากกฏเชิงประจักษ์) 

เงื่อนไขการสร้างระดับสัญญาณเตือนแสดงในตารางที่ 2 

 

ตารางที่ 2 เงื่อนไขการสร้างระดับสัญญาณเตือน 

Alarm Types Alarm description Alarm coding 
Point Novelty ตรวจจับความผิดปกติตามตำแหน่งได้ Anomaly == True 

Novelty 
Pattern 

ตรวจจับรูปแบบความผิดปกติได้ Group of continuous fault 
pattern -> drop duplicate -
>combine data 

Critical 
Novelty 

ตรวจจับความผิดปกติอย่างรุนแรงได้ |Loss-Threshold| >= 3SD*Loss 
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บทที่ 4 
การสอบทวนแนวคิด LSTM Autoencoder 

 
วิธีการที่นำเสนอในวิทยานิพนธ์นี้ถูกประเมินโดยการนำไปใช้ตรวจจับความแปลกใหม่ในชุด

ข้อมูลความสั่นสะเทือนที่ drive end และ fan end ของตลับลูกปืนเม็ดกลม (rolling-element 

bearing) ซึ่ งถูกเก็บข้อมูลมาจาก Case Western Reserve University (CWRU) Bearing Data 

Centre [47] ชุดข้อมูลดังกล่าวถูกใช้เป็นข้อมูลทดสอบมาตรฐานในงานวิจัยที่เกี่ยวข้องกับการ

ตรวจจับความผิดปกติ [48] [49] [50] เนื่องจากมีความแตกต่างระหว่างรูปแบบความปกติและความ

เสียหายของเครื่องจักรที่ชัดเจน โครงสร้างของแท่นทดสอบตลับลูกปืนเม็ดกลมแสดงในรูปที่ 11 

ประกอบด้วยมอเตอร์เหนี่ยวนำไฟฟ้า ทรานสดิวเซอร์แรงบิด ไดนาโมมิเตอร์ และเซ็นเซอร์วัดความเร่ง

ถูกติดตั้งที ่drive-end และ fan-end ของตลับลูกปืนเพ่ือรวบรวมข้อมูลการสั่นสะเทือน 

 

รูปที่ 11 โครงสร้างของแท่นทดสอบตลับลูกปืนเม็ดกลม 
 

ชุดข้อมูลดังกล่าวประกอบด้วยข้อมูลความสั่นสะเทือนในขณะที่ตลับลูกปืนทำงานเป็นปกติ 

(normal baseline) และทำงานผิดปกติ  (12k drive end bearing fault data) ซึ่ ง เป็ นความ

เสียหายประเภทจุดเดี่ยวที่เกิดจากตลับลูกปืนเคลื่อนออกจากรางเนื่องจากความสั่นสะเทือนเมื่อตลับ

ลูกปืนถูกใช้รองรับเครื่องกัดเนื้อโลหะ (Electro-discharge machining: EDM) รูปแบบความเสียหาย

มีจำนวน 4 รูปแบบ ประกอบด้วย 

1. เส้นผ่านศูนย์กลางของรางด้านในเคลื่อนจาก baseline 0.007 นิ้ว (Inner race 0.007”) 

2. เส้นผ่านศูนย์กลางของรางด้านนอกเคลื่อนจาก baseline 0.007 นิ้ว (Outer race 0.007”) 

3. เส้นผ่านศูนย์กลางของรางด้านในเคลื่อนจาก baseline 0.021 นิ้ว (Inner race 0.021”) 

4. เส้นผ่านศูนย์กลางของรางด้านนอกเคลื่อนจาก baseline 0.021 นิ้ว (Outer race 0.021”) 
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แบบจำลอง LSTM Autoencoder เรียนรู้จากข้อมูลฝึกสอนในช่วงที่ตลับลูกปืนทำงานเป็น

ปกติ แล้วประเมินความแม่นยำจากชุดข้อมูลทดสอบจำนวน 4 ชุด ในข้อมูลทดสอบแต่ละชุดจะ

ประกอบด้วยข้อมูลปกติครึ่งหนึ่งและข้อมูลผิดปกติตามรูปแบบความเสียหายทั้ง 4 ชนิดอีกครึ่งหนึ่ง 

แบบจำลองประกอบด้วยโครงข่ายประสาทเทียมจำนวน 8 ชั้น ประกอบด้วย 

- ชั้นข้อมูลรับเข้า 1 ชั้น 

- encoder 2 ชั้นคือ ชั้น LSTM ที่มี neuron 16 ตัว มีพารามิเตอร์ซ่อนเร้น 1,216 ตัว และ

ชั้นดรอปเอาท์ที่สุ่มปิด neuron ไป 20% 

- code 1 ชั้นที่ม ีtimestep = 5 

- decoder 2 ชั้นคือ ชั้น LSTM ที่มี neuron 16 ตัว มีพารามิเตอร์ซ่อนเร้น 2,112 ตัว และ

ชั้นดรอปเอาท์ทีสุ่่มปิด neuron ไป 20% 

- ชั้น time distribute 1 ชั้นเพื่อคืนค่าข้อมูลใน code กลับเป็นลำดับอนุกรมเวลา 

- ชั้นข้อมูลส่งออก 1 ชั้น 

Activation function คือ ReLU, L2 regularization = 0.0, Optimizer คือ Adam, Loss 

function คือ MSE, epochs = 20, batch size = 20 รูปภาพของแบบจำลองแสดงในรูปที่ 12 

 

รูปที่ 12 แบบจำลอง LSTM Autoencoder ที่ใช้กับข้อมูลจากตลับลูกปืน 
ตัวอย่างผลลัพธ์จากการตรวจจับความแปลกใหมใ่นชุดข้อมูลดังกล่าวแสดงในรูปที่ 13 
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รูปที่ 13 ผลลัพธ์จากการศึกษาเบื้องต้น 
 

- DE และ FE คือความสั่นสะเทือนที่ถูก standardize แล้วของ drive end และ fan end ของ

ตลับลูกปืน 

- Loss (MSE) คือค่าความผิดพลาดจากการสร้างใหม่ประเภทค่าเฉลี่ยผลต่างกำลังสองของข้อมูล

ทดสอบในแต่ละจุด 

- Threshold คือเกณฑ์ตรวจจับความแปลกใหม่ คำนวณจากการพล็อตกราฟการกระจายตัว

ของค่าความผิดพลาดจากการสร้างใหม่ประเภทค่าเฉลี่ยผลต่างกำลังสองของข้อมูลฝึกสอน 

- Anomaly หรือ Predicted คือผลการคาดการณ์จากแบบจำลอง กำหนดให้ “FALSE” คือ

ข้อมูลปกติ และ “TRUE” คือข้อมูลความแปลกใหม ่

- Actual คือป้ายกำกับที่ถูกใช้เป็นผลเฉลยของชุดข้อมูลทดสอบ “0” คือข้อมูลปกติจาก 

normal baseline “1” คือข้อมูลผิดปกติจากรูปแบบความเสียหายทั้ง 4 

 

ชุดข้อมูลทดสอบรูปแบบความเสียหายประเภทเส้นผ่านศูนย์กลางของรางด้านในเคลื่อนจาก 

baseline 0.007 นิ้ว (Inner race 0.007”) หลังจากที่ standardize แล้วแสดงในรูปที่ 14 โดยข้อมูล

ปกติในครึ่งแรกมีค่าประมาณ 0 SD และข้อมูลความเสียหายในครึ่งหลังมีค่าอยู่ในช่วง 0.5-1.5 SD ทั้ง 

DE และ FE 
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รูปที่ 14 ชุดข้อมูลทดสอบของรูปแบบความเสียหาย Inner race 0.007” 
 

Loss (MSE) ของชดุขอ้มลูทดสอบและเกณฑ์ตรวจจับความแปลกใหม่แสดงในรูปที่ 15 เมื่อจุด

ข้อมูลใดมีค่า Loss (MSE) เกินเกณฑ์ที่กำหนดจะถูกตรวจจับเป็นความแปลกใหม่ 

 

รูปที่ 15 Loss (MSE) ของรูปแบบความเสียหาย Inner race 0.007” 

 

 รูปที่ 16 แสดงป้ายกำกับของชุดข้อมูลทดสอบ เมื่อ “0” คือข้อมูลปกติและ “1” คือข้อมูล

ความเสียหาย เนื่องจาก actual (ground truth) คือป้ายกำกับที่เป็นผลเฉลย ดังนั้นครึ่งแรกจึงเป็น 

“0” และครึ่งหลังเป็น “1” ทั้ งหมด ส่วน  Predicted คือป้ายกำกับของความแปลกใหม่ที่ถูก

คาดการณ์จากแบบจำลอง Confusion Matrix ของทุกรูปแบบความเสียหายแสดงในตารางที่ 3 

 

รูปที่ 16 ผลลัพธ์ของรูปแบบความเสียหาย Inner race 0.007” 
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ตารางที่ 3 Confusion Matrix จากผลการศึกษาเบื้องต้น 

Fault Pattern Precision Recall F1 Score Accuracy 
Inner race 
(0.007”) 

99.60 % 84.95 % 91.69 % 92.30 % 

Outer race 
(0.007”) 

99.60 % 84.74 % 91.57 % 92.20 % 

Inner race 
(0.021”) 

99.59 % 83.52 % 90.85 % 91.59 % 

Outer race 
(0.021”) 

99.86 % 60.35 % 75.23 % 80.13 % 

 

- ผลลัพธ์แสดงว่าค่าความผิดพลาดจากการสร้างใหม่ (Loss MSE) มีค่ามากขึ้นเมื่อตลับลูกปืน

ได้รับความเสียหาย 

- รูปแบบความเสียหาย Inner race 0.007”, Outer race 0.007” และ Inner race 0.021” 

มีค่า precision, recall, F1 score และ accuracy ใกล้เคียงกัน 

- รูปแบบความเสียหาย Outer race 0.021” มี precision ใกล้เคียงรูปแบบอ่ืน แต่มีค่า 

recall, F1 score และ accuracy น้อยกว่ามาก เนื่องจากรูปแบบความเสียหายดังกล่าวมี

ข้อมูลหลายจุดที่มีค่าใกล้เคียงกับรูปแบบที่เป็นปกติ และเบี่ยงเบนจากความปกติน้อยกว่า

รูปแบบความเสียหายอื่นๆ 

- เมื่อความแตกต่างระหว่างความปกติและความเสียหายมีค่าน้อยมาก LSTM Autoencoder 

จึงคาดการณ์ผิดว่าความเสียหายเป็นความปกติ ส่งผลให้ accuracy ของรูปแบบความ

เสียหาย Outer race 0.021” มีค่าน้อยท่ีสุด 

- เราสามารถสรุปได้ว่าถ้ารูปแบบความเสียหายเป็นแบบสะสม แบบจำลองอาจไม่แม่นยำมาก

พอที่จะตรวจจับความเสียหายในช่วงเริ่มต้นที่สุดเนื่องจากเบี่ยงเบนจากความปกติน้อยมาก 

ยิ่งไปกว่านั้นหากข้อมูลปกติในชุดข้อมูลทดสอบเบี่ยงเบนออกไปจากข้อมูลปกติในชุดข้อมูล

ฝึกสอนมากๆ แบบจำลองอาจคาดการณ์ผิดว่าความปกติดังกล่าวเป็นความแปลกใหม่ ใน

กรณีนี้เราจะต้องตัดสินใจว่าความแปลกใหม่ดังกล่าวเป็นความเสียหายจริงหรือเป็นรูปแบบ

ความปกติใหม่ที่ไม่เคยพบในชุดข้อมูลฝึกสอนมาก่อน 
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ผลลัพธ์จากการตรวจจับด้วยแบบจำลอง  LSTM Autoencoder ถูกใช้เปรียบเทียบกับ

ผลลัพธ์จากงานวิจัยของ Kamat และคณะ [50] ที่ตรวจจับความเสียหายโดยใช้ชุดข้อมูลเดียวกันโดย

ใช้ แบบจำลอง  Random Forest Classification (RF), โครงข่ ายประสาท เที ยม  (ANN) และ 

Autoencoder ผลลัพธ์จากงานวิจัยของ Kamat แสดงในรูปที่ 17 

 

รูปที่ 17 ผลลัพธ์จากงานวิจัยของ Kamat และคณะ [50] 
 

ตารางเปรียบเทียบผลลัพธ์ของผลการศึกษาเบื้องต้นกับงานวิจัยของ Kamat แสดงในตาราง

ที่  4 เมื่ อ เปรียบ เที ยบความเที่ ยงตรง  (accuracy) จาก LSTM Autoencoder กับ  RF, ANN, 

Autoencoder จากงานวิจัยของ Kamat พบว่า LSTM Autoencoder มีความเที่ยงตรงสูงกว่า RF 

และ ANN อย่างไรก็ตาม Autoencoder มีความเท่ียงตรงสูงกว่า LSTM Autoencoder 

ตารางที่ 4 เปรียบเทียบ Accuracy ของ LSTM Autoencoder กับงานวิจัยของ Kamat [50] 

Fault Pattern LSTM Autoencoder RF ANN Autoencoder 
Inner race 
(0.007”) 

92.30 % 85 % 80 % 91 % 

Outer race 
(0.007”) 

92.20 % 84 % 81 % 96 % 

Inner race 
(0.021”) 

91.59 % 84 % 81 % 97 % 

Outer race 
(0.021”) 

80.13 % 75 % 73 % 99 % 
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จากผลการศึกษาเบื้องต้นพบว่าวิธีการตรวจจับความแปลกใหม่โดย LSTM Autoencoder ที่
นำเสนอในวิทยานิพนธ์นี้มีประสิทธิภาพสูง และเหมาะสมต่อการนำไปใช้ตรวจจับความเสียหายจาก
เครื่องคอมเพรสเซอร์แบบลูกสูบที่มีความซับซ้อนสูง และมีรูปแบบความเสียหายแบบสะสม ผล
การศึกษาเบื้องต้นที่ใช้ LSTM Autoencoder ตรวจจับความแปลกใหม่ในตลับลูกปืนจาก Central 
West Reserve University ถูกตีพิมพ์ใน “Novelty Detection of a Rolling Bearing using Long 
Short-Term Memory Autoencoder” [51] 
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บทที่ 5 
ผลลัพธ์และการอภิปรายผล 

 
เนื้อหาในบทนี้จะกล่าวถึงผลลัพธ์จากการเตรียมข้อมูลและการจำลองความผิดปกติ ก่อนที่จะ

อภิปรายค่าไฮเปอร์พารามิเตอร์ที่ถูกกำหนดเพ่ือสร้างแบบจำลอง จากนั้นจึงสรุปผลการวิเคราะห์
ข้อมูล และอภิปรายผลลัพธ์ของการตรวจจับความแปลกใหม่ในเครื่องคอมเพรสเซอร์แบบลูกสูบด้วย 
LSTM Autoencoder สุดท้ายจะอภิปรายผลจากสัญญาณแจ้งเตือนความเสียหาย 

 
5.1. การเตรียมข้อมูลและการจำลองความผิดปกติ 

ข้อมูลดิบที่ถูกเก็บรวบรวมมาจากเซ็นเซอร์มีทั้งหมด 192,683 จุดข้อมูล ก่อนที่จะทำความ
สะอาดข้อมูลโดยการลบช่วงเวลาแรกสุดในขณะที่เครื่องจักรยังติดตั้งไม่สมบูรณ์ จากนั้นจึงลบข้อมูล
รบกวนทิ้งโดยการพล็อตกราฟแสดงช่วงของค่าในแต่ละเซ็นเซอร์แล้วลบข้อมูลตามเงื่อนไงที่เหมาะสม
กับแต่ละเซ็นเซอร์ ข้อมูลช่วงที่ถูกลบคือความดันขาเข้าและขาออกที่  stage 1, ความดันขาออกที่ 
stage 2, ความต่างของความดันที่ stage 2 และ ICDT เฉพาะช่วงที่มีค่าเป็นลบ นอกจากนี้ยังพบว่า
ตัวแปรที่ถูกเพ่ิมมาจากการคำนวณคืออัตรากำลังบีบอัดที่  stage 2 มีข้อมูลบางช่วงมีค่าถึง 
700,000,000 เนื่องจากความดันขาเข้าที่ เป็นตัวส่วนของเศษส่วนมีค่าเข้าใกล้ 0 จึงต้องลบช่วง
ดังกล่าวทิ้ง หลังจากที่ทำความสะอาดข้อมูลและ standardize แล้วจะเหลือทั้งหมด 165,646 จุด
ข้อมูล กราฟสหสัมพันธ์ของตัวแปรทั้งหมดแสดงในรูปที่ 18 ตัวแปรที่มีความสัมพันธ์กันมากจะมีค่า
เข้าใกล้ 1 แต่ถ้าไม่สัมพันธ์กันเลยจะมีค่าเข้าใกล้ 0 

 
5.2. ค่าไฮเปอร์พารามิเตอร์ที่ใช้สร้างแบบจำลอง LSTM Autoencoder 

แบบจำลอง LSTM Autoencoder ถูกสร้างข้ึนด้วยค่าไฮเปอร์พารามิเตอร์ดังต่อไปนี้ 

- Random seed = 2 

- Time steps = 2 เทียบเท่ากับรับข้อมูลนำเข้าครั้งละ 10 วินาที พบว่ายิ่ง time step มาก 

ลำดับของข้อมูลนำเข้าจะยาวขึ้น ทำให้แบบจำลองเห็นความสัมพันธ์ต่อเนื่องมากขึ้น อย่างไร

ก็ตามแบบจำลองจะยิ่ง overfit มากขึ้นตามไปด้วย จึงควรใช้ time step น้อยๆ 

- Activation function = ReLU 

- L2 regularization = 0.00001 พบว่าช่วงที่พอใช้ได้คือ 0.0001, 0.00001 และ 0.000001 

ยิ่งค่าน้อยจะยิ่งลด overfit ค่าท่ีเหมาะสมที่สุดคือ 0.00001 
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- Optimizer = Adam 

- Loss function = MSE 

- Epochs = 50 หลังจาก epoch 30 ค่า loss จะลดลงช้ามาก 

- Batch sizes = 256 ยิ่งค่าน้อยจะยิ่งลด overfit แต่จะใช้เวลาฝึกสอนนานขึ้น ค่า batch 

size ที่เป็นเลขยกกำลังของสองจะทำให้ประมวลผลเร็วขึ้น 

- เกณฑ์ในการตรวจจับความแปลกใหม่ (Novelty threshold) = 0.0025 

 
รูปที่ 18 กราฟสหสัมพันธ์ของตัวแปรทั้งหมด 

 
แบบจำลองประกอบด้วยโครงข่ายประสาทเทียมจำนวน 7 ชั้น ประกอบด้วย 
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- ชั้นข้อมูลรับเข้า 1 ชั้น 

- encoder 1 ชั้นคือ ชั้น LSTM ที่ม ีneuron 256 ตัว มีพารามิเตอร์ซ่อนเร้น 282,624 ตัว 

- code 1 ชั้นที่มี timestep = 2 

- decoder 2 ชั้นคือ ชั้น LSTM ที่มี neuron 256 ตัว มีพารามิเตอร์ซ่อนเร้น 525,312 ตัว 

และชั้นดรอปเอาท์ที่สุ่มปิด neuron ไป 10 % 

- ชั้น time distribute 1 ชั้นเพื่อคืนค่าข้อมูลใน code กลับเป็นลำดับอนุกรมเวลา 

- ชั้นข้อมูลส่งออก 1 ชั้น 

จากการปรับแต่งค่าไฮเปอร์พารามิเตอร์พบว่าจำนวนชั้นของโครงข่ายประสาทเทียมยิ่งเยอะยิ่ง 

เกิด overfit จึงไม่ควรมีเกิน 7 ชั้น , จำนวน neuron ยิ่งเยอะยิ่งเกิด overfit แต่ถ้าน้อยเกินไป

แบบจำลองจะไม่เข้าใจข้อมูลฝึกสอน พบว่าค่าที่เหมาะสมที่สุดคือ 256 เมื่อกำหนด batch size เป็น 

256, ชั้นดรอปเอาท์ถ้ามากกว่า 20 % แบบจำลองจะไม่เข้าใจข้อมูลฝึกสอน พบว่าค่าที่เหมาะสมที่สุด

คือ 10 % นอกจากนี้ถ้าใส่ชั้นดรอปเอาท์ใน encoder แบบจำลองจะ overfit จึงใส่ชั้นดรอปเอาท์แค่

ในชั้น decoder เพียงอย่างเดียว แบบจำลองใช้เวลาฝึกสอน epoch ละประมาณ 40 วินาที รูปภาพ

ของแบบจำลอง LSTM Autoencoder แสดงในรูปที่ 19 และรูปภาพของกราฟค่า loss (mse) ในแต่

ละ epoch แสดงในรูปที่ 20 พบว่าแบบจำลอง overfit แค่ใน epoch 18 เท่านั้น 

 

รูปที่ 19 แบบจำลอง LSTM Autoencoder ที่ใช้กับคอมเพรสเซอร์ลูกสูบ 
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รูปที่ 20 กราฟแสดงค่า loss (mse) ในแต่ละ epoch 
 

 หลงัจากนัน้จึงค านวณค่าความผิดพลาดจากการสร้างใหม่ประเภทค่าเฉลี่ยผลต่างกำลังสองของ

ข้อมูลทดสอบในแต่ละจุด ซึ่งเป็นผลต่างระหว่างข้อมูลฝึกสอนกับข้อมูลที่แบบจำลองสร้างขึ้นมาใหม่ 

พบว่ามีบางจุดข้อมูลที่เป็นค่าผิดปกติ จึงลบช่วงที่ผิดปกติเหล่านั้นด้วยค่าพิสัยระหว่างควอร์ไทล์ (IQR) 

จากนั้นจึงพล็อตกราฟการกระจายตัวของข้อมูลของค่า loss (mse) เพ่ือกำหนดเกณฑ์ในการตรวจจับ

ความแปลกใหม่ โดยกำหนดให้เกณฑ์ดังกล่าวคือ 0.0025 เพราะเป็นค่าที่อยู่เหนือกว่าข้อมูลที่เป็น

ปกติเกือบทั้งหมดในชุดข้อมูลฝึกสอน รูปภาพของกราฟการกระจายตัวของค่า loss (mse) แสดงใน

รูปที่ 21 

 

รูปที่ 21 กราฟการกระจายตัวของค่า loss (mse) 
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หลังจากท่ีฝึกสอนให้แบบจำลองเข้าใจข้อมูลเครื่องจักรช่วงที่เป็นปกติและกำหนดเกณฑ์ใน
การตรวจจับความแปลกใหม่ได้แล้ว แบบจำลอง LSTM Autoencoder จะถูกนำไปทดสอบกับชุด
ข้อมูลทดสอบทั้ง 5 ชุด 

 
5.3. รูปแบบความเสียหายกระบอกสูบท่ี stage 1 ด้านขาเข้าเกิดรอยรั่ว (C1S) 

รูปภาพแสดงผลลัพธ์ของรูปแบบความเสียหายกระบอกสูบที่ stage 1 ด้านขาเข้าเกิดรอยรั่ว
แสดงในรูปที่ 22 โดยจะสนใจเฉพาะ label 1 เพราะเป็นความแปลกใหม่ที่ต้องการตรวจจับ 
- Precision = 80.79 % 
- Recall = 100.00 % 
- F1-score = 89.38 % 
- Accuracy = 88.11 % 

 
รูปที่ 22 ผลลัพธ์ของรูปแบบความเสียหาย C1S 

 

 รูปภาพแสดง Confusion Matrix แสดงในรูปที่ 23 

- True Positive = 33,092 

- True Negative = 25,225 

- False Positive = 7,866 

- False Negative = 1 
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รูปที่ 23 Confusion Matrix ของรูปแบบความเสียหาย C1S 

 

รูปภาพแสดงค่าความผิดพลาดจากการสร้างใหม่ประเภทค่าเฉลี่ยผลต่างกำลังสองของข้อมูล

ทดสอบแสดงในรูปที่ 24 จุดที่มีค่า loss (mse) เกิน 0.0025 จะถูกกำหนดเป็นความแปลกใหม่ 

 
รูปที่ 24 Loss(MSE) และเกณฑ์แบ่งของรูปแบบ C1S 
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 รูปภาพเปรียบเทียบ label ที่ได้จากการคาดการณ์ของแบบจำลองกับ label ชุดที่เป็นผล

เฉลยแสดงในรูปที่ 25 โดยผลเฉลยจะแสดงในช่วง 1 ถึง 2 เมื่อ 1 คือข้อมูลปกติ และ 2 คือความ

แปลกใหม่ ช่วงครึ่งแรกของข้อมูลทดสอบจะเป็นข้อมูลปกติ ช่วงครึ่งหลังจะเป็นความแปลกใหม่ ผล

จากการคาดการณ์จะแสดงในช่วง 0 ถึง 1 เมื่อ 0 คือข้อมูลปกติ และ 1 คือความแปลกใหม่ ช่วงครึ่ง

แรกของข้อมูลทดสอบส่วนใหญ่จะเป็นข้อมูลปกติ แต่จะมีช่วงที่ถูกคาดการณ์เป็นความแปลกใหม่บ้าง 

ช่วงครึ่งหลังจะเป็นความแปลกใหม่เกือบทั้งหมด 

 
รูปที่ 25 เปรียบเทียบ label ของรูปแบบ C1S 

 
5.4. รูปแบบความเสียหายกระบอกสูบท่ี stage 1 ด้านขาออกเกิดรอยรั่ว (C1D) 

รูปภาพแสดงผลลัพธ์ของรูปแบบความเสียหายกระบอกสูบที่ stage 1 ด้านขาออกเกิดรอยรั่ว
แสดงในรูปที่ 26 
- Precision = 79.47 % 
- Recall = 100.00 % 
- F1-score = 88.56 % 
- Accuracy = 87.08 % 
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รูปที่ 26 ผลลัพธ์ของรูปแบบความเสียหาย C1D 

 

 รูปภาพแสดง Confusion Matrix แสดงในรูปที่ 27 

- True Positive = 33,092 

- True Negative = 24,543 

- False Positive = 8,548 

- False Negative = 1 

 
รูปที่ 27 Confusion Matrix ของรูปแบบความเสียหาย C1D 

 

รูปภาพแสดงค่าความผิดพลาดจากการสร้างใหม่ประเภทค่าเฉลี่ยผลต่างกำลังสองของข้อมูล

ทดสอบแสดงในรูปที่ 28 
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รูปที่ 28 Loss(MSE) และเกณฑ์แบ่งของรูปแบบ C1D 

 

รูปภาพเปรียบเทียบ label ที่ได้จากการคาดการณ์ของแบบจำลองกับ label ชุดที่เป็นผล

เฉลยแสดงในรูปที่ 29 

 
รูปที่ 29 เปรียบเทียบ label ของรูปแบบ C1D 

 

5.5. รูปแบบความเสียหายกระบอกสูบท่ี stage 2 ด้านขาเข้าเกิดรอยรั่ว (C2S) 
รูปภาพแสดงผลลัพธ์ของรูปแบบความเสียหายกระบอกสูบที่ stage 1 ด้านขาออกเกิดรอยรั่ว

แสดงในรูปที่ 30 
- Precision = 84.06 % 
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- Recall = 100.00 % 
- F1-score = 91.34 % 
- Accuracy = 90.51 % 

 
รูปที่ 30 ผลลัพธ์ของรูปแบบความเสียหาย C2S 

 

รูปภาพแสดง Confusion Matrix แสดงในรูปที่ 31 

- True Positive = 33,092 

- True Negative = 26,814 

- False Positive = 6,277 

- False Negative = 1 

 
รูปที่ 31 Confusion Matrix ของรูปแบบความเสียหาย C2S 
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รูปภาพแสดงค่าความผิดพลาดจากการสร้างใหม่ประเภทค่าเฉลี่ยผลต่างกำลังสองของข้อมูล

ทดสอบแสดงในรูปที่ 32 

 
รูปที่ 32 Loss(MSE) และเกณฑ์แบ่งของรูปแบบ C2S 

 

รูปภาพเปรียบเทียบ label ที่ได้จากการคาดการณ์ของแบบจำลองกับ label ชุดที่เป็นผล

เฉลยแสดงในรูปที่ 33 

 
รูปที่ 33 เปรียบเทียบ label ของรูปแบบ C2S 
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5.6. รูปแบบความเสียหายกระบอกสูบท่ี stage 2 ด้านขาออกเกิดรอยรั่ว (C2D) 
รูปภาพแสดงผลลัพธ์ของรูปแบบความเสียหายกระบอกสูบที่ stage 1 ด้านขาออกเกิดรอยรั่ว

แสดงในรูปที่ 34 
- Precision = 82.82 % 
- Recall = 100.00 % 
- F1-score = 90.60 % 
- Accuracy = 89.62 % 

 

 
รูปที่ 34 ผลลัพธ์ของรูปแบบความเสียหาย C2D 

 

รูปภาพแสดง Confusion Matrix แสดงในรูปที่ 35 

- True Positive = 33,092 

- True Negative = 26,225 

- False Positive = 6,866 

- False Negative = 1 
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รูปที่ 35 Confusion Matrix ของรูปแบบความเสียหาย C2D 

 

รูปภาพแสดงค่าความผิดพลาดจากการสร้างใหม่ประเภทค่าเฉลี่ยผลต่างกำลังสองของข้อมูล

ทดสอบแสดงในรูปที่ 36 

 
รูปที่ 36 Loss(MSE) และเกณฑ์แบ่งของรูปแบบ C2D 

 

รูปภาพเปรียบเทียบ label ที่ได้จากการคาดการณ์ของแบบจำลองกับ label ชุดที่เป็นผล

เฉลยแสดงในรูปที่ 37 
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รูปที่ 37 เปรียบเทียบ label ของรูปแบบ C2D 

 
5.7. รูปแบบความเสียหายตัวแลกเปลี่ยนความร้อนระหว่าง stage มีปัญหา (ICI) 

รูปภาพแสดงผลลัพธ์ของรูปแบบความเสียหายกระบอกสูบที่ stage 1 ด้านขาออกเกิดรอยรั่ว
แสดงในรูปที่ 38 
- Precision = 81.51 % 
- Recall = 100.00 % 
- F1-score = 89.81 % 
- Accuracy = 88.66 % 

 
รูปที่ 38 ผลลัพธ์ของรูปแบบความเสียหาย IC 

 

รูปภาพแสดง Confusion Matrix แสดงในรูปที่ 39 

- True Positive = 33,092 

- True Negative = 25,586 
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- False Positive = 7,505 

- False Negative = 1 

 
รูปที่ 39 Confusion Matrix ของรูปแบบความเสียหาย ICI 

 

รูปภาพแสดงค่าความผิดพลาดจากการสร้างใหม่ประเภทค่าเฉลี่ยผลต่างกำลังสองของข้อมูล

ทดสอบแสดงในรูปที่ 40 

 
รูปที่ 40 Loss(MSE) และเกณฑ์แบ่งของรูปแบบ ICI 
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รูปภาพเปรียบเทียบ label ที่ได้จากการคาดการณ์ของแบบจำลองกับ label ชุดที่เป็นผล

เฉลยแสดงในรูปที่ 41 

 
รูปที่ 41 เปรียบเทียบ label ของรูปแบบ ICI 

 
5.8. ผลการวิเคราะห์ข้อมูล 

จากการตรวจจับความแปลกใหม่โดยใช้ LSTM Autoencoder ในรูปแบบความเสียหายทั้ง 5 
รูปแบบสามารถสรุปได้ในตารางที่ 5 เมื่อพิจารณาจาก recall จะพบว่าทุกรูปแบบความเสียหายเป็น 
100.00% ทั้งหมด หมายความว่าแบบจำลองสามารถตรวจจับความเสียหายที่อยู่ในชุดข้อมูลทดสอบ
ได้ทั้งหมด เมื่อพิจารณาจาก precision จะพบว่าทั้ง 5 รูปแบบจะมีความแม่นยำใกล้เคียงกันคือ
ประมาณ 80% โดยรูปแบบ C1D จะแม่นยำน้อยที่สุดคือ 79.47% และรูปแบบ C2S จะแม่นยำมาก
ที่สุดคือ 84.06% เมื่อพิจารณาจาก F1 Score ซึ่งเป็นค่าเฉลี่ยฮาร์โมนิกของค่า precision และ 
recall จะพบว่าทั้ง 5 รูปแบบจะมีค่าใกล้เคียงกันคือประมาณ 90% โดยรูปแบบ C1D จะแม่นยำน้อย
ที่สุดคือ 88.56% และรูปแบบ C2S จะแม่นยำมากท่ีสุดคือ 91.34% ซึ่งสอดคล้องกับ precision ของ
ทั้งสองรูปแบบ เมื่อพิจารณาจาก accuracy ซึ่งเป็นความถูกต้องของแบบจำลองเมื่อพิจารณารวมทุก 
class จะพบว่าทั้ง 5 รูปแบบจะมีความเที่ยงตรงใกล้เคียงกันคือประมาณ 90% โดยรูปแบบ C1D จะ
เที่ยงตรงน้อยที่สุดคือ 87.08% และรูปแบบ C2S จะเที่ยงตรงมากที่สุดคือ 90.51% 

 
 
 
             



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 59 

ตารางที่ 5 สรุปผลลัพธ์จากการตรวจจับความแปลกใหม่ 

Fault Pattern Precision Recall F1 Score Accuracy 

C1S 80.79 % 100.00 % 89.38 % 88.11% 

C1D 79.47 % 100.00 % 88.56 % 87.08 % 

C2S 84.06 % 100.00 % 91.34 % 90.51 % 

C2D 82.82 % 100.00 % 90.60 % 89.62 % 

ICI 81.51 % 100.00 % 89.81 % 88.66 % 

 
สุดท้ายนี้เมื่อพิจารณาจากเกณฑ์การประเมินแบบจำลองทั้ง 4 แบบข้างต้น สามารถสรุปได้ว่า

เมื่อพบความเสียหายในชุดข้อมูลทดสอบ ค่า loss (mse) จะเพ่ิมขึ้นจนเกินเกณฑ์ความแปลกใหม่ที่
กำหนด โดยแบบจำลองสามารถตรวจจับความเสียหายได้ทั้งหมด อย่างไรก็ตามมีข้อมูลปกติประมาณ 
20% ที่แบบจำลองตรวจจับเป็นความแปลกใหม่ ซึ่งอาจเกิดจากการที่ข้อมูลปกติดังกล่าวมีความ
แตกต่างหรือเบี่ยงเบนจากข้อมูลปกติในชุดข้อมูลฝึกสอนมาก แบบจำลองจึงเข้าใจผิดว่าความปกติ
ดังกล่าวเป็นความแปลกใหม่ ในกรณีนี้เราจะต้องตัดสินใจว่าความแปลกใหม่ที่ถูกตรวจจับดังกล่าวเป็น
ความเสียหายจริงหรือเป็นรูปแบบความปกติใหม่ที่ไม่เคยพบในชุดข้อมูลฝึกสอนมาก่อน นอกจากนี้
การที่รูปแบบความเสียหาย C1D มี precision, F1 score, accuracy น้อยที่สุดอาจเป็นเพราะ
รูปแบบความเสียหายดังกล่าวมีความใกล้เคียงกับข้อมูลปกติมากกว่ารูปแบบอื่น เมื่อแบบจำลองถูกใช้
เพ่ือคาดการณ์ลำดับอนุกรมเวลาของชุดข้อมูลดังกล่าว ลำดับของข้อมูลปกติอาจใกล้เคียงกับข้อมูล
ความเสียหายมากทำให้แบบจำลองคาดการณ์ผิดไป ในทางตรงกันข้ามการที่รูปแบบความเสียหาย 
C2S มี precision, F1 score, accuracy มากที่สุดอาจเป็นเพราะรูปแบบความเสียหายดังกล่าวมี
ความแตกต่างจากข้อมูลปกติอย่างชัดเจนทำให้แบบจำลองสามารถแยกแยะระหว่างข้อมูลช่วงที่เป็น
ปกติและช่วงที่เกิดความเสียหายได้อย่างแม่นยำ 
 

5.9. สัญญาณแจ้งเตือนความเสียหาย 
หลังจากที่ตรวจจับความแปลกใหม่ได้แล้ว สัญญาณแจ้งเตือนความเสียหายจะจำแนกความ

แปลกใหม่ที่เกิดขึ้นออกเป็น 3 ประเภท จำนวนของความเสียหายที่เกิดขึ้นจากทั้ง 5 รูปแบบแสดงใน
ตารางที่ 6 ในสัญญาณแจ้งเตือนความผิดปกติตามตำแหน่งพบว่ารูปแบบความเสียหาย C1D ถูก
ตรวจจับได้มากที่สุด ซึ่งสอดคล้องกับ confusion matrix ของรูปแบบดังกล่าวเพราะแบบจำลอง
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ตรวจจับข้อมูลปกติเป็นความแปลกใหม่ รูปแบบที่ตรวจจับได้น้อยที่สุดคือ C2S ในสัญญาณแจ้งเตือน
รูปแบบความผิดปกติพบว่ารูปแบบความเสียหาย C1S ถูกตรวจจับได้มากที่สุด อาจเป็นเพราะความ
เสียหายดังกล่าวมีช่วงของความเสียหายที่ใกล้เคียงกันมากพอที่จะมองรวมกันเป็นรูปแบบได้ยาวกว่า
รูปแบบอ่ืนๆ รูปแบบความเสียหาย ICI ถูกตรวจจับได้น้อยที่สุด ในสัญญาณแจ้งเตือนความผิดปกติ
อย่างรุนแรงพบว่ารูปแบบความเสียหาย C2S ถูกตรวจจับได้มากที่สุด ซึ่งสอดคล้องกับการที่รูปแบบ
ความเสียหายดังกล่าวมีความแตกต่างจากข้อมูลปกติอย่างชัดเจน รูปแบบความเสียหายที่ตรวจจับได้
น้อยที่สุดคือ C2D 
 
ตารางที่ 6 สัญญาณแจ้งเตือนความเสียหาย 

Alarm Levels Point Novelty Novelty Pattern Critical Novelty 

C1S 40,959 2,520 316 

C1D 41,641 2,392 55 

C2S 39,370 2,225 331 

C2D 39,959 1,989 53 

ICI 40,598 1,929 165 

 
 

 
 
 
 
 
 
 
 
 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 61 

บทที่ 6 
สรุปผลการวิจัย 

 

การตรวจจับความแปลกใหม่ด้วย LSTM Autoencoder ถูกใช้เพ่ือตรวจจับความเสียหาย

เริ่มต้นจากข้อมูลของเครื่องคอมเพรสเซอร์แบบลูกสูบของบริษัท ระยองและซ่อมบำรุง จำกัด ใน

ธุรกิจเคมิคอลส์ เอสซีจี วิธีการที่นำเสนอสามารถแก้ปัญหาหลักในการบำรุงรักษาเชิงพยากรณ์คือการ

ขาดข้อมูลความเสียหายของเครื่องจักรสำหรับใช้ฝึกสอนแบบจำลอง, กฎเกณฑ์ที่ใช้ในการกำหนด

ความผิดปกติไม่เหมาะสมกับรูปแบบความเสียหายที่ซับซ้อน และการขาดความรู้เฉพาะทางในการ

แยกแยะระหว่างรูปแบบการทำงานของเครื่องจักรที่เป็นปกติและรูปแบบความเสียหาย แผนงานที่

นำเสนอนี้จะเป็นขั้นตอนเบื้องต้นในการบำรุงรักษาเชิงคาดการณ์ในเครื่องจักร ข้อมูลจากเซ็นเซอร์

ของเครื่องจักรในขณะที่ทำงานเป็นปกติถูกทำความสะอาดข้อมูลและแปลงข้อมูลเพ่ือให้มีรูปแบบที่

เหมาะสมต่อการนำไปใช้ จากนั้นจึงถูกรวมเข้ากับตัวแปรทางกายภาพเพ่ิมเติมจากสมการอุณหพล

ศาสตร์ของคอมเพรสเซอร์ ได้แก่อุณหภูมิขาออกและอัตรากำลังบีบอัดในคอมเพรสเซอร์เพ่ือช่วยให้

แบบจำลองเรียนรู้ความสัมพันธ์ระหว่างตัวแปรได้ดียิ่งขึ้น ข้อมูลถูกแบ่งออกเป็นชุดข้อมูลฝึกสอน, ชุด

ข้อมูลตรวจสอบ และชุดข้อมูลทดสอบ ชุดข้อมูลฝึกสอนซึ่งประกอบด้วยข้อมูลช่วงที่เครื่องจักรทำงาน

เป็นปกติเพียงอย่างเดียวถูกใช้เพ่ือฝึกสอนแบบจำลอง LSTM Autoencoder ซึ่งเป็นตัวเข้ารหัส

อัตโนมัติที่ใส่ชั้นของหน่วยความจำระยะสั้นแบบยาวเข้าไปในชั้น  encoder เพ่ือช่วยในการเรียนรู้

ความสัมพันธ์เชิงเวลาที่มีความซับซ้อนและไม่เป็นเชิงเส้น ชั้นดรอปเอาท์ถูกใช้เพ่ือช่วยลด overfit 

ของแบบจำลองด้วยการสร้างแบบจำลองร่วมตัดสินใจ ชุดข้อมูลตรวจสอบถูกใช้เพ่ือประเมิน

ประสิทธิภาพของแบบจำลอง จากนั้นใช้ค่าความผิดพลาดจากการสร้างใหม่ประเภทค่าเฉลี่ยความ

ผิดพลาดกำลังสองซึ่งอ่อนไหวต่อค่าผิดพลาดสูงในการกำหนดเกณฑ์ตรวจจับความแปลกใหม่โดยการ

พล็อตกราฟการกระจายตัวของข้อมูล ชุดข้อมูลทดสอบประกอบด้วยข้อมูลที่เป็นปกติและข้อมูลความ

เสียหายที่ถูกจำลองขึ้นทั้งหมด 5 รูปแบบ ได้แก่กระบอกสูบที่ stage 1 ด้านขาเข้าเกิดรอยรั่ว , 

กระบอกสูบที่ stage 1 ด้านขาออกเกิดรอยรั่ว ,  กระบอกสูบที่ stage 2 ด้านขาเข้าเกิดรอยรั่ว , 

กระบอกสูบที่ stage 2 ด้านขาออกเกิดรอยรั่ว และตัวแลกเปลี่ยนความร้อนระหว่าง stage มีปัญหา 

จากนั้นคาดการณ์ความเสียหายในชุดข้อมูลทดสอบโดยการตรวจจับความแปลกใหม่ กำหนดให้เกณฑ์

ที่ใช้ในการประเมินแบบจำลองคือค่า precision, recall, F1 score และ accuracy 
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ระเบียบวิธีการวิจัยที่นำเสนอในวิทยานิพนธ์นี้ได้รับการประเมินประสิทธิภาพโดยใช้ข้อมูล

การสั่นสะเทือนของตลับลูกปืนซึ่งเป็นชุดข้อมูลที่ถูกใช้เป็นเกณฑ์มาตรฐานในงานวิจัยโดย  Case 

Western Reserve University ผลลัพธ์การตรวจจับความเสียหายด้วย LSTM Autoencoder ถูก

เปรียบเทียบกับผลลัพธ์ของ Random Forest, Artificial Neural Network และ Autoencoder 

จากงานวิจัย อ่ืน  เบื้ องต้นพบว่าการตรวจจับความแปลกใหม่ด้ วย  LSTM Autoencoder มี

ประสิทธิภาพสูง โดยมี recall สูงสุด 84%, precision สูงสุด 99%, F1 score สูงสุด 91% และ 

accuracy สูงสุด 90% 

ผลการวิจัยการตรวจจับความแปลกใหม่ในเครื่องคอมเพรสเซอร์แบบลูกสูบด้วย LSTM 

Autoencoder แสดงให้เห็นว่าเมื่อพบความเสียหายในชุดข้อมูลทดสอบแบบจำลองจะล้มเหลวในการ

สร้างข้อมูลความเสียหายขึ้นมาใหม่ส่งผลให้ค่าความผิดพลาดจากการสร้างใหม่ประเภทค่าเฉลี่ยความ

ผิดพลาดกำลังสองมีค่าสูงกว่าเกณฑ์ในการจำแนกความแปลกใหม่ที่ถูกกำหนดไว้  เมื่อพิจารณาจาก

ผลลัพธ์พบว่าแบบจำลองสามารถตรวจจับความเสียหายในชุดข้อมูลทดสอบได้ทั้งหมด รวมถึง

ตรวจจับความปกติบางช่วงเป็นความเสียหายเนื่องจากข้อมูลปกติดังกล่าวมีความแตกต่างจากข้อมูล

ปกติในชุดข้อมูลฝึกสอนมาก แบบจำลองสามารถตรวจจับความเสียหายโดยมี recall 100%, 

precision สูงสุด 84%, F1 score สูงสุด 91% และ accuracy สูงสุด 90% จากผลการตรวจจับนี้

สามารถสร้างสัญญาณแจ้งเตือนความเสียหาย 3 ระดับเพ่ือจำแนกประเภทของความเสียหายที่

ตรวจจับได้ รูปแบบของความเสียหายรุนแรงที่ถูกตรวจจับได้มากที่สุดนั้นสอดคล้องกับการที่รูปแบบ

ความเสียหายดังกล่าวมีความแตกต่างจากข้อมูลปกติอย่างชัดเจน 

แบบจำลอง LSTM Autoencoder ที่ถูกนำเสนอในวิทยานิพนธ์นี้สามารถตรวจจับความ
แปลกใหม่ซึ่งเป็นสัญญาณความเสียหายเริ่มต้นในเครื่องคอมเพรสเซอร์แบบลูกสูบได้อย่างมี
ประสิทธิภาพ เพ่ือเพ่ิมความปลอดภัยในโรงงาน, เพ่ิมระยะเวลาใช้งานเครื่องจักร และลดค่าใช้จ่ายใน
การซ่อมบำรุง สำหรับการวิจัยในขั้นต่อไปแบบจำลองจะถูกสร้างจากประเภทของ autoencoder ที่มี
ความซับซ้อนมากยิ่งขึ้น เช่น variational autoencoder นอกจากนี้แบบจำลองจะถูกใช้เพ่ือเรียนรู้
และตรวจจับความเสียหายจากเครื่องจักรชนิดอื่นๆที่มรีูปแบบแตกต่างกัน 
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