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A proximal femoral fracture is a severe injury occurring in traumatic and 

pathologic causes. Diagnosis and Preoperative planning are necessary procedures 
relying on preoperative radiographs such as X-ray and CT images. However, CT 
imaging has a higher radiation dose, cost, and longer acquisition time than X-ray 
imaging. Therefore, 3D reconstruction of the fracture from X-ray images had been 
requisite and remains a challenging problem, as well as a lack of dataset. This 
research proposes a 3D proximal femoral fracture reconstruction from biplanar 
radiographs to improve the 3D visualization of bone fragments for diagnosis and 
preoperative planning. A novel 3D Fracture Reconstruction Network is proposed 
which applies a deep learning-based, Fully Convolutional Network with Feature 
Pyramid Network architecture. The Auxiliary class is proposed, which refers to fracture 
representation. It encourages network learning to reconstruct the fracture. Since the 
samples are scarce to acquire, the Fracture augmentation is invented to enlarge the 
fracture training samples and improve reconstruction accuracy. Moreover, Axial-
fusion module is also invented and built into the model to overcome misalignment 
problem. The model can operate with misaligned data up to 10 degrees of rotational 
error, achieving mIoU of 0.827±0.083SD. and mASSD of 1.043±0.481SD. The results 
show the precise shape and fracture detail similar to the real femoral fracture. 
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บทที่ 1 บทน า 

1.1 ความส าคัญและท่ีมาของปัญหา (Rationale) 

 การบาดเจ็บกระดูกหักนัน้เป็นภาวะการบาดเจ็บที่ค่อนข้างรุนแรง สามารถเกิดขึน้ได้กับ
คนทุกเพศทุกวยั โดยเฉพาะกบัผู้สงูอายุ และเพศหญิงมีโอกาสกระดกูหกัมากกว่าเพศชาย สาเหตุ
การหกัของกระดกูนัน้เกิดได้ทัง้จากภาวะบาดเจ็บ (Traumatic fracture) เช่น การประสบอบุติัเหตุ
ต่างๆ  และการหกัผ่านรอยโรค (Pathologic fracture) จากความผิดปกติของกระดกูของผู้ ป่วยราย
นัน้ๆ เช่น มีเนือ้งอกหรือมีการติดเชือ้อยู่ก่อนแล้วหรือมีภาวะกระดูกพรุน ท าให้กระดูกเปราะ
แตกหักง่าย [1]  บริเวณที่เกิดการแตกหักที่พบได้บ่อยสุด คือ กระดูกต้นขาส่วนต้น  (Proximal 
femur) [2, 3] เนื่องจากกระดกูบริเวณนัน้ได้รับความเค้นสงู (Mechanical stress concentration) 
จากลกัษณะรูปทรงของกระดกูเองและภาระน า้หนกัที่กระท า[4] ประกอบกบัการเกิดโรคทางพยาธิ
วิทยาในบริเวณนัน้  
 ส าหรับการรักษากระดูกต้นขาส่วนต้นหักจะเร่ิมจากการวินิจฉัยลกัษณะการแตกหักของ
กระดูกโดยใช้ภาพถ่ายรังสี เอกซเรย์ (X-ray image) ท าการวางแผนการผ่าตัด(Preoperative 
planning) เพื่อเลือกวิธีการรักษาและอุปกรณ์ที่ต้องใช้  และท าการผ่าตัดโดยเร็วที่สุดเพื่อให้
หลงัจากเกิดการแตกหกัของกระดกู[5] การผ่าตดัที่นิยมใช้รักษากระดกูต้นขาหกั คือ การผ่าตดัใส่
โลหะยดึตรึงกระดกู ซึ่งเป็นการผ่าตดัจดักระดกูแบบแผลปิด (Closed reduction) เนื่องจากเป็นวิธี
รักษาที่รุกล า้น้อยที่สดุ (Minimally invasive) ใช้เวลาผ่าตดัน้อย ให้ผลลพัธ์จากการรักษาที่ดี และ
ผู้ ป่วยสามารถลุกขึน้เดินได้อย่างรวด[6, 7]  วิธีการผ่าตัดแบบนี เ้หมาะกับศัลยแพทย์ผู้ มี
ประสบการณ์สูงและมีความสามารถในการสร้างนโนภาพรูปทรงสามมิติของกระดูกที่หักแต่ละ
ชิน้ส่วนจากภาพถ่ายรังสีเอกซเรย์ทัง้ก่อนและในระหว่างผ่าตดั เพื่อที่จะท าการจดักระดกูกลบัเข้าที่
ต าแหน่งเดิมได้อย่างถูกต้องก่อนจะยดึตรึงกระดกู[8] หากไม่สามารถจดัต าแหน่งของกระดกูให้เข้า
ที่ เดิมได้อย่างแม่นย าหรือเลือกใช้อุปกรณ์ยึดตรึงกระดูกที่ ไม่ เหมาะสม  อาจจะท าให้เกิด
ภาวะแทรกซ้อนที่ตามมา เช่น กระดูกที่หักแต่ละชิน้ไม่เชื่อมติดกันหรือเชื่อมติดกันช้า (Non- or 
Delay-union) กระดกูเชื่อมกนัแบบผิดรูป (Malunion) อาจเกิดการแตกหกัซ า้ ซึ่งท าการผ่าตดัใหม่
ซึ่งจะยากล าบากกว่าการผ่าตัดรอบแรกมาก  [4, 5] และเนื่องจากต้องมีการถ่ายภาพรังสีซ า้ๆ 
หลายครัง้ในระหว่างผ่าตัด เพื่อเล็งต าแหน่งของกระดูก ส่งผลให้ทัง้ศัลยแพทย์และผู้ ป่วยได้รับ
ปริมาณรังสีที่สงูตามด้วย อาจจะท าให้เกิดผลกระทบจากรังสีในระยะยาวอีกด้วย [9, 10] 
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 การถ่ายภาพรังสีเอกซเรย์คอมพิวเตอร์ (Computerized Tomography; CT) ส าหรับใช้ใน
การวางแผนการรักษาจึงเอามามีส่วนส าคัญในการ เนื่องจากความสามารถในการถ่ายภาพกาย
วิภาคตรงบริเวณที่สนใจของผู้ ป่วยเฉพาะราย (Individual target anatomy) ในรูปแบบสามมิติ
และสามารถน าไปประมวลผลต่อเพื่อให้ได้รูปทรงกระดูกแบบสามมิติ  (Reconstruction image) 
ท าให้แพทย์สามารถมองเห็นรูปทรงกระดกูที่แตกหกัก่อน จึงสามารถวางแผนการและเลือกวิธีการ
ผ่าตัดได้อย่างรวดเร็ว แม่นย า ลดจ านวนครัง้ในการถ่ายภาพรังสีในระหว่างตัด และลดปริมาณ
เลือดที่สงูเสียไปในระหว่างผ่าตดั เมื่อเทียบกบัการวางแผนก่อนผ่าตดัโดยใช้ภาพถ่ายรังสีเอกซเรย์
แบบปกติ [11, 12] แต่ก็มีข้อเสียที่การถ่ายภาพ CT นัน้ใช้ปริมาณรังสีที่สูงมากๆ ใช้ระยะเวลาใน
การประมาลผลนาน และมีค่าใช้จ่ายที่สงูกว่า เมื่อเทียบกบัภาพถ่ายรังสีเอกซเรย์แบบปกติ [9, 13] 
การพฒันาเทคนิคการถ่ายภาพทางการแพทย์แบบสามมิติที่ใช้ปริมาณรังสีต ่าจึงเป็นสิ่งส าคญัที่ต่อ
พฒันาต่อไป 

1.2 วัตถุประสงค์ของการวิจัย (Objectives) 

 งานวิจยันีจ้ึงสนใจที่จะพัฒนาอลักอริทึมส าหรับการสร้างรูปทรงกระดูกต้นขาสามมิติ ทัง้
กระดูกปกติ (Intact) และกระดูกหักจากภาวะบาดเจ็บ  (Traumatic fracture) ที่มีความแม่นย า 
ด้วยภาพถ่ายรังสีสองมุมมอง เพื่อเพิ่มมโนภาพการมองเห็นรูปทรงและลกัษณะการแตกหักของ
กระดูกแบบสามมิติให้กับบุลคลากรทางการแพทย์ ส าหรับวินิจฉัยและการวางแผนการผ่าตัด 
(Preoperative planning) ของผู้ ป่วยกระดกูต้นขาแตกหกั 

1.3 ขอบเขตงานวิจัย (Scope of Research) 
1) เนื่องจากระยะเวลาท าวิจัยและงบประมาณที่มีจ ากัด งานวิจัยนีเ้ป็นการวิจัยศึกษาจาก

ข้อมูลย้อนหลงั (Retrospective study) เท่านัน้ ใช้ข้อมลูภาพถ่ายรังสีย้อนหลงัหรือข้อมูล
ที่มีอยู่แล้วในฐานข้อมูลของโรงพยาบาลจุฬาลงกรณ์ เพื่อน าไปวิเคราะห์และพัฒนา
โปรแกรมคอมพิวเตอร์ ไม่มีการรับสมคัรผู้ ป่วยรายใหม่มาเพื่อถ่ายภาพรังสี 

2) ใช้ Scout film ท่ีได้มาจากภาพถ่าย CT ส าหรับฝึกสอนแทนการใช้ภาพถ่ายรังสีที่ถ่ายจาก
ผู้ ป่วยจริงๆ เนื่องจากเป็นการศึกษาแบบย้อนหลงัจึงไม่สามารถเก็บข้อมลูภาพถ่ายรังสีที่คู่
กบัภาพถ่ายรังสีเอกซเรย์คอมพิวเตอร์ของผู้ ป่วยเฉพาะรายได้ 

3) ความแม่นย า นิยามโดยค่า Average IoU ที่มากกว่า 0.7 และการประเมินความถูกต้อง
โดยแพทย์ผู้ช านาญ 
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4) การทดสอบอัลกอริทึมจะใช้ข้อมูล 10% ของข้อมูลทัง้หมด ซึ่งไม่ได้ถูกใช้ในการฝึกสอน
หรือทวนสอบมาก่อน ข้อมลูป้อนเข้าจะเป็นภาพ Scout film หรือ ภาพถ่ายรังสี (ในกรณีที่
สามารถค้นหาได้จากฐานข้อมลูได้) 

1.4 ประโยชน์ที่คาดว่าจะได้รับจากการวิจัย (Expected or Anticipated Benefit Gain) 
 ประโยชน์ทางด้านการแพทย์ คือ ระบบนีช้่วยในศลัยแพทย์สามารถเห็นภาพสามมิติของ
กระดูกที่แตกหักได้โดยใช้เพียงภาพถ่ายรังสีเอกซเรย์  เป็นประโยชน์ต่อการวินิจฉัยและการวาง
แผนการผ่าตดั ทดแทนการถ่ายภาพเอกซเรย์คอมพิวเตอร์ที่มีปริมาณรังสีที่สงูกว่า   ประโยชน์ทาง
สงัคม คือ ช่วยลดค่าใช้จ่ายในการรักษาให้กับผู้ ป่วยที่มีความจ าเป็นที่จะต้องเข้ารับการรักษาโดย
ใช้ภาพถ่ายเอกซเรย์คอมพิวเตอร์ สามารถเข้าถึงเทคนิคสร้างภาพสามมิติด้วยวิธีการใหม่ที่ผู้ วิจัย
ก าลังน าเสนอได้  ประโยชน์ทางเศรษฐกิจ คือ หากงานวิจัยนีไ้ด้ผลส าเร็จตามที่น าเสนอไป และ
สามารถกระจายการใช้งานไปสู่โรงพยาบาลทั่วประเทศได้ ช่วยประหยดัค่าใช้จ่ายในการรักษาได้
ในวงกว้าง 
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บทที่ 2  

ทบทวนวรรณกรรมงานวิจัยท่ีเกี่ยวข้อง (Review Literature) 

2.1 การบาดเจ็บของรยางค์ส่วนล่าง 

 การบาดเจ็บของรยางค์ส่วนล่าง คือ การบาดเจ็บตัง้แต่กระดูกเชิงกรานไปจนถึงบริเวณ
ปลายนิว้เท้า เป็นการบาดเจ็บที่มีความส าคัญและพบได้บ่อย เกิดได้จากหลากหลายสาเหตุ เช่น 
อุบัติเหตุทางจราจร การหกล้ม และการเสื่อมสภาพตามอายุที่มากขึน้ เป็นต้น  ในงานวิจัยนีม้ี
ขอบเขตการวิจัยเฉพาะการแตกหักของกระดูกต้นขาเท่านัน้ ซึ่งสามารถแบ่งได้ตามบริเวณที่
แตกหกั โดยมีรายละเอียดดงัต่อไปนี ้

1) คอกระดกูต้นขาหกั (Femur neck fracture) 
 เป็นภาวะที่พบได้บ่อยในผู้ ป่วยสงูอายุ มีโอกาสเกิดในสตรี 80% และความสมัพนัธ์กบัโรค
กระดูกพรุนโดยตรง อีกทัง้ยังเกิดได้ในผู้ ป่วยที่มีอายุน้อยจากกรณีเกิดอุบัติเหตุที่รุนแรง เช่น ตก
จากที่สงู อุบติัเหตทุางจราจร เป็นต้น การจ าแนกประเภทของการแตกหักบริเวณคอกระดูกต้นขา
ตามนิยามของ Garden classification อธิบายได้ดงันี ้(รูปที่ 1) 
Garden I หักแบบไม่สมบูรณ์ (incomplete fracture) และหัวกระดูกต้นขาอัดฝัง เข้ากับ
  กระดูกคอสะโพก (valgus impact) จะเห็นรอยหักของ cortex ส่วนบนเท่านัน้ 
  และอาจเห็นเงาของกระดกูที่ซ้อนกนัเป็นเส้นทบึสีขาว 
Garden II หักแบบสมบูรณ์ (complete fracture) แต่ไม่มีการเคลื่อนของกระดูก ทัง้ในท่า
  ตรง และ lateral cross table จะเห็นรอยหกัผ่านทัง้สอง cortex 
Garden III หกัแบบสมบรูณ์และมีการเคลื่อนที่เกยกนัของกระดกูบางสว่น (partial  
  displaced) จะสงัเกตเห็นเส้น trabecular ของหวักระดกูท ามมุกบัเส้น  
  trabecular ที่คอกระดกู 
Garden IV หกัแบบสมบรูณ์และมีการเคลื่อนหลดุระหว่างกระดกูสองหวัและคอ (total  
  displaced) จะสงัเกตเห็นเส้น trabecular ของหวักระดกู ขนานกบัเส้น  
  trabecular ที่คอกระดกู[14] 
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รูปที ่1 การจ าแนกการแตกหกัของคอกระดูกตน้ขาหกัของ Garden [14] 

2) Intertrochanteric Fracture 
 คือภาวะกระดกูหกับริเวณระหว่าง greater trochanter กบั lesser trochanter เป็นกรณีที่
พบได้บ่อยที่สดุของภาวะกระดกูต้นขาส่วนบนหัก ซึ่งมีความสมัพันธ์โดยตรงกบัภาวะกระดูกพรุน 
สาเหตสุ่วนมากนัน้มาจากอบุติัเหตใุนกลุ่มผู้ ป่วยที่มีภาวะกระดกูพรุนร่วมด้วย  การหกัของกระดูก
ต้นขาบริเวณนีส้ามารถจ าแนกตาม Evans classification ได้เป็น 2 ประเภท ตามเสถียรภาพของ
กระหกั แสดงดงัรูปที่ 2 คือ 
 Evan type I คือการหกัแบบมั่นคง (stable fracture) กระดูกบริเวณ posteromedial ของ
บริเวณ trochanter ยงัไม่หกัหรืออาจหกัเป็นชิน้เล็ก แต่กระดกูยงัคงจดัเรียงตวักนัได้อย่างมัน่คง มี
เสถียรภาพในการคงรูปขณะรับน า้หนกัเบาๆ 
 Evan type II คือการหักแบบไม่มั่นคง (unstable fracture) มีการแตกของกระดูกบริเวณ 
posteromedial เป็นชิน้ใหญ่ หรือแตกเป็นหลายชิน้ มีการแตกจาก lesser trochanter ลงไปยัง
บริเวณกระดกูสว่น subtrochanteric ลกัษณะของการแตกหกัแบบนี ้กระดกูจะไม่สามารถคงรูปได้
เมื่อรับน า้หนกั[14, 15] 

 
รูปที ่2 การจ าแนกการแตกหกัของกระดูกบริเวณ Intertrochanteric ของ Evan [14] 
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3) Subtrochanteric Fracture 
 คือการหักของกระดูกต้นขาตัง้แต่บริเวณ lesser trochanter ลงมาไม่เกิน 5 cm. ซึ่งเป็น

บริเวณที่มีเลือดมาเลีย้ง cortical bone น้อย ประกอบกบัการเป็นบริเวณที่รับความเค้นสงู จึงท าให้

การเชื่อมติดกันของกระดูกบริเวณนีเ้กิดขึน้ช้า และพบภาวะแทรกซ้อนจากการผ่าตัดได้สูงกว่า

กระดูกต้นขาบริเวณอ่ืน สาเหตุการหักมาจากการประสบอุบัติเหต หรือผู้ ป่วยสูงอายุที่มีภาวะ

กระดูกพรุน ตามค านิยามของ Russell-Taylor ได้แบ่งชนิดของการหกัได้เป็น 2 ประเภท ตามรูปที่ 

3 คือ  

Type I  คือการหกัที่ไม่มีการแตกของ piriformis fossa ร่วมด้วย 

Type II  คือการหกัที่มีการแตกร้าวเข้าไปที่บริเวณ piriformis fossa [14] 

 
รูปที ่3 การจ าแนกการแตกหกัของกระดูกตน้ขาบริเวณ Subtrochanteric  

ของ Russell-Taylor [14] 
2.2 ภาพถ่ายรังสีทางการแพทย์ (Medical imaging) 

2.2.1 ทฤษฎีภาพถ่ายรังสีเอกซเรย์ (X-ray radiography) 

 รังสี เอกซเรย์  (X-ray) เป็นการแผ่ รังสีแม่ เหล็กไฟฟ้ า  (Electromagnetic radiation) 

พลังงานสูงรูปแบบหนึ่ง ที่มีความยาวคลื่นอยู่ในช่วง 0.03 - 0.3 nm , ความถ่ีในช่วง 30x1015 – 

30x1018 Hz และพลงังานในช่วง 100 eV – 200 KeV มีความสามารถในการทะลุผ่านสสารต่างๆ 

และตกกระทบบนฟิล์มหรือตัวรับภาพท าให้เกิดเป็นภาพถ่ายรังสีเอกซเรย์ขึน้ที่สามารถมองเห็น

รูปร่างของสสารที่แตกต่างกัน ในกรณีน าไปใช้กับร่างกายมนุษย์จะสามารถเห็นรูปร่างและ

แยกแยะชนิดของอวัยวะต่างๆ ภายในร่างกายที่รังสีส่องผ่านไปได้  จากการที่อวัยวะต่างๆ ใน

ร่างกายมีความสามารถในการดดูกลืนรังสีที่แตกต่างกนั ท าให้ระดบัความเข้มของภาพเอกซเรย์ใน

แต่ละต าแหน่งมีค่าแตกต่างกนัด้วย [13] โดยปกติรังสีเอกซเรย์นัน้จะมีปฏิสมัพนัธ์กบัสสารเกิดเป็น

ปรากฏการณ์ส าคญัที่สง่ผลต่อภาพถ่ายรังสีแสดงดงัรูปที่ 4 
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รูปที ่4 ปรากฏการณ์ระหว่างรังสีเอกซเรย์กบัสสารที่รังสีเคลือ่นผ่าน 

 การดดูกลืนรังสีของสสารเป็นตวัแปรที่ส าคญัต่อการประมวลภาพถ่ายรังสี เนื่องจากความ

เข้มข้นของรังสีที่ตกกระทบกบัตวัรับภาพแปรผกผนักบัอตัราการดดูกลืนของสสารที่รังสีเคลื่อนผ่าน 

ความสมัพนัธ์ระหว่างความเข้มข้นของรังสีกบัความสามารถในการดดูกลืนของสสารนัน้ สามารถ

อธิบายได้ด้วยกฎของ Beer-lambert กล่าวไว้ว่า อตัราการลดทอนลงหรือการดูดกลืนของรังสีเมื่อ

เคลื่อนท่ีผ่านสสารใดๆ นัน้ มีความสัมพันธ์เชิงเส้นกับค่าสัมประสิทธ์ิการลดทอนของสสาร 

(attenuation coeffect) และความหนาของสสาร[16] ตามรูปที่ 5 และสมการท่ี 1 

 
รูปที ่5 อธิบายการดูดกลืนรังสีตามกฎของ Beer-Lambert 

 𝐴 = 𝑙𝑜𝑔 (
𝐼0
𝐼
) = 𝜇𝑙 = (

𝜇

𝜌
) 𝜆 สมการท่ี 1 

โดยที่ 𝐴 คือ ค่าการดดูกลืนรังสี(Absortivity) ของสสาร (เท่า) 
 𝐼0 และ 𝐼  คือค่าความเข้มข้นของรังสีตกกระทบและสง่ผ่าน ตามล าดบั 
 𝜇 คือ ค่าสัมประสิทธ์การลดทอนเชิงเส้น( linear attenuation) (cm-1) จากการทดลอง
ทัว่ๆไป จะไม่ สามารถหาค่า linear attenuation ได้โดยตรง แต่จะได้ค่า mass attenuation 

(
𝜇

𝜌
) มาแทนแสดงดงัรูปที่ 6 [17] 

 𝑙 คือ ความหนาหรือความลกึของสสาร ณ ต าแหน่งที่รังสีเคลื่อนที่ผ่าน (cm) 
 𝜌 คือ ความหนาแน่นของสสาร (g/cm3) 
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 𝜆 คือ ความหนาแน่นเชิงพืน้ที่ (Area density) ของสสาร (g/cm2) [16] 

 

รูปที่ 6 ค่า mass attenuation ของ (a) กระดกู (p = 1.920 g/cm3) (b) กล้ามเนือ้ (p = 1.044 
g/cm3) และ (c) น า้ (p = 1.000 g/cm3) เมื่อรังสีเอกซเรย์สอ่งผ่านที่ค่าระดบัพลงังานต่างๆ [17] 

 ปัจจบุนั ภาพถ่ายรังสีเอกซเรย์เป็นที่นิยมใช้กนัอย่างแพร่หลาย เนื่องจากเป็นการวินิจฉัยที่

ง่าย รวดเร็ว และผู้ ป่วยได้รับปริมาณรังสีที่ต ่า จึงมปีระโยชน์อย่างมากต่อการวินิจฉยัโรคต่างๆ เช่น 

โรคทางกระดูก ปอด ช่องท้อง  ฟัน ล าคอ และอ่ืนๆ อีกมากมาย และยังมีการน าภาพถ่ายรังสี

ดังกล่าวไปประยุกต์ใช้ในการน าทางระหว่างผ่าตัด  (Intraoperative surgical navigation) เช่น 

การผ่าตดัใสโ่ลหะยดึตรึงกระดกูแบบแผลปิด เป็นต้น 

2.2.2 ภาพถ่ายรังสีเอกซเรย์คอมพิวเตอร์ (Computed Tomography, CT) 

 เอกซเรย์คอมพิวเตอร์เป็นเทคโนโลยีที่ต่อยอดมาจากการถ่ายภาพรังสีเอกซเรย์ เป็นการ

รวมเคร่ืองถ่ายภาพรังสีเอกซเรย์เข้ากับกลไกหมุนถ่ายภาพแบบวงกลม 360 องศา (rotating 

frame) เพื่อเก็บภาพตัดขวางแบบรอบด้านแสดงดังรูปที่ 7  ทุกครัง้ที่กลไกหมุนเพื่อฉายรังสีครบ

หนึ่งรอบจะได้ภาพตัดขวางหนึ่งภาพ ตัวเคร่ืองสามารถเลื่อนเก็บภาพตัดขวางตามแนวยาวของ

ผู้ ป่วยท าให้ได้ภาพตัดขวางจ านวนหลายๆ ภาพ สามารถน ามาเรียงต่อกันและประมวลผลเพื่อ

สร้างโมเดลสามมิติ (3D reconstruction) ด้วย อัลกอริทึมบนระบบคอมพิวเตอร์  [13] ให้ความ

แม่นย าและรายละเอียดของกระดูกที่สูงที่สุดในการภาพถ่ายทางการแพทย์ทัง้หมด มีประโยชน์

อย่างยิ่งต่อการวินิจฉัยโรค การวางแผนท าการรักษาหรือผ่าตัด  และเป็นส่วนส าคัญที่น าไปใช้ต่อ
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ยอดในระบบคอมพิวเตอร์ช่วยการผ่าตดั ตวัอย่างภาพถ่ายรังสีเอกซเรย์คอมพิวเตอร์แสดงดงั รูปที่ 

8 

 

(a) แบบรังสีขนาน (Parallel beam)            (b) แบบรังสีรูปพดั (CT fan beam) 
รูปที่ 7 แผนภาพเคร่ืองถ่ายภาพรังสีเอกซเรย์คอมพิวเตอร์ [13] 

 
รูปที่ 8 ตวัอย่างภาพถ่ายรังสีเอกซเรย์คอมพิวเตอร์ [13] 

2.3.3 ความส าคัญของภาพสามมิติกับการวางแผนการรักษา 

 ภาพถ่ายรังสีทางการแพทย์ที่อยู่ในรูปแบบสามมิติ เช่น ภาพถ่าย CT หรือ MRI นัน้มี
ประโยชน์อย่างมากต่อการวางแผนก่อนการรักษา (Preoperative planning) ช่วยให้บุคคลากร
ทางการแพทย์สามารถวินิจฉัยลักษณะการแตกหักได้อย่างถูกต้องแม่นย ากว่าเมื่อเทียบกับ
ภาพถ่ายรังสีที่อยู่ในรูปแบบสองมิติ เช่น X-ray หรือ Fluoroscopic  เนื่องจากรูปสามมิติให้ข้อมูล
ได้มากกว่าภาพสองมิติ แต่ยังมีข้อเสียที่การถ่ายภาพสามมิตินัน้ใช้เวลานานกว่า และผู้ ป่วยจะ
ได้รับปริมาณรังสีที่มากกว่าซึง่จะกลา่วถึงในหวัข้อถดัไป 
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 ในหวัข้อนีเ้ราจะอธิบายถึงความส าคญัของภาพสามมิติที่มีผลต่อการรักษา โดยมีงานวิจยั
ที่ศึกษาเก่ียวกบัการเทียบเปรียบผลการรักษาจากการผ่าตดัจัดกระดกูแบบแผลปิดของกระดกูต้น
ขา ระหว่างศัลยแพทย์ฝึกหัดสองกลุ่มซึ่งยังไม่มีประสบการณ์การผ่าตัดจัดกระดูกมาก่อน โดย
ศลัยแพทย์กลุ่ม A ได้รับภาพถ่ายสามมิติ (ภาพ CT) (n = 53) ในการวางแผนการผ่าตดัดงัรูปที่ 9(
ก)  ส่วนศัลยแพทย์กลุ่ม B ได้รับภาพถ่ายสองมมิติ (ภาพ X-ray) (n = 72)  ในการวางแผนการ
ผ่าตัดเท่านัน้ดังรูปที่  9(ข) งานวิจัยนี เ้ป็นการศึกษาแบบเก็บข้อมูลย้อนหลัง  (Retrospective 
study) โดยข้อมูลที่จะน ามาเปรียบเทียบ คือ เวลาที่ใช้ในการผ่าตัด (operating time), ปริมาณ
เลือดที่เสียไประหว่างผ่าตดั (blood loss), จ านวนครัง้ที่ต้องถ่ายภาพรังสี fluoroscopic ในระหว่าง
ผ่าตัด ระยะเวลาเฝ้าติดตามอาการหลังจากการผ่าตัด  (follow-up time) และระยะเวลาเชื่อม
ติดกนัของกระดกูที่หกั (fracture healing time) 

                       
(ก) กลุ่มแรก: ภาพ reconstructed จากภาพถ่าย CT         (ข) กลุ่มสอง: ภาพถ่ายรังสี X-ray 

รูปที ่9 ข้อมูลภาพถ่ายรังสีที่ศลัยแพทย์ใช้ส าหรับการวางแผนการผ่าตดั [18] 

 จากการศึกษาพบว่าศัลยแพทย์กลุ่ม A ใช้เวลาในการผ่าตัดเร็วกว่าศัลยแพทย์กลุ่ม B  
ระยะเวลาที่ใช้ในการผ่าตดัของศลัยแพทย์กลุ่ม A จะลดลงอย่างรวดเร็วเมื่อได้ท าการผ่าตดับ่อยๆ 
หรือมีประสบการณ์ผ่าตัดมากขึน้ เมื่อเทียบกับศัลยแพทย์กลุ่ม  B ที่ระยะเวลาในการผ่าตัดจะ
ค่อยๆ ลดลงเป็นเส้นตรงมีประสบการณ์มากขึน้แสดงดงัรูปที่ 10  และพบว่าการที่ศลัยแพทย์กลุ่ม 
A ได้เห็นรูปทรงสามมิติของกระดูกต้นขาที่แตกหักเพื่อวางแผนการผ่าตัดก่อน ยังช่วยลดการเสีย
เลือดของผู้ ป่วย และจ านวนครัง้ในการถ่ายภาพรังสีในระหว่างผ่าตัดน้อยลงเมื่อเทียบกับ
ศลัยแพทย์กลุม่ B ดงัตารางที่ 1 เนื่องจากศลัยแพทย์กลุ่ม A ได้เห็นและเข้าใจลกัษณะรอยแตกหกั
ในสามมิติ (เทียบกบัศัลยแพทย์กลุ่ม B ได้เห็นเพียงรอยแตกหักในสองมิติเท่านัน้) ท าให้สามารถ
การผ่าตดัได้อย่างรวดเร็ว แม่นย าขึน้ โดยที่พึง่พาภาพถ่ายในระหว่างผ่าตดัน้อยลง 
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รูปที ่10 Learning curve ความเร็วในการผ่าตดัระหว่างศลัยแพทย์กลุ่ม A และ B [18] 

ตารางที่ 1 ผลลพัธ์จากการผ่าตดัเปรียบเทียบระหว่างศลัยแพทย์กลุ่ม A และ B [18] 

 

2.2.4 ความเสี่ยงจากการถ่ายภาพรังสีทางการแพทย์ (Risk of X-ray imaging) 

 เป็นที่ทราบกันอยู่แล้วว่าภาพถ่ายรังสีทางการแพทย์มีประโยชน์มากมายต่อการ
วินิจฉัยโรคทางการแพทย์ แต่ก็ยงัมีข้อเสียอยู่เช่นกนั คือ รังสีเอกซเรย์นัน้เป็นการแพร่รังสีแบบคลื่น
แม่เหล็กไฟฟ้าที่มีพลงังานสงู เมื่อน ามาฉายผ่านผู้ ป่วยจะมีรังสีส่วนหนึ่งสามารถทะลผุ่านร่างกาย
ไปได้ และมีอีกส่วนหนึ่งคือปริมาณรังสีที่ได้รับ (radiation dose) ซึ่งรังสีส่วนนีส้ามารถก่อให้เกิด
ผลกระทบทางชีววิทยาต่อผู้ที่ได้รับ แบ่งได้เป็นผลแบบที่ปรากฏชดัเจน (Deterministic effect) เช่น 
เป็นผื่นแดง, ผมร่วง, คลื่นไส้, ท้องร่วง, เป็นหมัน, การฝ่อของอวัยวะ, พังผืดในเนือ้เยื่อและอาจ
เสียชีวิตได้ เป็นต้น ซึ่งเกิดจากการได้รับรังสี ในปริมาณมากๆ และผลกระทบแบบสุ่ม (Stochastic 
effect) เช่น เกิดโรคมะเร็งในระยะยาว และเกิดการเปลี่ยนแปลงทางพันธุกรรม ซึ่งเกิดจากการ
ได้รับรังสีปริมาณต ่าในช่วงเวลานาน [19]  เมื่อฉายรังสี อวัยวะแต่ละส่วนจะได้รับปริมาณรังสีที่
แตกต่างกันเนื่องจากมีความไวต่อรังสีที่ไม่เท่ากัน ค่าปริมาณรังสีที่ได้รับนีจ้ะเรียกว่า ค่าปริมาณ
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รังสียงัผล (Effective dose) เป็นผลรวมของของปริมาณรังสีสมมลูหลงัปรับเทียบสภาพความไวต่อ
รังสีของแต่ละเนื อ้เยื่อทั่วร่างกาย มีหน่วยเป็น MilliSievert (mSv)  ข้อมูลจาก International 
Commission on Radiological Protection (ICRP) ได้ก าหนดค่าป ริมาณ รังสีสู งสุดที่ รับ ได้ 
(maximum permissible dose) ส าหรับเจ้าหน้าที่ผู้ปฏิบติังานด้านรังสีเท่ากับ 20 mSv ต่อปี โดย
เฉลี่ยติต่อกัน 5 ปี (แต่ละปีต้องรับรังสีได้ไม่เกิน 50 mSv) ซึ่งเป็นปริมาณรังสีที่ ไม่ก่อให้เกิด 
deterministic effect ใดๆ และเสี่ยงต่อการเกิดมะเร็งหรือการผ่าเหล่าในอตัราที่ไม่แตกต่างกบัคน
ปกติทัว่ๆ ไป  ตารางที่ 2 สรุปค่าปริมาณรังสียงัผลจากการวินิจฉัยโรค ณ อวยัวะที่แตกต่างกนั และ
ช่วงเวลาเชิงเปรียบเทียบกับปริมาณ รังสีพื น้หลังที่คนทั่วไปได้ รับตามธรรมชาติ (natural 
background radiation) โดยเฉลี่ยแล้วคนเราจะได้รับรังสีพืน้หลงัประมาณ 3-4.5 mSv ต่อปี (จะ
ได้รับปริมาณรังสีมากหรือน้อยขึน้อยู่กบับริเวณที่อยู่อาศยั) [9] 

ตารางที่ 2 ปริมาณรังสีทีไ่ดร้ับจากการวินิจฉยัโรคตามอวยัวะบริเวณต่างๆ กนั [9] 
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 จากตารางที่  2 หากเปรียบเทียบระหว่างการถ่ายภาพรังสี เอกซเรย์ กับ เอกซเรย์

คอมพิวเตอร์ ส าหรับวินิจฉัยโรคทางกระดูก จะพบว่า  ปริมาณรังสียังผลที่ผู้ ป่วยได้รับจากการ

ถ่ายภาพรังสีเอกซเรย์มีค่าประมาณ 0.001 mSv (เทียบปริมาณรังสีพืน้หลงัตามธรรมชาติ 3 เดือน) 

แต่ส าหรับการถ่ายภาพรังสีเอกซเรย์คอมพิวเตอร์นัน้ผู้ ป่วยจะได้รับปริมาณรังสีสูงถึง  10-20 mSv 

(เทียบปริมาณรังสีพืน้หลังตามธรรมชาติ 3-7 ปี) [9]  ซึ่งผู้ ป่วยจะได้รับปริมาณรังสีที่สูงกว่าการ

ถ่ายภาพรังสีเอกซเรย์อย่างมาก จึงเพิ่มโอกาสเกิดมะเร็งมากกว่า มีค่าใช้จ่ายที่สงูกว่า  และเคร่ือง 

CT scan สว่นมากไม่สามารถถ่ายภาพในระหว่างผ่าตดัได้ 

2.3 สร้างโมเดลสามมิติด้วยแบบจ าลองรูปร่างเชิงสถิติ (3D Reconstruction using Statistic 
shape modeling) 

 ในหลายทศวรรษที่ผ่านมา การสร้างโมเดลสามมิติของกระดูกต้นขาจากภาพเอกซเรย์ใน
งานวิจยัส่วนใหญ่นัน้เป็นการสร้างจากแบบจ าลองรูปร่างเชิงสถิติโดยใช้รูปทรงเป็นหลกั (Statistic 
shape model หรือ SSM) โดยการเรียนรู้รูปร่างของวัตถุที่สนใจจากลักษณะรูปร่าง (Shape 
constraint variable)  วิธีนีจ้ะเก็บข้อมูลโมเดลสามมิติที่สนใจหลายๆ โมเดลมาท าการหาค่าเฉลี่ย
ของตัวแปรที่ก าหนดโหมด (mode) [20] ตัวอย่างงานวิจัยที่ประสบผลส าเร็จ เช่น งานวิจัยของ 
Tristan Whitmarsh, et. al. วิจยัเก่ียวกบัการสร้างโมเดลสามมิติของกระดกูต้นขาสว่นบนพร้อมทัง้
การกระจายตวัของความหนาแน่นกระดกู [21] มีขบวนการสร้างโมเดลสามมิติหลกัๆ สองขัน้ตอน 
คือ  
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 1) การสร้างรูปทรงทางสถิติของกระดกูต้นขา (Statistic Shape model construction) ดัง
รูปที่ 11 รูปทรงกระดกูต้นขาจะอยู่ในรูปแบบของ Polygon surface หรือ Surface mesh โดยมีจุด
ที่ก าหนดต าแหน่งบน surface เป็นต าแหน่ง landmark ของโมเดลกระดูกต้นขา  การสร้างโมเดล 
SSM จะเป็นการน าต าแหน่ง landmark ของโมเดลสามมิติของกระดกูแต่ละชิน้ในกลุ่มตวัอย่างมา
หาต าแหน่งเฉลี่ยของแต่ละ landmark โดยใช้ Principal component analysis (PCA) ซึง่จะได้เซต
ของค่าเฉลี่ยและความเบี่ยงเบนมาตรฐานของ landmark แต่ละต าแหน่ง  SSM จะมี รูปทรง
เบือ้งต้นตามค่าเฉลี่ยของ landmark ที่ค านวณได้ และ SSM สามารถเปลี่ยนรูปทรงไปตาม 
landmark ท่ีเปลี่ยนแปลงไปค่าตามความเบี่ยงเบนมาตรฐาน 
 2) การซ้อนทับโมเดลสามมิติเข้ากับภาพเอกซเรย์  (2D/3D registration) ซึ่งเป็นการหา
ความเหมือน (Similarity measure) ของระหว่างภาพเอกซเรย์และภาพเอกซเรย์สังเคราะห์ของ 
Statistic model หรือเรียกว่า Digitally reconstructed radiograph (DRR) ดังรูปที่ 12  ในส่วนนี ้
จะเป็นการท าการซ้อนทับแบบวนซ า้ (Iteration)  แต่ละรอบของการท างานเร่ิมจากการน า SSM 
มาสร้างภาพ DRR เพื่อน าไปเปรียบเทียบและวัดค่าความเหมือน (Similarity measure) กับภาพ 
X-ray (Input) ถ้าสองภาพนัน้ยงัไม่เหมือนกนั จะท าการหาค่าต าแหน่งของ landmark ของ SSM ท่ี
เหมาะสมที่สุด (Optimization) เพื่อให้ค่าความเหมือนมีค่าน้อยที่สุด   ท าเช่นนีซ้ า้ไปเร่ือยๆ 
จนกระทัง่เกิดการลูเ่ข้า และโมเดล SSM ในการท าซ า้ครัง้สดุท้ายจะเป็นโมเดลสามมิติผลลพัธ์ 

 
รูปที ่11 การสร้างรูปร่างเฉลีย่ของกระดูกตน้ขา (Shape model construction) [21] 
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รูปที ่12 ขบวนการซ้อนทบัภาพระหว่างโมเดลสามมิติกบัภาพเอกซเรย์ [21] 

 วิธี Statistic shape model มีข้อดีตรงที่สามารถสร้างรูปร่างที่มีความแม่นย าได้สูง และใช้
จ านวนข้อมูลหรือตัวอย่างสอนส าหรับสร้างโมเดลที่น้อยกว่าวิธีอ่ืนๆ แต่จะมีข้อเสีย คือ วิธีนี ้
สามารถใช้สร้างกระดกูที่มีความสมบูรณ์ได้เพียงอย่างเดียว ไม่สามารถน าไปใช้สร้างโมเดลกระดกู
ที่ไม่สมบรูณ์ เช่น มีการแตกหกั หรือ บิดงอผิดรูปได้ 

2.4 การสร้างโมเดลสามมิติจากการเรียนรู้ของเคร่ือง (Machine learning) 

2.4.1 ความ รู้พื ้นฐานเกี่ ยวกับการเรียน รู้ของเค ร่ือง (Basic Knowlegde of Machine 
Learning) 

 การเรียนรู้ของเคร่ืองเป็นเทคนิคการแก้ปัญหาทางคอมพิวเตอร์ระดับสูง ใช้ในการเรียนรู้
ความสัมพันธ์บางอย่างที่ส าคัญในกลุ่มตัวอย่างเพื่อท าหน้าที่ ท านายผลลัพธ์ (Prediction) ที่
ซบัซ้อนเกินกว่าจะหาผลลพัธ์ที่แม่นตรงได้ ลกัษณะการสอนให้เคร่ืองสามารถเรียนรู้ได้จะเป็นการ
ใส่ข้อมูลสอน (Training sample) ซึ่งประกอบได้ด้วยข้อมูลขาเข้า (Input) x และข้อมูลขาออก 
(Output) y ที่สอดคล้องกนัเป็นจ านวนหลายๆ ตวั เพื่อให้อลักอริทมึการเรียนรู้สามารถค านวณเพื่อ
จบัความสมัพนัธ์ของข้อมลูสอนออกมาเป็นฟังก์ชนัสมมติฐาน (Hypothesis) h  ซึง่จะแตกต่างจาก
การพัฒนาโปรแกรมแบบดัง้เดิม (Traditional programming) ตรงที่ผู้พัฒนาโปรแกรมไม่จ าเป็น
จะต้องนิยามฟังก์ชันสมมติฐานเพื่อให้ค านวณข้อมูลขาออกเองโดยตรง แต่จะเป็นให้อัลกอริทึม
เรียนรู้ความสมัพันธ์ระหว่างข้อมูลขาเข้าและข้อมูลขาออกเอง  การเรียนรู้ของเคร่ืองนัน้สามารถ
แบ่งออกเป็น 3 กลุ่ม ตามลักษณะของข้อมูลสอน (Training sample) คือ Supervised learning 
เช่น สร้างฟังก์ชันถดถอย (Regression) การแยกแยะข้อมูล (Classifcation), Unsupervised 
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leanring เช่น การจัดกลุ่มข้อมูล (Clustering) และ Reinforcement learning การเรียนรูปแบบ
เสริมก าลงั โดยในงานวิจยันีจ้ะสนใจเฉพาะ Supervised learning เท่านัน้ 

โครงข่ายประสาทเทียม (Artificial neural network หรือ Perceptron neural network) 
 โครงข่ายประสาทเทียมเป็นการจ าลองการท างานหรือการประมวลผลของสมองมนุษย์ ซึ่ง
มีเพอร์เซปตรอน (Perceptron) เป็นแก่นหลกัแสดงดงัรูปที่ 13  โดยจะรับข้อมลูขาเข้า 𝑥1 , 𝑥2, 𝑥3,
…  , 𝑥𝑛 ข้อมูลขาเข้า xi นัน้แสดงถึงคุณสมบัติเฉพาะของข้อมูลขาเข้า  (feature หรือ attribute) 
จากนัน้ข้อมูลขาเข้าแต่ละตัวจะถูกคูณด้วยค่าน า้หนัก (weight) เฉพาะแต่ละตัวของมัน ซึ่งมีค่า
เป็น 𝑊0,𝑊1,𝑊2,𝑊3, … ,𝑊𝑛 ซึ่งมี 𝑊0  เป็นค่าน า้หนกัเบือ้งต้น (bias weight) จากนัน้ท าการบวก
รวมกัน ของค่าข้อมูลขาเข้า xi คูณกับ Wiตามสมการต่อไปนี ้โดยที่ตัวแปร i แทนจ านวนของ
คณุสมบติัเฉพาะของข้อมลูขาเข้า 

∑𝑊𝑖𝑥𝑖

𝑛

𝑖=0

= 𝑊0 +𝑊1𝑥1 +𝑊2𝑥2 +⋯+𝑊𝑛𝑥𝑛 

จากนัน้ผลรวมทัง้หมดจะถูกป้อนเข้าไปในฟังก์ชันกระตุ้น(Activation function) g เพื่อค านวณ
ข้อมลูขาออก y  หรือฟังก์ชนัสมมติฐาน ℎ  ตามสมการต่อไปนี ้

𝑦 = ℎ = 𝑔(𝑊0 +𝑊1𝑥1 +𝑊2𝑥2 +⋯+𝑊𝑛𝑥𝑛) 

ฟังก์ชันกระตุ้น g จะท าหน้าที่ในการแบ่งขอบเขตของข้อมูลขาออก y ซึ่งมีให้เลือกหลากหลาย
ประเภทตามลักษณะของข้อมูลขาออกตามที่ต้องการ เช่น Sigmoid function ให้ค่า 0 หรือ 1, 
Rectified linear unit ให้ค่า 0 หรือ x แสดงดงัรูปที่ 14 ตวัอย่างของฟังก์ชนักระตุ้นมีดงัต่อไปนี ้

 1) Sigmoid function ให้ค่าข้อมูลขาออกเป็น 0 เมื่อข้อมูลขาเข้าน้อยกว่า 0 และให้ค่า
ข้อมลูขาออกเป็น 1 เมื่อข้อมลูขาเข้ามีค่ามากกว่า 0 สามารถค านวณค่าได้ตามสมการด้านลา่ง 

𝑔𝑠𝑖𝑔𝑚𝑜𝑖𝑑(𝑥) = 𝜎 =
1

1 + 𝑒−𝑥
 

 2) Rectified linear unit function ให้ค่าข้อมูลค่าออกเป็น 0 เมื่อข้อมูลขาเข้าน้อยกว่า 0 
และให้ค่าข้อมลูขาออกเป็น x เมื่อข้อมูลขาเข้ามีค่ามากกว่า 0 สามารถค านวณค่าได้ตามสมการ
ด้านลา่ง 

𝑔𝑅𝑒𝐿𝑈(𝑥) = {
 0      ; 𝑥 < 0
 𝑥     ; 𝑥 ≥ 0
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ข้อมูลขาออกของ y ที่ค านวณได้อาจอยู่ในรูปของ ค่าตัวแทนของชนิด (class label) หรือ ค่า
ท านาย (predicted value) เป็นต้น เราจะเรียกการค านวณโดยเร่ิมจากการใส่ ข้อมูลขาเข้ามา
ค านวณในเพอร์เซปตรอนตัง้แต่ระดับชัน้แรกไปเร่ือยๆ จนกระทั่งได้ข้อมูลขาออกนีว้่า การ
แพร่กระจายไปข้างหน้า (Forward propagation) 

 
รูปที่ 13 เพอร์เซปตรอนหนึ่งหน่วย (Perceptron unit) [22] 

 
รูปที่ 14 ฟังก์ชนักระตุ้น (Activation function) [22] 

ฟังก์ชนัความสญูเสีย (Loss function) 

 ฟังก์ชันของค่าความผิดพลาดที่ค านวณได้จากเพอร์เซปตรอนถูกเรียกว่า ฟังก์ชันความ
สญูเสีย J  ซึง่สามารถค านวณได้หลายวิธีขึน้อยู่กบั เช่น  

 ส าหรับปัญหาการถดถอยจะค านวณค่าความสญูเสียโดยหาผลรวมของค่าความผิดพลาด

ระหว่างค่าข้อมูลขาออกที่ต้องการกับข้อมูลขาออกที่ค านวณได้แล้วยกก าลังสอง จะได้ฟังก์ชัน

ความสูญเสียตามเป็นฟังก์ชันนูน (Convex function) สมการด้านล่าง มีข้อดีตรงที่เป็นฟังก์ชันที่

สามารถหาอนุพันธ์ได้  (Differentiable function) และมีจุดต ่าสุดสัมบูรณ์  (Global minimum) 

เพียงจดุเดียว 

𝐽 =
1

2𝑚
∑(ℎ𝜃(𝑥

(𝑖)) − 𝑦(𝑖))
2

𝑚

𝑖=1
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หรือ ส าหรับปัญหาการจ าแนกประเภท (Classification problem) จะนิยามโดยใช้ฟังก์ชนัเอนโทร
ปี (Entropy) ของตวัแปรสุม่ ซึง่นิยามตามสมการต่อไปนี ้

𝐽 = −
1

𝑚
[∑𝑦𝑖𝑙𝑜𝑔ℎ𝜃(𝑥

(𝑖)) + (1 + 𝑦(𝑖))log (1 − ℎ𝜃(𝑥
(𝑖)))

𝑚

𝑖=1

] 

ค่าฟังก์ชนัสญูเสียที่ยกตวัอย่างไว้ข้างต้นจะถกูน าไปค านวณเพื่อปรับค่าน า้หนกัของเพอร์เซปตรอน

ซึง่จะถกูอธิบายอีกครัง้ในย่อหน้าถดัไป 

 ในทางปฏิบติั ส าหรับการพฒันาระบบการเรียนรู้ของเคร่ืองจะไม่ใช้เพอร์เซปตรอนเพียงแค่

ตัวเดียว แต่จะน าเพอร์เซปตรอนหลายตัวมาต่อกันเป็นโครงข่ายของประสาทเทียมที่มีความลึก

หลายๆ ระดับชัน้ (Layer) แต่ละชัน้มีจ านวนเพอร์เซปตรอนมากกว่าหนึ่งตัว สามารถแก้ปัญหาที่

ซบัซ้อนได้มากยิ่งขึน้ เรียกว่า โครงข่ายของประสาทเทียมที่มีความลกึหลายๆ ระดบัชัน้เช่นนีว้่าเป็น 

การเรียนรู้เชิงลึก (Deep learning) ดังรูปที่ 15  จะเห็นว่าในระดับชัน้ที่ 𝑙 ใดๆ จะมีการเชื่อมต่อ

ข้อมลูขาเข้า 𝑥 หรือ 𝑎𝑙 แต่ละตวักบักบัฟังก์ชนักระตุ้นแต่ละตวัในระดบัชัน้ถดัไป 𝑎𝑙+1 ด้วยตวัแปร

ค่าน า้หนัก 𝑊𝑙  โครงสร้างโครงข่ายแบบนีจ้ะมีชื่อเรียกอีกอย่างหนึ่งว่าเป็น การเชื่อมต่อแบบ

สมบูรณ์ (Fully-connected layer)  เนื่องจากโครงข่ายประสาทเทียมมีความซบัซ้อนมากเราจึงขอ

นิยามตวัแปรได้ดงัต่อไปนี ้

 
รูปที่ 15 โครงข่ายการเรียนรู้เชิงลกึ (Deep learning) [22] 

ก าหนดให้ L = จ านวนระดบัชัน้ของโครงข่ายประสาทเทียมทัง้หมด 

  sl = จ านวนเพอร์เซปตรอนของระดบัชัน้ที่ l ใดๆ 

  K = จ านวนชนิดของข้อมลูขาออก 

นิยามให้ 

  𝑊(𝑗) = เมทริกซ์ของค่าน า้หนกัเพอร์เซปตรอนตวัที่ในระดบัชัน้ที่ j 
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  𝑎𝑖

(𝑗)= เมทริกซ์ของฟังก์ชนักระตุ้นของเพอร์เซปตรอนตวัที่ i ในระดบัชัน้ที่ j 

  y =   ข้อมลูขาออก 

  𝑔 =  ฟังก์ชนักระตุ้นใดๆ เช่น ReLU, Sigmoid เป็นต้น 

ตวัอย่างของเมทริกซ์ของฟังก์ชนักระตุ้นระดบัชัน้ที่ 2 และระดบัชัน้ที่ j แสดงตามสมการด้านลา่ง 

𝑎(𝑗) = 

[
 
 
 
 𝑎1
(𝑗)

𝑎2
(𝑗)

⋮

𝑎𝑠𝑙
(𝑗)
]
 
 
 
 

=

[
 
 
 
 𝑔(𝑊10

(𝑗−1)
+𝑊11

(𝑗−1)
𝑎1
(𝑗−1)

+𝑊12
(𝑗−1)

𝑎2
(𝑗−1)

+⋯+𝑊1𝑠𝑙−1
(𝑗−1)

𝑎𝑠𝑙−1
(𝑗−1)

)

𝑔(𝑊20
(𝑗−1)

+𝑊21
(𝑗−1)

𝑎1
(𝑗−1)

+𝑊22
(𝑗−1)

𝑎2
(𝑗−1)

+⋯+𝑊2𝑠𝑙−1
(𝑗−1)

𝑎𝑠𝑙−1
(𝑗−1)

)

⋮

𝑔(𝑊𝑠𝑙0
(𝑗−1)

+𝑊𝑠𝑙1
(𝑗−1)

𝑎1
(𝑗−1)

+𝑊𝑠𝑙2
(𝑗−1)

𝑎2
(𝑗−1)

+⋯+𝑊𝑠𝑙𝑠𝑙−1
(𝑗−1)

𝑎𝑠𝑙−1
(𝑗−1)

)]
 
 
 
 

 

การแพร่กระจายย้อนกลบั(Back propagation) 
 อลักอริทึมการแพร่กระจายย้อนกลบั ใช้ในการหาค่าน า้หนักของเพอร์เซปตรอน (w1, w2, 

w3, … ,wn) ที่เหมาะสมที่สุดที่ท าให้ค่าความผิดพลาดของข้อมูลขาออกมี ค่าต ่าที่สุด โดยใช้การ

ค านวณแบบท าซ า้ (Iteration) จนมีการลูเ่ข้าของผลพทัธ์ การแพร่กระจายย้อนจะเป็นการค านวณ

เพื่อปรับค่าน า้หนัก โดยใช้วิ ธีการน าค่าอนุพันธ์อันดับที่หนึ่ ง (First-order derivative) หรือ 

gradient ของฟังก์ชนัที่ใช้แพร่กระจายไปข้างหน้าเทียบกบัตวัแปรค่าน า้หนกันัน้ๆ เพื่อน ามาเป็นค่า

อตัราการเปลี่ยนแปลงของค่าความสูญเสีย เมื่อเทียบกบัตวัแปรค่าน า้หนักใดๆ ในแต่ละระดับชัน้

ของเพอร์เซปตรอน  อาจจะเป็นการหาอนุพันธ์อันดับที่หนึ่งสามารถท าได้จากการหาค่าอนุพันธ์

โดยตรงตามหลกัการแคลคลูลสั หรือใช้ระเบียบวิธีเชิงตัวเลข(Numerical gradient) ตามสมการ

ด้านลา่งก็ได้ และมีการใช้กฎอนพุนัธ์ลกูโซ่ (Chain rule) ร่วมด้วย 

𝑓(𝑥) = lim
ℎ→∞

𝑓(𝑥 + 2ℎ) − 𝑓(𝑥 − 2ℎ)

2ℎ
 

จากเพอร์เซปตรอนที่ให้มาตามรูปที่ 15  ซึ่งใช้ฟังก์ชันค านวณแบบเชิงเส้นและใช้ sigmoid เป็น

ฟังก์ชนักระตุ้น เราสามารถท าการแพร่กระจายไปข้างหน้าได้ตามสมการต่อไปนี ้

𝑎(2) = 𝑊1𝑋 + 𝑏1 

𝑎(3) = 𝑊2𝑎
(2) + 𝑏2 

𝑧(3) = 𝑊3𝑎
(3) + 𝑏3 

𝑦 = 𝑎(4) = 𝑔(𝑧(3)) =
1

1 + 𝑒−𝑧
(3)  
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และจะท าการแพร่กระจายย้อนกลบั โดยเร่ิมจากการหาค่าอนุพันธ์อนัดบัที่หนึ่งของฟังก์ชนัความ
สญูเสียเทียบกบัตวัแปรค่าน า้หนักของเพอร์เซปตรอนแต่ละชัน้ เมื่อเราท า back propagation จน
ครบทุกระดับชัน้ของเพอร์เซปตรอนแล้ว เราจะได้ค่าอนุพันธ์อันดับที่หนึ่งของฟังก์ชันสูญเสียเมื่อ
เทียบกบัค่าตวัแปรน า้หนกัของแต่ละระดบัชัน้ คือ 

𝜕𝐿

𝜕𝑊1
  
𝜕𝐿

𝜕𝑏1
  
𝜕𝐿

𝜕𝑊2
  
𝜕𝐿

𝜕𝑏2
  
𝜕𝐿

𝜕𝑊3
 และ 𝜕𝐿

𝜕𝑏3
 

ซึง่จะถกูน าไปใช้ในการปรับค่าน า้หนกัด้วยวิธี Stochastic Gradient descent ดงัต่อไปนี ้

𝑊1 = 𝑊1 + 𝛼
𝜕𝐿

𝜕𝑊1

              𝑏1 = 𝑏1 + 𝛼
𝜕𝐿

𝜕𝑏1
 

𝑊2 = 𝑊2 + 𝛼
𝜕𝐿

𝜕𝑊2

              𝑏2 = 𝑏2 + 𝛼
𝜕𝐿

𝜕𝑏1
 

𝑊3 = 𝑊3 + 𝛼
𝜕𝐿

𝜕𝑊3

             𝑏3 = 𝑏3 + 𝛼
𝜕𝐿

𝜕𝑏3
 

ซึ่ง 𝛼 คือ ค่าอัตราการเรียนรู้ ค่ามีน้อยๆ อยู่ในช่วง  1𝑥10−6  − 1𝑥10−3 (ขึน้อยู่กับลักษณะการ
เรียนรู้)  เมื่อท าการค านวณซ า้โดยใช้ back propagation ไปเร่ือยๆ จะท าให้ค่าน า้หนกัแต่ละตวัมี
ค่าเปลี่ยนไปในทางที่ท าให้ค่าฟังก์ชนัสญูเสีย (𝐸𝑟𝑟𝑜𝑟) มีค่าน้อยที่สดุ  ซึ่จะท าให้การใช้เพอร์เซปต
รอนค านวณข้อมลูขาออกมีค่าแม่นย ามากที่สดุ 

โครงข่ายประสาทแบบคอนโวลชูนั (Convolutional neural network) 
 โครงข่ายประสาทแบบคอนโวลชูนั หรือเรียกสัน้ๆ ว่า ConvNet นิยมใช้ในการประมวลผล
ข้อมลูขาเข้าที่อยู่ในรูปแบบของข้อมลูเชิงพืน้ที่ (Spatial data) เช่น ภาพถ่ายสี ภาพเอกซเรย์ วีดิโอ 
และโมเดลสามมิติ เป็นต้น  ประกอบไปด้วยค่าน า้หนักต่างๆ ซึ่งใช้ในการคูณเชิงสเกลาร์(dot 
product) กับคุณสมบัติของข้อมูลขาเข้า โดยค่าน า้หนักของ ConvNet จะอยู่ในรูปแบบตัวกรอง
(Filter) ขนาด 𝐹𝑥𝐹 คงที่ในแต่ละระดบัชัน้ (ในแต่ละระดบัชัน้มีตวักรองได้มากกว่า 1 ตวั จ านวนตวั
กรองในแต่ละระดบัชัน้เท่ากบั 𝐾 ตวั)  ข้อมลูขาเข้าจะถูกน าไปด าเนินการคอนโวลชูนั(Convolution 
operation) ซึง่เป็นการน าตวักรองที่มีขนาด 𝐹𝑥𝐹  ท าการคณูเชิงสเกลาร์กบัข้อมลูขาเข้าที่ต าแหน่ง 
(𝑥, 𝑦) ใดๆ และท าการเลื่อนต าแหน่งตวักรองไปที่ต าแหน่งใกล้เคียงด้วยขนาดการเลื่อน(stride) 𝑆 
จะได้ข้อมูลขาออกที่อยู่ในรูปสองมิติหลายๆ ชุดซ้อนกนัเท่ากับจ านวนตัวกรองที่ใช้ แสดงดังรูปที่ 
16  การด าเนินการคอนโวลูชันจะเป็นการสกัดคุณสมบัติที่ส าคัญของข้อมูลขาเข้า (feature 
extraction) เพื่อน าคณุสมบติันีไ้ปใช้ในการเรียนรู้ต่อไป 
 ข้อดีของ ConvNet คือ จะมีการแชร์ตวัแปรค่าน า้หนกัให้กบัข้อมลูขาเข้าในแต่ละระดบัชัน้ 
มีจ านวนตวัแปรน า้หนกัเท่ากบัขนาดและจ านวนของตวักรอง คือ (𝐹𝑥𝐹)𝑥𝐾 + 𝐾  ซึ่งจะใช้จ านวน
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ตวัแปรค่าน า้หนักจะมีจ านวนที่คงที่ตามที่ผู้ออกแบบก าหนดไว้โดยไม่ขึน้อยู่กบัขนาดของข้อมลูขา
เข้า ท าให้มีจ านวนตัวแปรค่าน า้หนักมีจ านวนที่น้อยกว่าโครงข่ายแบบเพอร์เซปตรอนอย่างมาก 
การเรียนรู้ข้อมลูข้อมลูประเภทภาพสองหรือสามมิติจึงสามารถท าได้โดยรวดเร็วมากยิ่งขึน้ [22] 

 
รูปที่ 16 โครงข่ายประสาทแบบคอนโวลชูนั (Convolutional neural network ; ConvNet) [22] 

   
(ก)       (ข) 

รูปที่ 17 การเปรียบเทียบโครงสร้าง (ก) fully-connected layer กบั (ข) Convolutional layer [22] 

 โดยทัว่ไป ConvNet จะไม่ได้ใช้ในการประมวลผลเพียงอย่างเดียวในระบบโครงข่าย แต่จะ
ท างานร่วมกับระดับชัน้รวม(Pooling layer) ซึ่งจะท าหน้าที่ควบรวมข้อมูลเชิงพืน้ที่ที่อยู่ใกล้ๆ กัน
ภายในระยะตัวกรอง 𝐹𝑥𝐹  ด้วยการหาค่าเฉลี่ย(Average pooling) หรือ การค่ามากที่สุด(Max 
pooling) ของกลุ่มข้อมลูที่อยู่ภายในระยะ 𝐹𝑥𝐹 จะให้ข้อมลูขาออกที่มีขนาดลดลงเป็นจ านวนเท่า
ของค่า 𝐹  ที่ใช้ในการท า pooling ตามรูปที่ 18 ทัง้ ConvNet และ Pooling ที่ได้กล่าวไปข้างต้นจะ
เป็นการท าประมวลผลข้อมูลขาเข้าที่ท าให้ข้อมูลขาออกมีขนาดที่เล็กลง จะเรียกว่าเป็นการลด
ขนาดของตัวอย่าง (Down sampling) และจะมีโครงข่ายอีกชนิดสองชนิด คือ DeConvNet และ 
Unpooling จะท างานแบบตรงข้ามกับ ConvNet และ Pooling จะเป็นการประมวลผลแบบเพื่อ
เพิ่มขนาดของข้อมลูตวัอย่าง (Up sampling) โดยจะประมวลผลและท าให้ข้อมลูขาออกมีขนาดที่
ใหญ่ขึน้ แสดงดงัรูปที่ 19 
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รูปที่ 18 ระดบัชัน้รวม(Pooling layer) [22] 

 
รูปที่ 19 เปรียบเทียบ Deconvolution และ Unpooling กบั Convolution และ Pooling [23] 

รูปแบบโครงสร้างของ CNN (CNN Architecture type) 

 
รูปที ่20 โครงข่าย CNN ทีมี่รูปแบบการเชื่อมต่อแบบพีระมิด [24] 

 ในปัจจุบันโครงข่าย CNN เป็นที่นิยมใช้ในการประมวลผลภาพและคอมพิวเตอร์วิทัศน์
อย่างมาก จึงมีการวิจัยและคิดค้นโครงสร้างขึน้มาหลากหลายรูปแบบรูปที่ 20 แต่ละรูปแบบมี
ลกัษณะการเชื่อมต่อเพื่อประมวลผลและมีข้อดี-ข้อเสียที่แตกต่างกนัไป มีรายละเอียดดงัต่อไปนี ้
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1) Featurized image pyramid (รูปที่ 20-a) แนวคิดนีใ้ช้วิธีลดขนาดของภาพตัง้ต้น (input 
image) ให้มี ขนาดเล็กลงเป็นสัดส่วน  1, 2, 4, 8, … เท่ าจากภาพตั ง้ ต้น  และใช้ 
Convolutional operation ท่ีใช้ hand-engineered-filter ขนาดคงที่ในการสกดัคุณสมบติั
ของวตัถุออกจากภาพแต่ละขนาด เพื่อให้คณุสมบติัที่สกดัออกมาสามารถใช้แยกแยะหรือ
จดจ าวตัถทุี่มีขนาดเล็ก/ใหญ่แตกต่างกนัได้ หรือ เรียกว่า Scale-invariane  นิยมใช้ในงาน 
classification  แต่ข้อเสียคือท างานช้าเนื่องจากต้องมวลผลรูปภาพที่ถูกลดสัดส่วนลง
จ านวนหลายรูป และยังมีความแม่นย าในการจดจ าวัตถุยังไม่ดีพอใช้ระดับที่จะน าไปใช้
งานได้จริง 

2) Single feature image (รูปที่  20-b) แนวคิด เป็นพื น้ที่ ของ CNN ใน ปัจจุบัน  จะใช้ 
Convolutional operation ที่มี  filter ที่สามารถเรียนรู้ค่าน า้หนักภายในได้ ( learnable 
weight of filer) มาต่อกันเป็นระดับชัน้  Convolutional operation พวกนีจ้ะท าการสกัด
คุณสมบัติออกจากภาพ และที่มีการ down-sampling คุณสมบัติเพื่อให้มีขนาดเล็กลง
คร่ึงหนึ่งจ านวนหลายๆระดับความลึก นิยมใช้ในงาน Classification จากคุณสมบัติใน
ระดับที่อยู่ลึกที่สุดเท่านัน้ ตัวอย่างเช่น VGG16 [25] ข้อดีคือมีความแม่นย าในการจดจ า
วตัถุสูงขึน้ตามระดับความลึกในการประมวลผลของโครงสร้าง แต่จะมีข้อเสียคือหากใช้
โครงสร้างที่มีความลึกมากๆ จะท าให้เกิด Overfitting ของโมเดล และมีโอกาสเกิด 
gradient vanishing สูง อีกทัง้การจดจ าวัตถุขนาดเล็กท าได้ยากเพราะเทคนิคนี ใ้ช้
คณุสมบติัระดบัที่ลกึที่สดุในการท า Classification เท่านัน้ 

3) Pyramid feature hierachy (รูปที่  20-c) โครงสร้างแบบนีม้ีลักษณะคล้ายกับ Single 
feature image ในข้อที่แล้วมาก เพียงแต่จะใช้คณุสมบติัที่ถูกสกัดได้จาก Convolutional 
operation ทุกระดับความลึกมารวมกันเพื่อแยกแยะหรือจดจ าวัตถุมีที่ขนาดเล็ก /ใหญ่
ต่างกัน นิยมใช้ในงาน Detection ตัวอย่างเช่น Single Shot Detector (SSD) [26]  ข้อดี
คือโครงสร้างแบบนีม้ีคณุสมบติั Scale-invariane สามารถจดจ าวตัถุที่มีขนาดแตกต่างกนั
ได้ และมีความแม่นย าสูง  ข้อเสียคือหากปรับโครงสร้างให้มีความลึกมากๆ ยงัคงประสบ
ปัญหา Overfitting แล Gradient vanishing ในระหว่างฝึกสอนได้ 

4) Feature pyramid network (รูปที่ 20-d) โครงสร้างนีป้รับปรุงมากจาก Pyramid feature 
hierachy อีกขัน้  โดยจะมีการใช้ down-sampling ในช่วงคร่ึงแรกและ up-sampling 
ในช่วงคร่ึงหลังของ Convolutional operation มีลักษณะเป็นตัวเข้ารหัส -ถอดรหัส 
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(Encoder-Decoder) และเพิ่มการเชื่อมต่อระหว่างคณุสมบติัในช่วงแรกๆ(ระดบัชัน้ตืน้ๆ)
และช่วงคร่ึงหลัง(ระดับชัน้ลึกๆ) เข้าด้วยกัน (Concatenation) เพื่อให้ในระหว่างการแผ่
กระจายย้อนกลับ (back propragation) ค่า gradient สามารถวิ่งผ่านเชื่อมต่อของ
คุณสมบัติ ตื น้ -ลึกได้อย่างง่าย สามารถลดโอกาสเกิด Overfitting และ Gradient 
vanishing ได้อย่างมีประสิทธิภาพ นิยมใช้ในงาน Segmentation ตวัอย่างเช่น UNet [27] 

2.4.2 งานวิจัยท่ีเกี่ยวข้อง (Related work) 

1) Single-image Tomography: 3D Volumes from 2D Cranial X-Rays 
 Single-image Tomography [28] เป็นงานวิจัยชิน้แรกๆที่น าเสนอเก่ียวกับการสร้าง
รูปทรงสามมิติจากภาพ X-ray โดยใช้โครงข่ายแบบ CNN ที่มี โครงสร้างแบบ Feature 
Pyramid Network (FPN) มีลกัษณะเป็นตวัเข้ารหสัและถอดรหสัดงัรูปที่ 21  ตวัเข้ารหสัจะรับ
ภาพ X-ray ขนาด 256x256 เข้ามาประมวลผลด้วย DenseNet (สีเทา) และมีการลดขนาด 
ห รือ  down-sampling ด้วย  Pooling (สี ส้ม ) จะได้คุณ สมบั ติที่ ถู ก เข้ารหัส  (Encoded 
features)  ตัวถอดรหัส (สีฟ้า) รับ encoded features มาเรียนรู้เพื่อถอดรหัส โดยจะเพิ่ม
ขนาด หรือ up-sampling ให้มีขนาดใหญ่ขึน้   ในระดับชัน้จะมีการเชื่อมต่อ encoded 
features กบัคณุสมบติัที่ถูกถอดรหสัในชัน้ก่อนที่ถกูเพิ่มขนาดแล้ว ในขัน้ตอนสดุท้ายของการ
ท า Conv2d จะก าหนดขนาด channel สุดท้ายให้มีขนาด 128 ซึ่งเท่ากับความกว้างและสูง 
128x128 หรือเป็นปริมาตรขนาด 128x128x128 (สีม่วง) และฟิวชัน่ (Fusion) (สีเหลือง) น า
คณุสมบติัที่ได้จากขัน้ตอนที่แล้วมารวมกนัให้ได้ปริมาตรของรูปทรงที่ต้องการ 

 
รูปที ่21 โครงข่าย Single-image Tomography [28] 

 ในการฝึกสอนโมเดลนีจ้ะใช้ density error ซึ่งดัดแปลงมาจากกฎของ Beer-lambert 
(สมการที่ 1) เป็นฟังก์ชนัสญูเสีย และท าการฝึกสอนด้วย Mammalia UTCT database ที่เป็น
รูปทรงสามมิติของกะโหลกสัตว์เลีย้งลูกด้วยนมที่ได้จาก 3D scan เป็นข้อมูลแบบว็อกเซล
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(Voxel) ใช้เป็นข้อมูลขาออกที่แท้จริงของการฝึกสอน และใช้ส าหรับสังเคราะห์ภาพ X-ray 
แบบดิจิตอล (Digitally reconstructed radiograph, DRR) เนื่องจากไม่มีภาพ X-ray ที่มี
มุมมองและต าแหน่งที่ตรงกันกับรูปทรงสามมิติพอดี ภาพ DRR นีจ้ะถูกใช้เป็นข้อมูลขาเข้า
ของการฝึกสอน 
 ข้อดีของโมเดลนี ้คือ สามารถสร้างรูปทรงกะโหลกสตัว์ได้อยากแม่นย าโดยใช้ภาพ X-ray 
สังเคราะห์เพียงภาพเดียว ให้รายละเอียดที่จ าเพาะของตัวอย่างนัน้ๆ ได้ดี ซึ่งต่างจากการ
สร้างรูปทรงสามมิติด้วยวิธีแบบจ าลองรูปร่างเชิงสถิติ   แต่ก็มีข้อเสียหรือข้อสังเกต คือ ใน
ความเป็นจริงอวัยวะของคนหรือสัตว์ไม่สามารถถูกจัดวางอยู่ในสมมาตรก่อนท าการ CT-
scan เพื่อหารูปทรงสามมิติ  ดังนัน้หากรูปทรงสามมิติที่ถูกน ามาใช้ฝึกสอนหรือทดสอบนัน้ 
ไม่ได้ถกูจดัวางอยู่ในต าแหน่งที่ได้สมมาตร หรือ ไม่ได้อยู่ตรงกลาง Voxel พอดี หรือ วางเลื่อน
ไปในทางลึกของ Voxel (ซึ่งไม่สามารถสงัเกตเห็นได้จากภาพ DRR ที่เป็นข้อมลูขาเข้า) อาจ
ท าให้รูปทรงสามมิติที่โมเดลสร้างขึน้นัน้มีการเลื่อนต าแหน่งหรือไม่ซ้อนทับกับต าแหน่งของ
รูปทรงที่แท้จริงได้ เป็นผลให้ความแม่นย าลดลงอย่างมาก 

2) X2CT-GAN: Reconstructing CT from Biplanar X-Rays with Generative Adversarial 
Networks 

 
รูปที ่22 ภาพรวมของโมเดล X2CT-GAN [29] 
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รูปที ่23 Generator ของ X2CT-GAN [29] 

 โมเดล X2CT-GAN [29] ถูกพัฒนาขึน้เพื่อแก้ปัญหาการเลื่อนของต าแหน่งตามแนวลึกที่
เกิดขึน้ในโมเดล Single-Image Tomography [28] โดยการใช้ข้อมูลขาเข้าเป็นภาพ DRR 
สองมุมมอง ได้แก่ Anterior-Posterior และ Lateral view ซึ่งสังเคราะห์มาจากภาพ CT 
บริเวณปอด จาก The lung image database consortium (LIDC) and image database 
resource initiative (IDRI) จุดส าคัญ ของโมเดลนี คื้อการใช้การฝึกสอนแบบขัดแย้ง 
(Generative and Adversarial) ระหว่าง Generator และ Discriminator ช่วยให้ผลลัพธ์มี
ความสมจริงมากขึน้ แต่ละสว่นประกอบมีรายละเอียดต่อไปนี ้
 - Generator ประกอบไปด้วย 3 ส่วนคือ Encoder, Decoder และ Fusion  ตัว Encoder 
(Conv2D) สกัดและเข้ารหัสคุณสมบัติจากภาพ DRR ให้ตัว Decoder (Conv3D) ถอดรหัส 
โดย Encoder และ Decoder มีรูปแบบการเชื่อมต่อของโครงสร้างกนัแบบ FPN และจะมีสอง
ชุดท างานขนานกันส าหรับประมวลผลภาพ DRR แต่ละมุมมอง  จากนัน้ส่งคุณสมบัติที่
ถอดรหัสไปที่  Fusion เพื่อรวมคุณสมบัติและสร้าง รูปทรงสามมิ ติ ด้วย Conv3D และ 
ConvTransepose3D 
 - Discriminator เป็น Classification network ท าหน้าที่แยกว่ารูปทรงสามมิติที่รับเข้ามา
นัน้เป็นรูปทรงสามมิติของจริงหรือถูกสังเคราะห์ขึน้มา ใช้ Conv3D และ Fully-connected 
layer ในการแยกประเภท 
 การฝึกสอน X2CT-GAN จะใช้ Mean square loss, Projection loss เพื่อค านวณความ
สูญเสียของ Generator ในการสร้างรูปทรงสามมิติ และ Adversarial loss ใช้เพื่อหาความ
ผิดพลาดจากการท านายรูปทรงสามมิติ  เร่ิมท าการฝึกสอน Generator ให้สร้างรูปทรงก่อน 
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แล้วค่อยส่งรูปทรงสามมิติที่ Generator สร้างขึน้ หรือ Ground Truth ให้กับ Discriminator 
ท านายว่าอนัไหนเป็นของจริงหรือไม่ จนกระทัง่ Discriminator ไม่สามารถแยกรูปทรงสามมิติ
ระหว่างกนัได้ 
 ข้อดีของโมเดล X2CT-GAN คือสามารถสร้าง CT-image สมจริงจากการฝึกสอนแบบ 
Adversarial attack ซึ่งโมเดลอ่ืนไม่สามารถท าได้  ข้อเสียคือการฝึกสอนแบบ Adversarial 
attack นัน้มีการลูเ่ข้าที่ยากมากๆ 

3) Learning a Predictable and Generative Vector Representation for Objects 

 ในงานวิจัยนี ้เป็นการสร้าง representation ของโมเดลสามมิติของวัตถุให้อยู่ในรูปแบบ
ของ vector ขนาด 64x1 เรียกโมเดลนีว้่าTL-Network [30]  มีสว่นประกอบหลกัสองสว่นคือ 
 - Autoencoder part  ท าหน้าที่เข้ารหัสโมเดลสามมิติของวัตถุในอยู่ในรูปของ vector 
ขนาด 64x1 มี Encoder และ Decoder ท าหน้าที่เข้ารหสัและถอดรหสั โดยใช้ Conv3D สกดั
คุณสมบติัจากโมเดลสามมิติของวัตถุ จากนัน้ท าแบนเป็น vector (Flatten) ให้อยู่ในรูปของ 
64-vector ซึ่ ง เป็ น  Object Representation  และถอดรหัส  vector ด้ วย  Conv3D และ 
ConvTranspose3D ให้กลบัมาเป็นโมเดลสามมิติขนาดเท่าเดิมอีกครัง้นี ้
 - Predictor part รับภาพสองมิ ติขอวัตถุนัน้ๆมาเพื่ อใช้ท านายโมเดลสามมิ ติ  โดย
ประมวลผลด้วย Conv2D และ Pooling ในมีขนาดเล็กลง และใช้ Fully-connected layer 
เพื่ อ ท าน าย  64-vector ใ ห้ เหมื อนกับ  64-vector จาก  Autoencoder ซึ่ ง เป็ น  Object 
representation ที่ต้องการ 
ในการอนุมานผลลัพธ์ (Inference) ท าการตัด Encoder ออก เหลือเพียงแค่ Predictor 
(ท านาย 64-vector) และ Decoder (สร้างโมเดลสามมิติจาก 64-vector ที่ Predictor ท านาย
ไว้) 

 
รูปที ่24 TL-Network architecture [30] 
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 ข้อดีของ TL-Network คือ ให้โมเดลสามมิติที่มีความแม่นย าสงูจากการประมวลข้อมลูเข้า
เข้าเพียงภาพเดียว และ Vector representation ของวัตถุ สามารถน าไปใช้วิเคราะห์รูปทรง
ทางคณิตศาสตร์ (Arithmetic geometry) ต่อได้ง่าย  ข้อเสียคือโครงสร้างนี ใ้ช้  Fully-
connected layer ซึ่ ง ใ ช้ จ าน วนพ ารามิ เต อ ร์ ค่ อน ข้ างม าก ตาม ขน าดของ  Vector 
representation ที่เพิ่มขึน้ หากต้องการโมเดลสามมิติที่มีความละเอียดสูงก็ความจ าเป็นที่
จะต้องใช้ Vector Representation ที่มีขนาดมากๆ จ านวนพารามิเตอร์และการอนุมาน
ผลลพัธ์ก็จะใช้เวลามากตามไปด้วย  ถึงแม้ว่าโครงสร้าง TL-network ให้ความแม่นย าสงูจาก
ข้อมลูปอ้นเข้าเพียงภาพเดียว แต่ก็เหมาะกบังานสร้างรูปทรงสามมิติที่มีขนาดเล็กๆ เท่านัน้ 

4) 3D Spine Reconstruction from Biplanar Radiographs Using CNN for Statistical 
Spine Model Fitting 

 ในงานวิจัยนี เ้ป็นการสร้างรูปทรงสามมิติจากการท างานร่วมกันของโมเดล  Machine 
learning กับ  Statistical shape ของอวัยวะที่สนใจ   (ในงานวิจัยนี คื้อ statistical spline 
model (รูปที่ 25)) โดยโมเดล Machine learning ใช้ตรวจจับต าแหน่งส าคัญทางกายวิภาค 
(anatomical landmark) เพื่อใช้ส าหรับการซ้อนทับ (registration) Statistical spline model 
เข้ากับภาพ X-ray สองมุมมอง (AP-view และ Lateral-view) เพื่อหารูปทรงสามมิติของ 
spline ที่มีความแม่นย าสงู [31] ดงัรูปที่ 26 โดยไม่มีการสงัเคราะห์ภาพ DRR ของ Statistical 
spline model เพื่อน าไปหา similarity กับภาพ X-ray แต่ละมุมมอง จึงช่วยลดเวลาที่เสียไป
กบัการท าซ า้จากวิธีการสร้างรูปทรงสามมิติแบบ Statistic shape model เดิม ที่ได้อธิบายไป
แล้วในหวัข้อ 2.3 

 
รูปที ่25 Statistical spline model [31] 
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รูปที ่26 ภาพรวมโมเดลการสร้างรูปทรงสามมิติแบบ CNN SSM fitting [31] 

 โมเดล Machine learning ในงานวิจยันี ้จะใช้โครงข่าย CNN สองชุด แต่ละชุดจะรับภาพ 
X-ray สองมุมมอง   CNN ชุดบนจะใช้สกัดคุณสมบัติบริบท (context feature) จากภาพ X-
ray โดยใช้อัตราการ down-sampling 1/4  ส่วน CNN ชุดล่างจะใช้สกัดคุณสมบัติเฉพาะที่ 
(local feature) ด้วยอัตราการ down-sampling 1/3  คุณสมบัติจาก CNN แต่ละชุดจะถูก
น ามาต่อกนัให้อยู่ในรูปของ vector และใช้ ANN ในการท า regression เพื่อท านายต าแหน่ง
ของ landmark ต่างๆ ของ statistical spline model ในสามมิติเทียบกับต าแหน่งของ pixel 
ในภาพ X-ray สองมุมมองที่รับเข้ามา  landmark ต่างๆ ที่ได้จาก CNN นีจ้ะถูกใช้ในการ
เปลี่ยนแปลงรูปทรงของ statistical spline model โดยตรงโดยไม่ต้องมีการสงัเคราะห์ภาพ 
DRR ของรูปทรงสามมิติขึน้มาเพื่อเปรียบเทียบกบัภาพ X-ray ที่ปอ้นเข้าไป  
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รูปที ่27 โครงข่าย CNN ส าหรับ spline landmark detection [31] 

 
รูปที ่28 ผลลพัธ์จากการสร้างรูปทรงสามมิติของ spline [31] 

 ข้อดีของการสร้างรูปทรงสามมิติในงานวิจัยนีคื้อ สามารถสร้างรูปทรงสามมิติที่มีความ

แม่นย าสงูมาก มีความรวดเร็วกว่าการสร้างรูปทรงสามมิติโดยใช้การท าซ า้อย่างมาก และสามารถ

สร้างรูปทรงสามมิติได้หลายชิน้พร้อมๆ กันแสดงดังรูปที่ 28  ข้อเสียคือ เนื่องจาก Statistical 

model ยังไม่สามารถใช้สร้างเมช (mesh) ของกระดูกที่แตกหักได้ การสร้างรูปทรงสามมิติของ

กระดกูที่แตกหกัจึงเป็นไปไม่ได้ส าหรับวิธีนี ้
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บทที่ 3  
การออกแบบโมเดลสร้างรูปทรงสามมิติเบือ้งต้น  
(Preliminary Design 3D Reconstruction Model) 

 จากการศึกษาความรู้พืน้ฐานและงานวิจัยที่ เก่ียวข้อง พบว่าโมเดลการเรียน รู้ของ
เคร่ืองแบบ CNN [22] โดยใช้โครงสร้างแบบ Feature-Pyramid Network (FPN) [24] มีความ
เป็นไปได้สงูในการน ามาประยุกต์ใช้สร้างรูปทรงสามมิติจากภาพสองมิติ เช่น โมเดล X2CT-GAN 
[29]  ในบทนีจ้ะการสร้างโมเดลเบือ้งต้นเพื่อสร้างรูปทรงกระดูกต้นขาที่แตกหักจากภาพถ่ายรังสี
สองมิติสองมมุมอง โดยใช้โครงข่ายแบบ CNN โครงสร้างแบบ FPN และท าการฝึกสอนระบบเพื่อ
น าผลลัพธ์ที่ได้มาวิเคราะห์และคิดค้นเทคนิคใหม่ๆ เพื่อโมเดลสามารถสร้างรูปทรงสามมิติของ
กระดูกที่แตกหักได้อย่างมีประสิทธิภาพและมีความแม่นย าต่อไป โดยขัน้ตอนการด าเนินงานจะ
ประกอบได้ด้วย การเก็บข้อมลู การจัดเตรียมข้อมูลส าหรับการสอน การออกแบบโมเดลการสร้าง
รูปทรงสามมิติ และผลลพัธ์เบือ้งต้น มีรายละเอียดดงัต่อไปนี ้

3.1 การเก็บข้อมูล (Data collection) 

 ในงานนีจ้ะเก็บข้อมูลแบบย้อนหลงัที่มีอยู่แล้วในฐานข้อมูลของโรงพยาบาลจุฬาลงกรณ์ 
จะเก็บภาพถ่ายรังสีเอกซเรย์คอมพิวเตอร์ (CT image) ของผู้ ป่วยกระดูกต้นขาหรือกระดูกต้นขา
หักข้างซ้ายหรือขวาก็ได้ โดยจะมีกระดูกปกติในข้างที่ไม่ได้รับบาดเจ็บด้วย  ก่อนการเก็บข้อมูล
ผู้ วิจัยได้ท าการยื่นเร่ืองขออนุญาติเก็บข้อมูลและขอจริยธรรมงานวิจัยกับทางโรงพยาบาล
จุฬาลงกรณ์เรียบร้อยแล้ว (IRB No.249/64) จากข้อมูลภาพ CT ที่ได้มาทัง้หมดทัง้กระดูกต้นขา
แบบปกติและแบบหักทัง้หมดมีจ านวน 132 ตัวอย่าง เราจะแบ่งตัวอย่างออกเป็น 3 ชนิดตาม
ลกัษณะของกระดูก คือ 1) กระดูกต้นขาแบบปกติ(Intact femur)  2) กระดูกต้นขาที่หักแบบไม่มี
การเคลื่อนที่ (Nondisplaced fracture femur) และ 3) กระดูกต้นขาที่หักแบบมีการเคลื่อนที่
(Displaced fracture femur) (ตามรูปที่ 29) ตามหลกัการเรียนรู้ของเคร่ือง ดงันี ้
 1) 80% ของตวัอย่างสอนทัง้หมด ใช้ส าหรับเป็นข้อมลูสอนระบบ (Training sample) 
 2) 10% ของตัวอย่างสอนทัง้หมด  ใช้ส าหรับปรับแต่งตัวแปรของระบบ  (Validation 
sample) 
 3) 10% ของตัวอย่างสอนทัง้หมด  ใช้ส าหรับทดสอบความแม่นย าของระบบ  (Test 
sample) 
ทัง้นีส้ดัสว่นของกลุม่ตวัอย่างทัง้สามอาจมีการเปลี่ยนแปลงได้ เพื่อให้เหมาะสมกบัลกัษณะงาน  
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รูปที ่29 การแบ่งกลุ่มของกลุ่มตวัอย่างส าหรับการเรียนรู้ของเคร่ือง 

3.2 การจัดเตรียมข้อมูลส าหรับการสอน (Data Preprocessing) 

 3.2.1 การแบ่งส่วนกระดูกต้นขา (Fractural Femur Segmentation) 

 ในหัวข้อนีจ้ะเป็นการแบ่งส่วนปริมาตร (Volume segmentation) ของปริมาตรกระดกูต้น
ขาที่เราสนใจออกจากภาพ CT ที่ได้เก็บข้อมูลมา ในขัน้ตอนนีเ้ราจะใช้โปรแกรมส าหรับประมวล
ภาพถ่ายรังสีโดยเฉพาะชื่อ Mimics 21.0 (Materialise Innovation Suite) ในการแบ่งส่วนปริมาตร
กระดกูสว่นที่เราสนใจ โดยมีขัน้ตอนแสดงดงัรูปที่  และมีรายละเอียดดงัต่อไปนี ้

 
รูปที ่30 ขัน้ตอนการแบ่งส่วนปริมาตรของกระดูกตน้ขาที่แตกหกั 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

33 
 

1) เร่ิมต้นเปิดโปรแกรม MIMIC แล้ว import ชุดไฟล์ CT image นามสกุล DICOM ของ
ตัวอย่างที่ต้องการ จากการนัน้ ท าการแบ่งส่วนกระดูกทึบ (cortical bone) ด้วยระดับ
ความเข้มของพิกเซล (Thresholding segmentation) โดยเลือกค่าความเข้มในหน่วย 
Hounsfield ช่วงประมาณ 175-226 จนถึงค่าความเข้มสูงที่สุดของตัวอย่างนัน้ๆ จะได้ 
Mask ของกระดกูทบึออกมา แสดงดงัรูปที่ 31 

2) จากนัน้ท าการแยกส่วนกระดูกแต่ละชิน้ออกจากกัน ด้วยค าสั่ง Split Mask  โดยระบาย 
Seed mask ของกระดูกแต่ละชิน้ โปรแกรมจะท าการแบ่งส่วนกระดูกแต่ละชิน้ออกจาก
กนัเป็น mask ใหม่ เป็นกระดกูต้นขาชิน้ที่ 1, ชิน้ที่ 2, …, และกระดกูเชิงกราน แสดงดงัรูป
ท่ี 32 

3) หลงัจากแบ่งสว่นกระดกูแต่ละชิน้เรียบร้อยแล้ว น า Mask ของกระดกูแต่ละชิน้มาเติมเต็ม
ช่องว่างภายใน (Filling boundary) โดยใช้ค าสัง่ Smart Fill  ท าการเลือกปรับค่า global 
hole closing distance ที่เหมาะสม จะได้ Mask ที่ถูกเติมเต็มช่องว่างภายในเรียบร้อย 
แสดงดงัรูปที่ 33 

4) ในกรณีที่มีการหักของกระดูกต้าขาแบบไม่เคลื่อนที่หรือไม่สมบูรณ์ (Nondisplaced or 
Incomplete fracture) ให้ท าการส ร้าง  Mask ใหม่  และท า เค ร่ืองหมาย  (Manual 
annotation) อาณาบริเวณที่เป็นรอยแตกหักของกระดูก (ต าแหน่งใดๆ ในปริมาณของ
กระดกูที่มีค่าระดบัความเข้ม Hounsfield ที่ต ่ากว่าค่าความเข้มของกระดกู) 

5) เมื่อท าตามขัน้ตอนที่ 1) ถึง 4) จะได้ปริมาตรสามมิติ หรือ Mask จากการแบ่งส่วนของ
กระดกูต้นขา แสดงดงัรูปที่ 34 ซึ่ง Mask นีจ้ะใช้เป็นข้อมลูขาออกที่แท้จริง (Ground truth 
output) ของโมเดลสร้างภาพสามมิติ ซึง่จะถกูอธิบายอีกครัง้ในหวัข้อที่ 3.3 

 
รูปที ่31 การแบ่งส่วนกระดูกดว้ยวิธีระดบัความเข้ม (Thresholding segmentation) 
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(ก) ก่อนท าการแยกกระดูก   (ข) หลงัท าการแยกกระดูก 

รูปที ่32 การแยกช้ินส่วนกระดูกแต่ละช้ิน 

  
(ก) ก่อนเติมเต็มช่องว่างกระดูก   (ข) หลงัเติมเต็มช่องว่างกระดูก 

รูปที ่33 การเติมเต็มช่องวางในกระดูก 

 
รูปที ่34 กระดูกตน้ขาที่ถูกแบ่งส่วนเรียบร้อยแล้ว (Complete Femur Mask) 
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 3.2.2 การสร้างภาพ Scout film 

 งานวิจัยนีส้นใจที่จะน าภาพ X-ray มาใช้ในการสร้างโมเดลสร้างมิติของกระดูกต้นขา แต่
โดยเทคนิคการสร้างโมเดลสามมิติด้วยวิธี  machine learning จ าเป็นที่จะต้องใช้ภาพ X-ray 
(ข้อมูลขาเข้า) ที่มีมุมมองตรงกบัโมเดลสามมิติที่ได้จากการ segmentation ของภาพ CT (ข้อมูล
ขาออก)  จากการสืบค้นข้อมลูทางจากโรงพยาบาลจุฬาลงกรณ์มหาวิทยาลยัพบว่าไม่สามารถหา
ข้อมลูภาพ X-ray ที่มีมมุมองตรงกบัภาพ CT ได้เลย จะมีเพียงแต่ภาพ CT เท่านัน้ และการจะเก็บ
ข้อมลูภาพ X-ray พร้อมกบัภาพ CT ของผู้ ป่วยกระดกูโพกหกัใหม่ให้มีเพียงพอส าหรับการสอนของ
เคร่ืองนัน้จะต้องใช้เวลานาน 5-10 ปี และมีค่าใช้จ่ายที่สงูมาก ดงันัน้ในงานวิจยันีจ้ึงมีความจ าเป็น
ที่จะต้องสังเคราะห์ภาพ X-ray จากภาพ CT ท่ีได้เก็บข้อมูลมา ซึ่งเรียกว่าภาพ Scout film หรือ 
ภาพถ่ายรังสีสังเคราะห์แบบดิจิทัล (Digitally reconstructed radiograph, DRR) [20] โดยจะใช้
หลกัการเกิดภาพ X-ray ตามกฎของ Beer-Lambert [16] ที่ได้กล่าวไปแล้วในหัวข้อ 2.2  รูปที่ 35 
แสดงแผนภาพการสงัเคราะห์ Scout film ซึง่มีรายละเอียดดงัต่อไปนี ้

 
รูปที ่35 แผนภาพการสงัเคราะห์ Scout film [20] 

1) เร่ิมต้นจากภาพ CT จากไฟล์ DICOM ต้นฉบบั (𝑉(𝑥,𝑦,𝑧)) โดยปกติแล้วไฟล์ DICOM จะมี
ค่าความเข้มที่แตกต่างกนัไปขึน้อยู่กบัเคร่ือง CT scan ที่ใช้เก็บภาพ  ไฟล์ DICOM จะเก็บ
ค่าคุณสมบัติ (DICOM Attribute) ของความชัน (Rescale Slope) และค่าจุดตัดแกน 
(Rescale Interception) แสดงดังตารางที่ 3  เราจะสามารถใช้สองค่าคุณสมบัตินีเ้พื่อ
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แปลงค่าความเข้มของภาพ CT ต้นฉบับ  ให้กลายเป็น Voxel ในหน่วย Hounsfield 
(𝐻𝑈(𝑥,𝑦,𝑧)) ได้จากสมการท่ี 2 

ตารางที่ 3 DICOM Attribute ของค่า Rescale Intercept และ Slope 

 
 

 𝐻𝑈(𝑥,𝑦,𝑧) = 𝑅𝑒𝑠𝑐𝑎𝑙𝑒𝑆𝑙𝑜𝑝𝑒 × 𝑉(𝑥,𝑦,𝑧) + 𝑅𝑒𝑠𝑐𝑎𝑙𝑒𝐼𝑛𝑡𝑒𝑟𝑐𝑒𝑝𝑡 สมการท่ี 2 

2) เราจะท าการแปลงภาพ CT ที่มีความเข้มในหน่วย Hounsfield 𝐻𝑈(𝑥,𝑦,𝑧) ให้เป็นภาพ CT 
ที่มีค่าเป็นสมัประสิทธ์การลดทอนเชิงเส้น 𝜇(𝑥,𝑦,𝑧) หน่วย mm-1 จากความสมัพนัธ์สมการที่ 
3 หรือสมการท่ี 4  ผลลพัธ์จากการค านวณปริมาตรในหน่วยของ LAC แสดงดงัรูปที่ 36 

 𝐻𝑈(𝑥,𝑦,𝑧) =
𝜇(𝑥,𝑦,𝑧) − 𝜇𝑤

𝜇𝑤
𝑥1000 สมการท่ี 3 

 
𝜇(𝑥,𝑦,𝑧) =

(𝐻𝑈(𝑥,𝑦,𝑧))(𝜇𝑤)

1000
+ 𝜇𝑤 สมการท่ี 4 

  
(ก) ภาพ CT ในหน่วย Hounsfield  (ข) ภาพ CT ในหน่วยของ LAC 

รูปที ่36 ผลลพัธ์จากการค านวณ LAC 

3) สงัเคราะห์ Scout film หรือภาพรังสีแบบดิจิทลัด้วยเทคนิค Ray casting โดยดดัแปลงกฎ
ของ Beer Lamber [16] ตามสมการที่ 1  ให้อยู่ในรูปของตัวแปรไม่ต่อเนื่อง (Discrete 
Variables) ตามสมการที่ 5 โดยใช้ภาพ CT ที่มีค่าเป็นสัมประสิทธ์การลดทอนเชิงเส้น 
𝜇(𝑥,𝑦,𝑧) และ 𝑙𝑛,𝑚 คือความละเอียดของ voxel เราก าหนดให้ 𝐼0 มีค่าเร่ิมต้นเท่ากับ 1 
เพื่อให้ 𝐼(𝑥,𝑧) มีค่าอยู่ในช่วง 0-1 ผลลพัธ์ที่ได้แสดงดังรูปที่ 37  Scout film นีจ้ะสามารถ
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สงัเคราะห์จากทิศทางใดๆ ของภาพ CT ก็ได้ และถูกใช้เป็นข้อมูลขาเข้าของโมเดลสร้าง
ภาพสามมิติ ซึง่จะถกูอธิบายอีกครัง้ในหัวข้อที่ 3.3 

 
𝐼(𝑥,𝑧) = 𝐼0exp (∑𝜇(𝑥,𝑗,𝑧)𝑙𝑛,𝑚

𝑁

𝑗=1

) สมการท่ี 5 

 

 
รูปที ่37 ผลลพัธ์การสงัเคราะห์ Scout film หรือ ภาพรังสีแบบดิจิทลั 

 ข้อดีของการใช้ Scout film คือ เราสามารถสังเคราะห์แบบ X-ray จากทิศทางไหนของ
ภาพ CT ก็ได้ และได้ภาพ X-ray ที่มีต าแหน่งของกระดกูหรืออวยัวะเป้าหมายที่สอดคล้องกบัภาพ 
CT ซึง่ง่ายต่อการน าไปใช้ส าหรับการประมวลผลภาพหรือคอมพิวเตอร์วิทศัน์ด้วยวิธีการเรียนรู้ของ
เคร่ือง  
 สรุปข้อมูลส าหรับฝึกสอนโมเดลสร้างรูปทรงสามมิติจะประกอบไปด้วย Scout film ที่มี

มมุมองแบบ internal/external oblique view 45 องศา จ านวนทัง้หมด 2 ภาพ (ทัง้สองภาพท ามมุ 

90 องศา) และคลาสของรูปทรงสามมิติของพืน้หลงัและกระดกูต้นขาดงัรูปที่ 38 
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รูปที ่38 ตวัอย่างส าหรับฝึกสอนโมเดลสร้างรูปทรงสามมิติของกระดูกตน้ขา  

3.3 โมเดลสร้างรูปทรงสามมิติ (3D Reconstruction Network) 

 โมเดลสร้างรูปทรงสามมิติจะถูกพัฒนาบน Pytorch framework  ด้วยภาษา Python  
ภายในโมเดลจะใช้ตัวแปรแบบเทนเซอร์ (Tensor) เพื่อจัดเก็บค่าและประมวลผล  Input และ 
Output ของตัวอย่างสอน  ซึ่งอยู่ ในรูปของ 4D-Tensor คือ [N,C,H,W]  และ 5D-Tensor คือ 
[N,C,D,H,W] (โดยที่ N คือจ านวนชุดตัวอย่าง, C คือจ านวนคุณสมบัติที่อยู่ในปริภูมิสองมิติหรือ
สามมิติ (Channel)  ส่วน D คือมิติความลึก, H คือมิติความสูง และ W คือมิติความกว้างของ
ปริภูมิสองหรือสามมิติ)  โมเดลการเรียนรู้ของเคร่ืองที่เราเลือกใช้จะเป็น Convolutional neural 
network (CNN) เพราะเหมาะสมกับการเรียนรู้บนโดเมนของภาพ ใช้จ านวนตัวแปรที่เรียนรู้ได้ 
(Learnable parameter) น้อยกว่า Perceptron neural network (NN) และมีคณุสมบติัการเรียนรู้
โดยไม่ขึน้อยู่กับต าแหน่งของวัตถุหรือสิ่งที่สนใจ (translational invariance)  ในการแก้โจทย์การ
สร้างโมเดลสามมิติ เราจะใช้ Input เป็น Scout film ซึ่งสงัเคราะห์จากสองมุมมองได้แก่ มุม -45 
และ +45 องศา รอบแกนแนวด่ิงของภาพ CT บริเวณกระดูกต้นขา (Internal/external oblique 
view 45 degree) ดังรูปที่ 37  และท าการปรับขนาดของ Input และ Ground Truth Output ให้มี
ข น า ด  256x256 (Tensor ข น า ด  [1,1,256,256]) แ ล ะ  256x256x256 (Tensor ข น า ด 
[1,1,256,256,256]) ตามล าดบั  
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รูปที ่39 แผนภาพโมเดลสร้างรูปทรงสามมิติของกระดูกต้นขา (3DReconNet) 

 โมเดลสร้างรูปทรงสามมิติที่น าเสนอจะประกอบไปด้วยตวัประมวลผล 3 ส่วนหลกั คือ ตวั
เข้ารหสั (Encoder), ตวัถอดรหสั (Decoder) และตวัผสม (Fusion) แสดงดังรูปที่ 39  เราจะขอตัง้
ชื่อโมเดลนีว้่า 3DReconNet  ในแต่ละส่วนของตัวประมวลผลจะมีการประมวลผลแบบ down-
sampling หรือ up-sampling เป็นระยะๆ เพื่อลดหรือเพิ่มความละเอียดของคณุสมบติั (features) 
เป็นจ านวนหนึ่งเท่าของความเอียดเดิม ช่วยให้ประหยัดพืน้ที่ใน RAM  โดยในแต่ละขัน้ที่มีความ
ละเอียดของ features เท่าๆ กัน จะเรียกว่าเป็น ระดับชัน้ (level, 𝑖)  ในโมเดลจะมีทัง้หมด 𝐿 = 7 

ระดบัชัน้ (𝑖 𝜖 [0, 𝐿 − 1]) อธิบายดงัต่อไปนี ้

1) ตัวเข้ารหัส (Encoder)  
 เร่ิมต้นรับภาพ Scout film หรือข้อมลูขาเข้า 𝑥𝑣 แต่ละมมุมอง 𝑣  โดยที่ 𝑣 𝜖 [1, 2] 
คือมุมมองที่  1 หรือ 2 ของภาพ Scout film  ส าหรับในระดับชัน้แรก 𝑖 = 0 จะเร่ิมต้น
ประมวลผลการด้วย Conv2D{filter=3x3, stride=1, padding=1} ให้ได้ features จ านวน 
16 channel (Tensor ขนาด [N,16,256,256]) ตามสมการที่  6 จะได้ข้อมูลขาเข้าของ 
Encoder ในระดบัชัน้ที่ 0 คือ 𝑒𝑖𝑣(0) 

 𝑒𝑖𝑣
(0)
= 𝐶𝑜𝑛𝑣2𝑑

3𝑥3
(𝑥𝑣) สมการท่ี 6 

 ในทกุๆ ระดบัชัน้ 0 ≤ 𝑖 ≤ 𝐿 − 1 ของ Encoder จะประมวลผลด้วยโครงข่ายคอน
โวลชูนัแบบ DenseNet เพื่อให้การฝึกสอนมีประสิทธิภาพและช่วยลดการจางหายไปของ
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ค่าอนุพันธ์ของความสูญเสีย (gradient vanishing) [32] โดยใช้หลกัการประมวลผลเป็น
ร ะ ดั บ ขั ้น ๆ  (Layer) แ ต่ ล ะ ขั ้น ป ร ะ ก อ บ ด้ ว ย  InstanceNorm2d (IN) + ReLU+ 
Conv2d{filter=3x3, stride=1, padding=1} จากนัน้น า features จากขัน้ที่แล้วมาท าการ
เชื่อมต่อในมิติของจ านวนคุณสมบัติ (channel-wise concatenation) ด้วยอัตราการ
ขยาย(Growth rate) ของ features ท่ี 𝑘 = 4 − 16 ท าซ า้จ านวน 𝑁 = 4 ครัง้ (𝑙 𝜖 [0, 𝑁 −
1])  ได้จะข้อมลูที่ถกูเข้ารหสั (encoded features) 𝑒𝑣(𝑖) แสดงดงัสมการท่ี 7 

 𝑒𝑣
(𝑖)
= 𝐷𝑒𝑛𝑠𝑒𝑁𝑒𝑡 (𝑒𝑖𝑣

(𝑖)
) สมการท่ี 7 

โดยที่ฟังก์ชนั 𝐷𝑒𝑛𝑠𝑒𝑁𝑒𝑡 ค านวณได้จากสมการที่ 8  โดยที่ ei𝑣(𝑖,𝑗) คือคณุสมบติัขาเข้าของ 
𝐷𝑒𝑛𝑠𝑒𝑁𝑒𝑡 ระดบัชัน้ที่ 𝑖 และระดบัขัน้ที่ 𝑗  โดยที่สญัลกัษณ์ [   ]𝐶 แสดงถึง channel-wise 
concatenation  และ  ei𝑣(𝑖,0) = ei𝑣(𝑖) ที่ระดบัขัน้ 𝑗 = 0 

 

𝐷𝑒𝑛𝑠𝑒𝑁𝑒𝑡 (𝑒𝑖𝑣
(𝑖,𝑗)

)

=

{
 
 

 
 [𝐼𝑁 (𝑅𝑒𝐿𝑈 (𝐶𝑜𝑛𝑣2𝑑

3𝑥3
(𝑒𝑖𝑣

(𝑖,0)
))) , 𝑒𝑖𝑣

(𝑖,0)
]
𝐶

,  เมื่อ 𝑗 = 0

[𝐼𝑁 (𝑅𝑒𝐿𝑈 (𝐶𝑜𝑛𝑣2𝑑
3𝑥3

(𝐷𝑒𝑛𝑠𝑒𝑁𝑒𝑡 (𝑒𝑖𝑣
(𝑘,𝑙)

)))) , 𝐷𝑒𝑛𝑠𝑒𝑁𝑒𝑡 (𝑒𝑖𝑣,𝑙
(𝑘,0)

)]
𝐶

,  เมื่อ 𝑗 𝜖 [0,3]

 
สมการท่ี 8 

 ในขัน้ตอนสุดท้ายก่อนจะประมวลผลในระดับชัน้ถัดไป จะประมวลผลด้วย 
Max.Pooling{filter=2x2,stride=2}  เพื่ อ ล ด ขน าด ข อ ง  encoded features 𝑒𝑣(𝑖) ล ง
คร่ึงหนึ่งเพื่อประหยัด RAM ตามสมการที่ 9 จะได้ข้อมลูขาเข้าของ Encoder ในระดับชัน้
ถัดไป 𝑒𝑖𝑣(𝑖+1)  โดยจะท าการประมวลผลด้วย Max.Pooling ที่ระดับชัน้ 0 ≤ 𝑖 < 𝐿 − 1 
เท่านัน้ 

 𝑒𝑖𝑣
(𝑖+1)

= MaxPool2d(𝑒𝑣
(𝑖)
) สมการท่ี 9 

2) ตัวถอดรหัส (Decoder) 
 รับ encoded features ที่ระดับชัน้ต่างๆ จาก Encoders มาถอดรหัส โดยข้อมูล
ขาเข้าของ Decoder ในระดับชัน้ที่  𝑖 = 𝐿 − 1 ห รือ 𝑑𝑖𝑣(𝐿−1)จะเป็น 𝑒𝑣(𝐿−1)   ส่วนใน
ระดับชัน้ที่  0 ≤ 𝑖 < 𝐿 − 1 หรือ 𝑑𝑖𝑣(𝑖) จะเป็น  encoded features ที่ ระดับชัน้ ท่ี  𝑖 + 1 
(decoded features) 𝑑𝑣(𝑖+1) มาท าการ up-sampling ให้มีความละเอียดที่สูงขึน้หนึ่งเท่า
จ า ก ค ว า ม ล ะ เ อี ย ด เ ดิ ม  ด้ ว ย  ConvolutionTranspose2d {filter2x2, stride=2, 
padding=0} + InstanceNorm2d + ReLU และท า Channel-wise concatenation กับ 
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encoded features หรือ 𝑒𝑣(𝑖)  ที่ ในระดับชัน้มีความละเอียดเท่ากัน เรียกว่าเป็นการ
เชื่อมต่อด้านข้าง (Lateral connection) ท าให้เกิดเป็นโครงสร้างแบบ Feature  Pyramid 
Network (FPN) เพื่อให้การฝึกสอนมีประสิทธิภาพและช่วยลดการจางหายไปของค่า
อนุพันธ์ของความสูญเสีย (gradient vanishing)  ผลลัพธ์ที่ได้จะเป็นข้อมูลขาเข้าของ 
Decoder หรือ 𝑑𝑖𝑣(𝑖) เมื่อ 0 ≤ 𝑖 < 𝐿 − 1  ตามสมการท่ี 10  

 
𝑑𝑖𝑣
(𝑖)
= (𝑒𝑣

(𝑖)
, 𝑅𝑒𝐿𝑈 (𝐼𝑁 (𝐶𝑜𝑛𝑣𝑇𝑟𝑎𝑛𝑠2𝑑𝒰

2𝑥2
(𝑑𝑣

(𝑖+1)
))))

𝐶

 สมการท่ี 10 

 จากนัน้ท าการถอดรหัสโดยการประมวลผลด้วย Conv2d{filter=3x3, stride=1, 
padding=1} + InstanceNorm2d + ReLU ในทุกๆ ระดับชั น้  จะได้คุณสมบัติที่ ถูก
ถอดรหสั (decoded features) หรือ 𝑑𝑣(𝑖) ตามสมการท่ี 11 

 𝑑𝑣
(𝑖)
= 𝑅𝑒𝐿𝑈(𝐼𝑁 (𝐶𝑜𝑛𝑣2𝑑 (𝑑𝑖𝑣

(𝑖)
))) สมการท่ี 11 

 การประมวลผลด้วย Conv2d ทั ง้หมดของ Decoder จะถูกก าหนดขนาด 
channel ขาออกให้มีค่าเท่ากับความละเอียดของ features (H หรือ W) ในระดับชัน้นัน้ๆ 
เพื่อเราจะได้แปลงมิติ channel (𝐶) ของ Decoded features 𝑑𝑣(𝑖) ให้กลายเป็นมิติความ
ลกึ (D) แสดงถึงปริมาตรในปริภมูิสามมิติหรือ 5D-Tensor (𝐷𝑣(𝑖)) แสดงดงัสมการท่ี 12 

 [𝑁, 𝐶, 𝐻,𝑊] ↔ [𝑁, 1, 𝐷, 𝐻,𝑊] สมการท่ี 12 

3) ตัวผสม (Fusion) 
 ตัวผสมท าหน้าที่รวม Decoded features หรือ 𝑑𝑣(𝑖) แต่ละมุมมอง 𝑣 เข้าด้วยกัน 
เพื่อสร้างปริมาตรสามมิติที่แสดงถึงรูปทรงของกระดกูต้นขาที่เราสนใจ   ข้อมลูขาเข้าของ 
Fusion ห รือ  𝑋𝑣(𝑖)  ส าห รับ ใน ระดั บ ชั ้น  0 ≤ i < L − 1 จ ะ เป็ น ก าร  channel-wise 
concatenation กันระหว่าง Decoded features หรือ 𝑑𝑣(𝑖) และ fused features ของ
ระดับชัน้ที่ลึกกว่า (𝑖 + 1) หรือ F𝑣(𝑖+1)  ที่ถูก up-sampling แล้วของแต่ละมุมมอง 𝑣 ตาม
สมการที่ 13  ส่วนระดับชัน้สุดท้ายที่ 𝑖 = 𝐿 − 1 ข้อมูลขาเข้าของ Fusion คือ 𝑋𝑣(𝐿−1) =
𝑑𝑣
(𝐿−1)  

 
𝑋𝑣
(𝑖)
= (𝑑𝑣

(𝑖)
, 𝑅𝑒𝐿𝑈 (𝐼𝑁 (𝐶𝑜𝑛𝑣𝑇𝑟𝑎𝑛𝑠3𝑑

2𝑥2𝑥2
(𝐹𝑣

(𝑖+1)
))))

𝐶

 
สมการท่ี 13 

 ส าหรับการค านวณคุณสมบัติที่ถูกผสมแล้ว (Fused features) ที่ระดับชัน้ใดๆ 
หรือ F𝑣(𝑖) จะเป็นการน าข้อมูลขาเข้าแต่ละมุมมองของตัวผสม ได้แก่ 𝑋1

(𝑖) และ 𝑋2
(𝑖) มา



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

42 
 

รวมกันเพื่อสร้างโมเดลสามมิติ เนื่องจากข้อมูลขาเข้ามุมมองที่  2 (𝑋2
(𝑖)) มีองศาการ

ถ่ายภาพรังสีที่ต่างกับข้อมูลขาเข้ามุมมองที่ 1 (𝑋1
(𝑖)) อยู่ 90 องศารอบแนวด่ิง ดังนัน้จึง

ต้องท าการสลบัล าดบัของเทนเซอร์(Permutation) 𝑋2
(𝑖) เพื่อให้ 𝑋1

(𝑖) และ 𝑋2
(𝑖) มีมุมมองที่

ตรงกัน ก่อนที่จะน า 𝑋2
(𝑖) ไปถัวเฉลี่ยกับ 𝑋1

(𝑖) ดังรูปที่ 40 โดยใช้ Conv3d{filter=3x3x3, 
stride=1, padding=1} + InstanceNorm3d(IN) + ReLU จ ะ ไ ด้  fused features F𝑣(𝑖) 
ตามสมการท่ี 14  

 
𝐹(𝑖) = 𝑅𝑒𝐿𝑈(𝐼𝑁3𝑑(𝐶𝑜𝑛𝑣3𝑑

3𝑥3𝑥3
(
𝑋1
(𝑖)
+ 𝑇 (𝑋2

(𝑖)
)

2
))) 

สมการท่ี 14 

โดยที่  𝑇 แสดงถึงการสลับล าดับของเทนเซอร์ เราขอตัง้ชื่อวิ ธีการนี ว้่า Averaging 
Permutation 
 เมื่อท าการประมวลผลครบทุกระดับชัน้ 0 ≤ i ≤ L − 1 แล้ว พิจารณาที่ Fused 
feature ระดบัที่ชัน้ที่ i = 0 หรือ F𝑣(𝑖) จะถกูประมวลผลอีกครัง้ด้วย Conv3d{filter=1x1x1, 
stride=1, padding=0} + InstanceNorm3d(IN3D) + ReLU เพื่อเป็นการแยกประเภท
ในระดับ Voxel (voxel-wise classification) และสุดท้ายท าการค านวณด้วยฟังก์ชัน 
SoftMax บนมิติของ channel 𝐶  สุดท้ายจะได้เทนเซอร์ขนาด [N,3,256,256,256] ที่มี
จ านวน channel เป็น 3  โดยที่ channel แรกจะเป็นที่อยู่ของพืน้หลงั, channel ที่สองคือ
รูปทรงของกระดกู และ channel สดุท้ายคือรูปทรงของรอยแตกของกระดกู 

 
𝑌 = 𝜎 (𝑅𝑒𝐿𝑈 (𝐼𝑁3𝑑 (𝐶𝑜𝑛𝑣3𝑑

1𝑥1𝑥1
(𝐹(𝑖))))) 

สมการท่ี 15 

โดยที่ σ คือฟังก์ชัน SoftMax สามารถค านวณได้จากสมการที่ 16  โดยที่ zi คือต าแหน่ง
ใดๆ บนปริภมูิสามมิติ  

 𝜎(𝑧)𝑖 =
𝑒𝑧𝑖

∑ 𝑒𝑧𝑗2
𝑗=0

 สมการท่ี 16 
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รูปที ่40 การรวมคณุสมบติั (Fusion) Xv

(i)ของแต่ละมมุมองเข้าดว้ยกนั 

3.4 การฝึกสอนโมเดล (Model training) 

 จากโมเดลที่เสนอมาในหัวข้อที่ 3.3  เราจะใช้เคร่ือง Server computer ในการฝึกสอน 
ทดสอบ และอนมุานผลลพัธ์ ซึง่มีคณุสมบติัดงัต่อไปนี ้

• Mainboard:   TYAN Server computer B8021G88V2HR-2T-RM-N 

• CPU :    AMD EPYC™ 7002 Series Processor 16 cores 

• GPU :    ASUS GeForce RTX 3090 Blower 24GB 
ZOTAC GeForce RTX 2080 Ti Blower 11GB 

• RAM :    DDR4 ECC RDIMM/LRDIMM 2400 32GB 

• ROM :    970 EVO NVMe M.2 SSD 1TB 

และเราจะใช้ Focal loss  เป็นฟังก์ชนัความสญูเสียตามสมการที่ 17 โดยเป็นฟังก์ชนัที่ปรับปรุงมา
จาก Binary cross entropy loss (BCE loss) เหมาะกับตัวอย่างสอนที่มี ความไม่สมดุลระหว่าง
คลาสสูง (Highly unbalance) อย่างเช่นตัวอย่างสอนของเรามีสัดส่วนคลาสพืน้หลังต่อคลาส
กระดกูต้นขาอยู่ที 49 ต่อ 1  โดยจะมี focusing parameter เพิ่มเข้ามาในพจน์แรก ช่วยให้การถ่วง
น า้หนักของค่าความสูญเสียของวอกเซลที่ท านายถูกต้อง (well-classified voxel) เข้าใกล้ศูนย์ 
(เมื่อเทียบ BCE loss จะยังมีค่าความสูญเสียของอยู่มาก) ส่วนวอกเซลที่ท านายผิด (wrong-
classified voxel) จะมีค่าสงูกว่า well-classified voxel อย่างมากดงัรูปที่ 41  ด้วยคุณสมบติันีท้ า
ให้ focal loss สามารถใช้ฝึกสอนโมเดลที่มีรูปทรงที่ซบัซ้อนได้ดีกว่า BCE อย่างมีนยัส าคญั [33] 

 
𝐹𝑜𝑐𝑎𝑙𝐿𝑜𝑠𝑠 =∑−𝑤𝑐(1 − 𝑝𝑡)

𝛾𝑙𝑜𝑔(𝑝𝑡)

𝑛

𝑖=1

 สมการท่ี 17 
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รูปที ่41 กราฟค่าความสูญเสีย Focal loss ต่อค่าความน่าจะเป็น [33] 

เราจะท าการฝึกสอนโมเดลสร้างรูปทรงสามมิติที่เสนอไปในหวัข้อที่ 3.3 ด้วยขัน้ตอนตาม Pseudo 
Code ต่อไปนี ้
1: Initialized learnable weight of the model 
2: For e < epoch, do 
  For i in number of training batch, do (Training loop) 
   Randomly sampling training batch 
   Compute forward-propagation for 3D Reconstruction model 
   Calculate the Multiclass Focus Loss 
   Calculate reconstruction accuracy as IoU matric 
   Compute back-propagation  
   Update learnable weight by Adam Optimizer [34] 
  End For i  
  For j in number of validation batch, do (Validation loop) 
   Randomly sample of validation batch 
   Compute forward-propagation using previously weight-updated model 
   Calculate reconstruction accuracy as IoU matric 
   If the current validation accuracy is the best accuracy, do 
    save the best trained model 
   End If 
  End For j 
  adjust learning rate by scheduler considering validation accuracy 
 End For e 
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3.5 การวัดความแม่นย าเชิงปริมาณ (Quantitative evaluation) 

 การวดัความแม่นย าของผลลพัธ์ที่ได้ในเชิงปริมาณจะท าได้โดยการน ารูปทรงกระดกูต้นขา
ที่ถกูสร้างขึน้ (output) มาท าการเปรียบเทียบกบัรูปทรงที่แท้จริง (ground-truth) ด้วย 2 metrics
ดงัต่อไปนี ้

1) Intersection over Union (IoU) เป็นหนึ่งใน overlap-based evaluation metrics จะเป็น
การน าปริมาณของ output และ ground-truth มาค านวณหาบริเวณที่ ซ้อนทับกัน 
(Intersection) แล้วหารด้วยบริเวณรวมกัน (Union) ในหน่วยของ voxel ที่เป็นบวก ตาม
สมการที่ 18  ค่า IoU จะมีค่าอยู่ในช่วง 0 – 1  โดยจะมีค่าใกล้เคียงกบั 1 เมื่อปริมาณของ 
output และ ground-truth มีบริเวณที่ซ้อนทับกันมากๆ และมีเข้าใกล้ 0 เมื่อปริมาณทัง้
สองมีบริเวณที่ซ้อนทบักนัน้อยๆ 

 𝐼𝑂𝑈 = 
𝑇𝑃

𝐹𝑃 + 𝑇𝑃 + 𝐹𝑁
 สมการท่ี 18 

2) Average Symmetric Surface Distance (ASSD)  เ ป็ น ห นึ่ ง ใ น  distance-based 
evaluation metric จะเป็นการหาระยะทางที่สัน้ที่สดุระหว่างจุดบนพืน้ผิวของรูปทรงสาม
มิติที่ถูกสร้างขึน้ (output, 𝑆𝑀) และรูปทรงที่แท้จริง (ground truth, 𝑆𝐺)  โดยจะน ารูปทรง
สามมิติทัง้สองมาท าการแปลงจาก Voxel ให้อยู่ในรูปของ Cloud point โดยใช้อลักอริทึม 
Marching cubes [35] จะได้เมช (Mesh) ซึ่งประกอบไปด้วยจุด (vertices) และพืน้ผิว 
(faces) จากนัน้จะท าการหาระยะกระจดั (Euclidean distance error) ระหว่าง vertices 
บนพืน้ผิวของรูปทรงสามมิติทัง้สองด้วยระยะทางที่สัน้ที่สุด (Nearest neighbours) โดย
จะหาระยะทางที่สัน้ที่สุดทัง้จาก ground truth ไปยัง output และจาก output ไปยัง 
ground truth ตามสมการ 

 
𝐴𝑆𝑆𝐷 =

1

|𝑆𝑀| + |𝑆𝐺|
(∑ 𝑑(𝑥, 𝑆𝐺)

𝑥∈𝑆𝑀

+ ∑ 𝑑(𝑦, 𝑆𝑀)

𝑦∈𝑆𝐺

) สมการท่ี 19 

โดยที่  𝑑(𝑥, 𝑆𝐺)|𝑥 ∈ 𝑆𝑀 คือระยะเชิงกระจัดระหว่างจุดใดๆ บนพืน้ผิวของ output ไปยัง 
ground truth และ 𝑑(𝑥, 𝑆𝑀)|𝑥 ∈ 𝑆𝐺 คือระยะเชิงกระจัดระหว่างจุดใดๆ บนพื น้ผิวของ 
ground truth ไปยงัพืน้ผิวของ output  
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3.6 ผลลัพธ์ (Result) 

 ในการวัดผลลพัธ์ของโมเดลสร้างรูปทรงสามมิติ เราแบ่งการวัดผลออกเป็นสองส่วน คือ 
การวดัผลเชิงปริมาณและการวดัผลเชิงคณุภาพ 

การวดัผลเชิงปริมาณ (Quantitative result evaluation) 

 เราท าการวัดความแม่นย าของโมเดลที่เราพัฒนาขึน้มาด้วยการวัดค่าความแม่นย าของ
รูปทรงที่ถูกสร้างขึน้ (Output) เทียบกับรูปทรงที่แท้จริง (Ground Truth) ของชุดตัวอย่างทดสอบ 
ค่าความแม่นย าของรูปทรงสามมิติจะถกูวดัด้วย mIoU และ mASSD แสดงดงัตารางที่ 4 

ตารางที่ 4 ความแม่นย าของโมเดลสร้างรูปทรงสามมิติของกระดกูชนิดต่างๆ 

 

การวดัผลเชิงคณุภาพ (Qualitative result evaluation) 

 การวดัผลเชิงปริมาณจะเป็นการวิเคราะห์รายละเอียดของรูปทรงที่ถูกสร้างขึน้ว่ามีความ
ใกล้เคียงกบัรูปทรงที่แท้จริงอย่างไรจากชุดตัวอย่างทดสอบ ผลลพัธ์ที่ได้จากสร้างรูปทรงสามมิติ
ของกระดกูต้นขาปกติ กระดกูต้นขาที่แตกหกัแบบไม่เคลื่อนที่และแตกหกัแบบเคลื่อนที่แสดงดงัรูป
ท่ี 42 ถึง รูปที่ 44 ตามล าดบั 
 ส าหรับตัวอย่างทดสอบของกระดูกปกติผลลัพ ธ์ตามรูปที่  42 จากการวิ เคราะห์
รายละเอียดของรูปทรงสามมิติที่ถูกสร้างขึน้จะพบว่ารูปทรงกระดกูต้นขาปกตินัน้มีรายละเอียดที่
ใกล้เคียงกบัความเป็นจริงพอสมควรทัง้เชิงต าแหน่งและรูปทรงของกระดกู ซึ่งยงัสามารถปรับปรุง
ให้มีความแม่นย าได้มากกว่านี ้
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รูปที ่42 ผลลพัธ์การสร้างรูปทรงสามมิติของกระดูกตน้ขาปกติ 

 ส าหรับตัวอย่างทดสอบของกระดูกหักแบบไม่เคลื่อน ท่ีผลลัพธ์ตามรูปที่ 43 จากการ
วิเคราะห์รายละเอียดของรูปทรงสามมิติที่ถูกสร้างขึน้จะพบว่า รูปทรงภายนอกโดยรวมแล้วมี
รายละเอียดของกระดกูที่ครบถ้วนใกล้เคียงกับความเป็นจริงอยู่พอสมควร เนื่องจากการกระดกูที่
แตกหักแบบไม่เคลื่อนที่จะมีรูปทรงที่แตกต่างจากกระดูกปกติไม่มากนัก ท าให้การสร้างรูปทรง
ภายนอกของกระดกูท าได้อย่างแม่นย าใกล้เคียงกบักระดกูปกติ แต่รายละเอียดของรอยแตกหกันัน้
ยังไม่แสดงออกมาในผลลัพธ์ อาจะเป็นเพราะจ านวนตัวอย่างสอนไม่เพียงพอ และรายละเอียด
ของรอยแตกนัน้เป็นส่วนที่เล็กมากๆ ท าให้การเรียนรู้ท าได้ยาก  ซึ่งผู้ วิจัยจะหาวิธีการปรับปรุงใน
ขัน้ตอนถดัไป 

 
รูปที ่43 ผลลพัธ์การสร้างรูปทรงสามมิติของกระดูกตน้ขาหกัแบบไม่เคลือ่นที่ 

 ส าหรับตัวอย่างทดสอบของกระดูกหักแบบเคลื่อนที่ ได้ผลลัพธ์ตามรูปที่ 44 จากการ
วิเคราะห์รายละเอียดของรูปทรงสามมิติที่ถูกสร้างขึน้จะพบว่ารูปทรงภายนอกของกระดูกนัน้มี
รูปร่างที่ไม่ถูกต้องเท่าไรนกั เนื่องจากกระดูกที่แตกหักแล้วมีการเคลื่อนที่ออกจากต าแหน่งเดิมไป
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ค่อนข้างมากท าให้รูปร่างภายนอกเปลี่ยนแปลงไปจากกระดูกปกติอย่างมาก เป็นผลให้การสร้าง
รูปทรงสามมิติท าได้ไม่ดีเท่าที่ควร  ส่วนรายละเอียดของรอยแตกหักก็ยงัมีแนวโน้มของต าแหน่งที่
ถูกต้องอยู่บ้างแต่ยังต้องปรับปรุงอีกมาก  ปัญหาในส่วนนีเ้ป็นเร่ืองที่ท้าทายอย่างมากส าหรับ
งานวิจยันี ้เราจะพฒันาโมเดลหรือเทคนิคเสริมอ่ืนๆ ต่อไปเพื่อแก้ปัญหาดงักลา่ว ซึง่มีแนวทางการ
แก้ปัญหาในหวัข้อถดัไป 

 
รูปที ่44 ผลลพัธ์การสร้างรูปทรงสามมิติของกระดูกตน้ขาหกัแบบเคลื่อนที่  
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บทที่ 4  
วิธีการท่ีน าเสนอ (Proposed Method) 

 จากการทบทวนวรรณกรรมงานวิจยัในบทที่ 2 และผลลพัธ์การสร้างรูปทรงสามมิติเบือ้งใน
บทที่ 3  พบว่ารูปทรงสามมิติที่ถูกสร้างขึน้มาส าหรับกระดูกปกติมีความแม่นย าของรูปทรงใน
ระดบัปานกลาง แต่ในกรณีกระดกูหกัทัง้แบบไม่เคลื่อนที่และเคลื่อนที่นัน้รูปทรงยงัไม่ถูกต้องและ
รูปทรงกระดูกที่สร้างขึน้ยังไม่แสดงรอยแตกหักใดๆ เลย เราจึงสรุปได้ว่าสาเหตุการหายไปของ
รายละเอียดรอยแตกหกันัน้อาจเกิดจากจ านวนกลุม่ตวัอย่างกระดกูที่แตกหกัอาจยงัไม่เพียงพอต่อ
การเรียนรู้รอยแตกหกั และไม่มีการฝึกสอนด้วยข้อมลูของรอยแตกหกัโดยเฉพาะจากกลุม่ตวัอย่าง
ที่ปอ้นให้กบัโมเดล ดงันัน้เราจึงมีแนวคิดที่จะปรับปรุงความแม่นย าให้สงูขึน้โดยเฉพาะรายละเอียด
ของรอยแตกหกัดงัต่อไปนี ้

1. เทคนิคการเรียนรู้ด้วยคลาสช่วยฝึกสอน (Auxiliary class) เป็นเพื่อข้อมูลขาออก (3rd 
output class) ซึ่งเป็นตัวแทนของรอยแตกหักที่สังเคราะห์มาจาก bone class เพื่อให้
โมเดลเรียนรู้ที่จะสร้างรอยแตกหกัของกระดกูไปพร้อมๆ กบัสร้างรูปทรงของกระดกูต้นขา 

2. เทคนิคการเพิ่มขนาดกลุ่มตัวอย่างของกระดูกที่แตกหัก (Fractural augmentation) เพื่อ
เพิ่มจ านวนกลุม่ตวัอย่างที่กระดกูมีการแตกหกั ใช้ส าหรับฝึกสอน 

ดังนัน้ในบทนีเ้ราจะอธิบายถึงสองเทคนิคใหม่ที่คิดค้นขึน้มาโดยเฉพาะเพื่อแก้ปัญหาการสร้าง
รูปทรงสามมิติของกระดกูต้นขาที่มีการแตกหกั มีรายละเอียดดงัต่อไปนี ้

4.1 เทคนิคการเรียนรู้ด้วยคลาสช่วยฝึกสอน (Auxiliary class) 

 จากการสร้างรูปทรงสามมิติด้วยโมเดลที่เราน าเสนอไปเบือ้งต้น จะพบว่าในกรณีกลุ่ม
ตวัอย่างที่กระดกูหกัแบบไม่เคลื่อนที่และหกัแบบเคลื่อนที่แสดงดงัรูปที่ 43 และรูปที่ 44 ตามล าดบั 
รูปร่างกระดูกที่ถูกสร้างขึน้มาจะไม่มีรายละเอียดของรอยแตกหกัปรากฏขึน้มาเลย ซึ่งโมเดลที่เรา
คิดค้นขึน้พยายามที่จะสร้างรูปทรงภายนอกเพียงอย่างเดียว โดยไม่สนใจรายละเอียดของรอย
แตกหกัเลย ดงันัน้เราจึงมแีนวคิดที่จะสร้างรอยแตกหกั หรือ ปริมาตรของรอยแตกหกัขึน้มา เพื่อใช้
เป็นอีกหนึ่งคลาส (3rd output class or Auxiliary class) ใช้ส าหรับฝึกสอนโมเดลให้เรียนรู้ที่จะ
สร้างรอยแตกหกัของกระดกูไปพร้อมๆ กบัสร้างรูปทรงภายนอกของกระดกูต้นขา นิยามคืออาณา
บริเวณที่อยู่ระหว่างกระดูกที่แตกหกัแต่ละชิน้ที่อยู่ใกล้เคียงกนั   Auxiliary class จะถูกสงัเคราะห์
ขึน้มาจากรูปทรงสามมิติของกระดูกหัก (Bone class) ที่ผ่านการ segmentation จากภาพ CT 
เรียบร้อยแล้ว โดยมีขัน้ตอนดงัต่อไปนี ้(รูปที่ 45) 
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รูปที ่45 ขัน้ตอนการสงัเคราะห์คลาสช่วยฝึกสอน (Auxiliary class) จากโมเดลกระดูกทีแ่ตกหกั 

i. เร่ิมต้นจากรูปทรงสามมิติของกระดกูที่แตกหกัที่ถูก segmentation ตามขัน้ตอนที่
กล่าวไปในหัวข้อที่ 3.2.1 เรียบร้อยแล้วจะได้กระดูกที่แตกหักละชิน้ 𝑚𝑏

(𝑖) (รูปที่ 
45-1) โดยที่ 𝑖 𝜖 [1, 𝑛] และ 𝑛 เป็นจ านวนชิน้ทัง้หมดของกระดกูต้นขาที่แตกหกั 

ii. จากนัน้น ากระดูกแต่ละชิน้ 𝑚𝑏
(𝑖) มาท า morphological dilation ด้วย structural 

element แบบทรงกลมขนาด 2 หน่วย (รูปที่ 45-2) เพื่อขยายปริมาตรของกระดูก
แต่ละชิน้ออกรอบๆ ตวั เพื่อให้แต่ละชิน้มีปริมาตรสว่นที่ซ้อนทบักนั 

iii. หาปริมาตรที่ซ้อนทับกัน(Intersection) ของกระดูกที่ถูกขยายขนาดด้วย dilation 
แล้ว และลบออกด้วย 𝑚𝑏

(𝑖)  จะได้คลาสช่วยฝึกสอน หรือ Auxiliary class (𝑚𝑓) 
ตามที่ต้องการ 

ขัน้ตอนทัง้หมดนีส้ามารถอธิบายด้วยสมการที่ 20  Auxiliary class (𝑚𝑓) จะใช้เป็นคลาส
ที่สามของ Ground Truth ส าหรับการฝึกสอน 

 
𝑚𝑓 = ∑(𝑚𝑏

(𝑖)⨁𝑏𝑟) ∩ (𝑚𝑏
(𝑖+1)⨁𝑏𝑟)

𝑛−1

𝑖=1

−∑𝑚𝑏
(𝑖)

𝑛

𝑖=1

 สมการท่ี 20 

โดยที่  ⨁ คือ morphological dilation และ 𝑏𝑟 คือ Structural element แบบทรงกลม 2 

หน่วย 

หลงัจากการสงัเคราะห์ Auxiliary class แล้ว โมเดลสร้างรูปทรงสามมิติในหัวข้อที่ 3.3 (รูปที่ 39) 

จะถูกดดัแปลงเพื่อให้สามารถเรียนรู้ 3rd class เพียงเล็กน้อยเท่านัน้ โดยการเพิ่มจ านวน channel 
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ของข้อมูลขาออก(Output) จาก 2-class เป็น 3-class ประกอบไปด้วย 1st Background class, 

2nd Bone class และ 3rd Auxiliary class 

4.2 เทคนิคการเพิ่มขนาดกลุ่มตัวอย่าง (Data Augmentation) 
 โดยปกติแล้ว เทคนิคการเพิ่มขนาดกลุ่มตัวอย่างจะเป็นการน าชุดข้อมูลที่มีอยู่แล้วมาท า
การประมวลผลภาพทางสัณฐานวิทยา(Morphological Image Processing) ตัวอย่างเช่น การ
เลื่อนพิกเซล (Pixel shifting), การหมุน (Affine transform), ตัดครอบ (Cropping), การกลบัด้าน
(Flipping) และเพิ่ม/ลดขนาด (Scaling) เป็นต้น เพื่อให้มีความหลากหลายและมีลักษณเฉพาะ 
(Unique) จะได้ชดุข้อมลูฝึกสอนที่มีขนาดที่ใหญ่ขึน้ อีกทัง้การท า Data augmentation ยงัด้วยลด
การเกิด overfitting หรือ high variance ของโมเดล หรือท าให้โมเดลมีความเป็น Generalize มาก
ยิ่งขึน้ [36] 
 แต่เนื่องจากตวัอย่างที่เราใช้ฝึกสอนมีลกัษณะเฉพาะ คือ รูปทรงสามมิติของกระดกูต้าขา
ประกอบกับรอยแตกหัก ท าให้การ augmentation ด้วยวิธีการทั่วๆไปอย่างที่ได้ยกตัวอย่างไป ยัง
ไม่สามารถเพิ่มขนาดส าหรับชุดตัวอย่างที่เฉพาะเจาะจงเช่นนีไ้ด้ เพราะไม่สามารถสร้างความ
หลากหลายของรอยแตกหักที่เกิดขึน้ได้  ดังนัน้เราจึงมีแนวคิดที่จะพัฒนาการเพิ่มขนาดตัวอย่าง
ฝึกสอนที่มีลกัษณะการแตกหกั (Fracture augmentation) ขึน้ เพื่อเพิ่มความหลากหลายสณัฐาน
วิทยาในเชิงการแตกหกัของกระดกูต้นขาให้ครอบคลมุกบักลุม่ประชากรมากขึน้ โดยน าตวัอย่างที่มี
กระดกูต้นขาปกติมาท าให้แตกหกัด้วยวิธีการสุม่ (Randomization) 
 ในการเพิ่มขนาดตัวอย่างกระดูกที่แตกหักนัน้จะเป็นการน ากระดูกปกติมาท าให้แตกหัก
ด้วยการสร้างพืน้ผิวของรอยแตกแบบสุ่ม (Randomly fractural surface) ขึน้มาเพื่อน าไปลบออก
จากรูปทรงสามมิติของกระดูกปกติ  การสร้างพืน้ผิวแบบสุ่มเราจะประยุกต์ใช้วิธีการของคุณ 
Mana Mahboob Kanafi (2021) [37] เป็นการสร้าง surface roughness จากสมการ  power 
spectrum density (𝐵𝑞) ตามสมการที่ 21 (รูปที่ 46)  โดย Power spectrum density นีถู้กใช้เป็น
ขนาด(Magnitude) บนโดเมนความถ่ี (Frequency domain) ของพืน้ผิวแบบสุม่  

 
𝐵𝑞 = √

4𝜋2𝑚𝑛𝐶𝑞
PixelWidth2

 สมการท่ี 21 

โดยที่  𝐵𝑞 สมการ Power spectrum density, 𝑚 กับ  𝑛 เป็นขนาดกว้างxยาวของ surface, 
PixelWidth คือความละเอียดของพิกเซล และ 𝐶𝑞 คือสมการทรงกรวยปานตัดแบบยกก าลังบน
โดเมนทรงกระบอกตาม  โดยที่ 𝑞(𝑥,𝑦)(𝑘 + 1) = 2𝜋𝑘

𝑚
  คือสมการกรงกรวยบนโดเมนเชิงพืน้ที่  



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

52 
 
 

 𝐶𝑞 = {
𝑞𝑟
−2(𝐻+1)          ; 𝜌 < 𝑞𝑟
𝜌−2(𝐻+1)       ; 𝑒𝑙𝑠𝑒

 สมการท่ี 22 

ส่วนความถ่ี (Frequency) ของพืน้ผิวจะถูกสุ่มขึน้มาแบบสม ่าเสมอ (Uniformly distributed 
random) บนโดเมนความถ่ีตามสมการที่ 23 (รูปที่ 47) ความถ่ีของพืน้ผิวจะถูกสุ่มใหม่ทุกครัง้ที่มี
สร้างพืน้ผิวใหม่ จากนัน้น าขนาดและความถ่ีบนดังกล่าวมาแปรรูปให้อยู่บนโดเมนเชิงพืน้ที่  
(Spatial domain) โดยใช้ Inverse Fourier Transform จะได้ผลลัพธ์เป็นพืน้ผิวแบบสุ่มตามรูปที่ 
48 

 𝜃 = −𝜋 + 2𝜋 ∗ 𝑟𝑎𝑛𝑑𝑜𝑚(0,1) สมการท่ี 23 

โดย 𝜃 คือความถ่ีของ random surface และ 𝑟𝑎𝑛𝑑𝑜𝑚(0,1) คือการสุ่มค่าแบบสม ่าเสมอในช่วง 
0.0 - 1.0 

 
รูปที ่46 กราฟ Power spectrum density 

 
รูปที ่47 กราฟ Uniformly random distributed frequency 
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รูปที ่48 Fractural surface ส าหรับ Data Augmentation 

หลังจากที่สร้าง Fracture surface ได้เรียบร้อยแล้ว เราจะน าพืน้ผิวที่ได้มาท า Affine transform 

ให้อยู่ในต าแหน่งที่เกิดจากแตกหกัได้บ่อยๆ บนกระดกูต้นขา ได้แก่ Head, Neck, Intertrochanter 

และ Sub-trochanter ตามที่ได้ศึกษาไว้ในหัวข้อที่ 2.1  รูปทรงทรงกระดูกเดิม (𝑚𝑏) จะถูกหักลบ

ออกด้วยปริมาตรของพืน้ผิวแบบสุ่มที่ถูกสร้างขึน้มา  จะได้กระดูกต้นขาที่แตกหักจากการท า 

Fractural augmentation (𝑚𝑏
∗ ) เคร่ืองหมาย * แสดงถึงการท า Fracture augmentation  และ

ปริมาตรส่วนที่ซ้อนทับของระหว่างพืน้ผิวแบบสุ่มกับรูปทรงกระดูกต้นขาจะถูกใช้เป็น Auxiliary 

class (𝑚𝑓∗) แสดงดงัรูปที่ 49 

 
รูปที ่49 การเพ่ิมขนาดตวัอย่างกระดูกที่แตกหกั (Fracture augmentation) 
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4.3 ผลลัพธ์จากการใช้ Proposed method 

 ในหัวข้อนีเ้ราจะแสดงผลลัพธ์จากการใช้เทคนิคพิเศษต่างๆ ในการฝึกสอนโมเดลสร้าง
รูปทรงสามมิติของกระดูกต้นขาที่แตกหัก โดยจะเป็นการเปรียบเทียบกนัระหว่างการฝึกสอนด้วย
โมเดลดงัต่อไปนี ้

1) 3DReconNet การใช้โมเดลเพียงอย่างเดียวไม่ได้เพิ่มเทคนิคต่างๆ เข้าไป 
2) 3DReconNet-AC การใช้เทคนิคคลาสช่วยฝึกสอน (Auxiliary class)  
3) FracReconNet การใช้ทัง้สองเทคนิคพิเศษร่วมกนั (Auxiliary class + Augmentation)  

และจะท าการเปรียบเทียบระหว่างกลุ่มตวัอย่างกระดกูปกติ กระดกูหักแบบไม่เคลื่อนที่ และแบบ
เคลื่อนที่ ผลลพัธ์เชิงปริมาณด้วยค่า mean IoU (mIoU) และ mean ASSD (mASSD) ผลลพัธ์ที่ได้
ดังแสดงตารางที่ 5 ประกอบกับการทดสอบแบบจับคู่ (Paired T-test) ด้วยความเชื่อมั่นที่ 95% 
แสดงดังตารางที่  6 และตารางที่  7 แสดงการเปรียบเทียบจ านวนพารามิเตอร์ , vRAM ที่ใช้, 
ระยะเวลาในการฝึกสอนและอนมุานผลลพัธ์ 

ตารางที่ 5 เปรียบเทียบค่า mIoU และ mASSD ดว้ยโมเดลสร้างภาพสามมิติต่างๆ 
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ตารางที่ 6 การทดสอบแบบจบัคู่ (Paired T-test)  
เปรียบเทียบความแตกต่างระหว่างผลลพัธ์ทีไ่ดจ้ากเทคนิคพิเศษต่าง 

 
ตารางที่ 7 เปรียบเทียบจ านวน learnable parameters, vRAM ทีใ่ช้,  

เวลาในการฝึกสอนและอนมุานผลลพัธ์ 

 
 

 ส าหรับตัวอย่างทดสอบกระดูกปกติ (รูปที่ 50) จะพบว่าโมเดล FracReconNet ท่ีเพิ่ม
เทคนิคต่างๆเข้าไป สามารถสร้างรูปทรงสามมิติของกระดกูปกติท าได้แม่นย าขึน้อย่างมีนยัส าคัญ 
(p-value < 0.05) ตามตารางที่ 6  เมื่อเทียบกับ 3DReconNet แต่โมเดล 3DReconNet-AC ที่ใช้
เทคนิคฝึกสอนด้วย Auxiliary class อาจจะมี noise เกิดขึน้ได้บ้าง ในบ้างตวัอย่างทดสอบ 
 ส าหรับตัวอย่างทดสอบกระดูกหักแบบไม่เคลื่อนที่ (รูปที่  51) จะพบว่าถึงแม้โมเดล 
FracReconNet จะให้ค่า mIoU และ mASSD สูงที่สุดอย่างมีนัยส าคัญ การใช้เทคนิค Auxiliary 
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class ร่วมกับ Augmentation data จะให้รายละเอียดบริเวณรอยแตกหักที่ชัดเจนกว่าโมเดล 
3DReconNet และ 3DReconNet-AC อย่างเห็นได้ชดั 
 สดุท้ายส าหรับตวัอย่างทดสอบกระดกูหกัแบบเคลื่อนที่ (รูปที่ 52) จะพบว่าการใช้เทคนิค
ต่างๆ เสริมเข้าด้วยกัน หรือ FracReconNet จะช่วยให้การสร้างรูปทรงสามมิติท าได้ดีกว่าการ
ฝึกสอนด้วย 3DReconNet อย่างมีนัยส าคญั (p-value<0.05) ตามตารางที่ 6 ส่วนในเชิงคณุภาพ
จะเห็นว่าการใช้เทคนิคแต่ละแบบนัน้ให้คุณภาพผลลัพธ์ที่ไม่ได้แตกต่างกันเท่าไรนัก และยังมี 
noise เกิดขึน้ได้ในทกุๆ โมเดล 

 
รูปที ่50 เปรียบเทียบผลลพัธ์การสร้างรูปทรงสามมิติของกระดูกตน้ขาปกติ 
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รูปที ่51 เปรียบเทียบผลลพัธ์การสร้างรูปทรงสามมิติของกระดูกตน้ขาหกัแบบไม่เคลื่อนที ่

 
รูปที ่52 เปรียบเทียบผลลพัธ์การสร้างรูปทรงสามมิติของกระดูกตน้ขาหกัแบบเคลือ่นที่ 

 สรุป โมเดล FracReconNet สามารถสร้างรูปทรงสามมิติของกระดูกต้นขาจากภาพถ่าย

รังสีมุมมองแบบ internal-external oblique ±45◦ ได้ดีที่สดุในทุกกลุ่มตวัอย่าง เป็นผลจากการใช้

เทคนิคพิเศษ auxiliary class ช่วยฝึกสอนให้โมเดลสามารถเรียนรู้รายละเอียดของรอยแตกหัก 

และ fractural augmentation ช่วยเพิ่มกลุ่มตัวอย่างฝึกสอนที่มีรอยแตกหกัของกระดกู ซึ่งทัง้สอง
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เทคนิคนีท้ างานร่วมกันได้อย่างมีประสิทธิภาพ  อย่างไรก็ตามโมเดลที่กล่าวมาข้างต้นสามารถ

ท างานได้ดีกบัภาพรังสีสองภาพที่มีมมุการฉากรังสีตัง้ฉากกนัพอดีเท่านัน้ ซึง่ในกรณีที่ภาพถ่ายรังสี

มีความคลาดเคลื่อนหรือไม่ตัง้ฉากกนั จะกลา่วถึงในบทถดัไป 
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บทที่ 5 
การปรับปรุงประสิทธิภาพของโมเดลสร้างรูปทรงสามมิติ 

 เนื่องจากผ่านมาเราท าการฝึกสอนโมเดลสร้างรูปทรงสามมิติโดยใช้  Input เป็น Scout 
film สองมมุมองที่ท ามมุตัง้ฉากกนัพอดีเท่านัน้ แต่ในการใช้งานจริงภาพถ่ายรังสีที่บนัทกึออกมามี
โอกาสที่แต่ละมุมมองจะท ามุมกันไม่พอดีกับมุม 90 องศา หรือมีความคลาดเคลื่อนเชิงมุม 
(Rotational error) เกิดขึน้ ซึ่งความคลาดเคลื่อนนัน้เกิดขึน้ได้หลายสาเหตุ เช่น การจัดต าแหน่ง
การนอนของคนไข้ที่ไม่แม่นย า, การตัง้วางการฉายรังสีที่ผิดพลาด เป็นต้น ส่งผลให้ผลลพัธ์ที่ได้มี
ความแม่นย าลดลง ดงันัน้เพื่อเป็นปรับปรุงประสิทธิภาพของโมเดลเราจึงจ าเป็นที่จะต้องฝึกสอน
โมเดลด้วยภาพ Scout film สองภาพที่มี ความคลาดเคลื่อนเชิงมุม  และท าการปรับแต่ง
พารามิเตอร์(Hyperparameter) ที่เก่ียวข้องเพื่อให้โมเดลสร้างรูปทรงสามมิติสามารถให้ผลลพัธ์ที่
แม่นย าแม้ว่า Input ที่รับเข้ามามีความคลาดเคลื่อนเชิงมมุก็ตาม 

5.1 การสร้างภาพถ่ายรังสีแบบดิจิทัลแบบมุมคลาดเคลื่ อน (Misaligned Digitally 
Reconstructed Radiograph) 

ในขัน้ตอนนีเ้ราจะใช้ Scout film สองภาพที่มีมุมมองคลาดเคลื่อนกัน 90±10 องศา โดย
การน าภาพ CT ที่มี ค่าเป็นสัมประสิทธ์การลดทอนเชิงเส้น  𝜇(𝑥,𝑦,𝑧) หน่วย mm-1 ที่ ได้  จาก
ความสมัพนัธ์สมการที่ 3 หรือสมการที่ 4 ในหวัข้อที่ 3.2.2 มาใช้ในการสงัเคราะห์ Scout film โดย
จะเปลี่ยนมุมที่รังสีวิ่งแผ่นภาพ CT เป็นสองมุมมองที่ท ามุมตัง้ฉากกัน และมีความคลาดเคลื่อน
เชิงมุมตัง้แต่ 0 – 10 องศา หลังจากนัน้ท าการสังเคราะห์ภาพรังสีแบบดิจิทัลด้วยเทคนิค Ray 
casting โดยดดัแปลงกฎของ Beer Lambert [16] ดงัที่ได้กล่าวไว้แล้วในสมการที่ 5 จะได้ผลลพัธ์
ดงัแสดงดังรูปที่ 53 ชุดข้อมูลที่สงัเคราะห์ขึน้จะถูกน าไปใช้ส าหรับการฝึกสอนโมเดลสร้างรูปทรง
สามมิติในหวัข้อถดัไป 

 
รูปที ่53 การสงัเคราะห์ Scout film ทีมี่ความคลาดเคลื่อนเชิงมมุที ่90±10 องศา 
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5.2 การปรับปรุงโมเดลการสร้างภาพสามมิติที่สามารถประมวลผลภาพถ่ายรังสี สอง
มุมมองท่ีมีความคลาดเคลื่อนเชิงมุม 

 การแก้ปัญหาเร่ืองภาพถ่ายรังสีสองมุมมองที่ท ามุมคลาดเคลื่อนกัน สามารถท าได้
หลากหลายวิธีดงันี ้

1) การปรับมมุมองของภาพถ่ายรังสีที่เป็นข้อมลูขาเข้า: เพื่อปรับมมุมองของภาพถ่ายรังสีแต่
ละภาพให้มีมมุมองตรงกบั internal/external oblique view มมุ 45 องศา โดยประยุกต์ใช้
โครงข่ายที่ออกแบบมาส าหรับการหมนุภาพในสามมิติซึ่งใช้โครงข่ายแบบ GAN [38, 39] 
ก่อนน าภาพที่ถูกหมนุแล้วไปใช้เป็นข้อมลูขาเข้าของโมเดลการสร้างรูปทรงสามมิติ การใช้
วิธีนีม้ีข้อดี คือ ช่วยให้เราสามารถปรับภาพถ่ายรังสีให้อยู่ในมมุมองที่เราต้องการได้อย่าง
สมจริง แต่วิธีนีม้ีโอกาสลดทอนรายละเอียดของรอยแตกหกัของภาพถ่ายรังสีให้มีผิดเพีย้น
จากภาพต้นฉบับได้ ซึ่งอาจส่งผลให้ผลลัพธ์จากการการสร้างรูปทรงสามมิติสร้างรอย
แตกหกัของกระดกูต้นขามีความผิดพลาดมากขึน้ 

2) การปรับเปลี่ยนตวัประมวลผลพืน้ฐานของโครงข่าย: ใช้ตวัประมวลผลที่มีคุณสมบติัท่ีไม่
ขึน้อยู่กับการหมุนของวัตถุ (Rotational invariant) จากงานวิจัย CyCNN [40] วิธีการนี ้
เป็นการปรับปรุงตวัประมวลผลแบบ Conv2D ให้สามารถรับรองการหมนุของภาพสองมิติ
ขาเข้าได้ โดยแปลงทัง้ภาพและตัวประมวลผลจากระบบพิกัดคาร์ทีเซียน (Cartesian 
coordinate system) ให้ เป็น ระบบพิ กัด เชิ งขั ว้  (Polar coordinate system) เพื่ อ ให้
โครงข่ายสามารถเรียนรู้คณุสมบติัจากรูปภาพขาเข้าที่การหมนุได้ แต่อย่างไรก็ตามวิธีการ
นีส้ามารถน าไปใช้ได้การหมุนของภาพในสองมิติเท่านัน้ ดังนัน้วิธีการนีจ้ึงยังไม่สามารถ
น ามาประยุกต์กับภาพที่มีความคลาดเคลื่อนจากการหมนุในสามมิติของทิศทางการฉาย
รังสีได้ 

3) การปรับปรุงการท างานของ fusion module: ให้สามารถผสมคุณสมบัติเชิงปริมาตร 
(volumetric feature) ที่มีความคลาดเคลื่อนเชิงมุมได้  โดยการปรับปรุงรูปแบบการ
ประมวลผลภายในใหม่  วิธีนีอ้าจเป็นวิธีที่ง่ายและซับซ้อนน้อยที่ ดีสุดเนื่องจากไม่
จ าเป็นต้องออกแบบ Encoder กับ Decoder ใหม่ โดยยังคงใช้ภาพถ่ายรังสีต้นฉบับ (ซึ่ง
ไม่ถกูลดทอนรายละเอียดจากการใช้วิธีการแรกได้)  ดังนัน้ผู้วิจยัจึงเลือกใช้วิธีการนีใ้นการ
แก้ปัญหา โดยมีรายละเอียดดงันีต่้อไป 

 เร่ิม ต้นจากการวิ เคราะห์ ปัญหาที่ เกิดขึ น้จาก Fusion module เดิม ซึ่งเป็นการน า 
Decoded features หรือ 𝐷𝑣(𝑖) ที่ได้จากขัน้ตอนการถอดรหัสในแต่ละมมุมอง 𝑣 𝜖 {1,2} มารวมกัน 
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โดยมีการสลับล าดับของเทนเซอร์(Permutation, P) ของ 𝐷2

(𝑖) หรือการมุม 90 องศารอบแกน
แนวด่ิง ให้มีมมุมองที่ตรงกบั 𝐷1

(𝑖) ก่อน จากนัน้ใช้ Conv3D{filter=3x3x3, stride=1, padding=1} 
+ InstanceNorm3d(IN) + ReLU ในการผสมคุณสมบัติ 𝐷1

(𝑖) กับ 𝑃 (𝐷2(𝑖)) เข้าด้วยกันดังที่ได้
อธิบายไว้ในหวัข้อ 3.3 (รูปที่ 40)  หากพิจารณาตวัอย่างของการผสมคณุสมบติั 𝐷1

(𝑖) กบั 𝑃 (𝐷2(𝑖)) 
จากภาพถ่ายรังสีที่มีมมุมองคลาดเคลื่อนกนั 10 องศาตามรูปที่ 53  การผสมคณุสมบติั Decoded 
features 𝐷𝑣(𝑖) ทัง้สองมุมมองเข้าด้วยในแบบอุดมคติ (Idea fusion process) จะเกิดขึน้เมื่อเป็น
การผสมคุณสมบัติ ณ ต าแหน่ง key-point บน anatomical structure ที่สอดคล้องกันของแต่ละ
ปริภูมิสามมิติ 𝐷1

(𝑖) และ 𝐷2
(𝑖) (ตามกรอบสีน า้เงินแสดงดงัรูปที่ 54 และรูปที่ 55)  แต่ทว่าการใช้ 3D 

Convolution operation ที่มีขนาด 3x3x3 ในการผสมคุณสมบัติ Decoded features 𝐷𝑣(𝑖) จะ
สามารถผสมคุณสมบติัทัง้สองได้ประมาณ 20% ของการผสมคุณสมบติัในอุดมคติเท่านัน้ (ตาม
กรอบสีแดงในรูปที่ 55) เนื่องจาก 3D Convolution จะสามารถผสมคณุสมบติัได้ทีละต าแหน่งบน
ปริภูมิสามมิติเท่านัน้ ไม่สามารถผสมคุณสมบัติที่สอดคล้องกันระหว่างสองต าแหน่งได้อย่าง
ครอบคลมุ ซึ่งเกิดขึน้จากการคลาดเคลื่อนเชิงมมุในระหว่างการถ่ายภาพรังสีจริงๆ ซึ่งไม่สามารถ
ระบไุด้ว่าความคลาดเคลื่อนเชิงมมุดงักลา่วมีค่าเท่าไรและมากน้อยเพียงไร 

 
รูปที ่54 ตวัอย่างภาพคณุสมบติั D1

(i) กบั P(D2
(i)) ทีซ่้อนทบักนัของภาพรังสีสองมมุมองทีมี่ความ

คลาดเคลื่อนเชิงมมุ 10 องศา  กรอบสีน ้าเงินแสดงถึงต าแหน่ง key-point บน anatomical 
structure เดียวกนัของแต่ละมมุมอง 
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รูปที ่55 การผสมคณุสมบติัของ Native fusion module ในหวัข้อที ่3.3  หมายเหตกุรอบสีน ้าเงิน
ทัง้สองแสดงต าแหน่งการผสมกนัในอดุมคติ ส่วนกรอบสีแดงแสดงต าแหน่งการผสมกนัทีเ่กิดข้ึน

ขณะใช้ Conv3D 
 จากการวิเคราะห์ปัญหาของความคลาดเคลื่อนในการผสมคุณสมบัติที่เกิดขึน้ เราจึงมี
ความจ าเป็นที่จะต้องปรับปรุงวิธีการผสมคณุสมบติัให้สามารถประมวลผลได้อย่างมีประสิทธิภาพ
ถึงแม้ว่าจะมีการคลาดเคลื่อนเชิงมุมเกิดขึน้ระหว่างคุณสมบติั 𝑑1

(𝑖) และ 𝑑2
(𝑖)  ก็ตาม  เป้าหมาย

ของการผสมคณุบติัคือการเลือกใช้ตัวประมวลผลที่สามารถรวบรวมคณุสมบติัทัง้สองต าแหน่งได้
ในต าแหน่งของการประมวลผลเดียวกัน (𝑖, 𝑗, 𝑘) เราจะแก้ปัญหานีโ้ดยการใช้ 2D Convolution 
ขนาด 3x3 (กรอบสีเหลือง) ในการผสมคณุสมบติัแทนการใช้ 3D Convolution ขนาด 3x3x3 ตาม
รูปที่ 56 เนื่องจาก 2D Convolution จะประมวลผลตามมิติ channel ใดๆ บนเทนเซอร์สองมิติ ซึ่ง
เราสามารถก าหนดให้ 2D Convolution ท าการคอนโวลูชันบนมิติใดก็ได้ เราจะขอเรียกว่า “การ
ผสมคุณสมบัติแบบหนึ่งแกน”  แสดงดังรูปที่ 56(ก) จะเห็นว่า 2D Convolution สามารถวิ่งผ่าน
บริเวณการผสมกันแบบอดุมคติ (กรอบสีน า้เงิน) ซึ่งจะครอบคลุมปริมาตรมากกว่า 90% ของ
ปริมาตรการผสมแบบอุดมคติ และเราจะใช้  2D Convolution ส าหรับแต่ละแกนของปริมาตร
เพื่อให้ครอบคลมุการคลาดเคลื่อนในทุกๆ แกนหมนุ ซึ่งเราจะตัง้ชื่อขัน้ตอนการผสมคณุสมบติันีว้่า 
“การผสมแบบแกน (Axial-fusion module)” แสดงดงัรูปที่ 56(ข) ซึง่มีรายละเอียดดงัต่อไปนี ้
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(ก) ผสมแบบหน่ึงแกน    (ข) ผสมทัง้สามแกน 

รูปที ่56 การผสมคณุสมบติัดว้ย 2D Convolution แบบ Axial-fusion 

น า decoded features 𝑑𝑣(𝑖) ของแต่ละระดบัชัน้ 0 ≤ i ≤ L − 1  มาท าการผสมเข้าด้วยกัน 
โดย  จะถูกสลับล าดับของเทนเซอร์เพื่อหมุน 90 องศารอบแนวด่ิงก่อน จากนัน้น ามาท าการ
เชื่อมต่อคุณสมบัติ (channel-wise concatenation) ในมิติ depth, height และ width ของเทน
เซอร์ แล้วท าการ Conv2D{ filter=3x3x3, stride=1, padding=1} บนแต่ละแกนมิติของเทนเซอร์
ตามล าดับ โดยแต่ละมิติจะถูกก าหนดให้ channel ของข้อมูลขาออกมีขนาดเท่ากับ resolution 
ของระดบัชัน้นัน้ๆ แสดงดงัสมการท่ี 24 

 𝐷𝑎𝑥𝑖𝑠
(𝑖) ≡ 𝑑𝑎𝑥𝑖𝑠

(𝑖)
= ℋ2𝐷𝑎𝑥𝑖𝑠 [𝑑1

(𝑖), 𝑃 (𝑑2
(𝑖))]

𝑎𝑥𝑖𝑠
 สมการท่ี 24 

โดยที่ 𝑎𝑥𝑖𝑠 ∈ {𝑑𝑒𝑝𝑡ℎ, ℎ𝑒𝑖𝑔ℎ𝑡, 𝑤𝑖𝑑𝑡ℎ} คือ แกนของมิติ ความลึก, สูง และกว้าง ตามล าดับ,  𝑖 ∈
[0, 𝐿 − 1] คือระดบัชัน้, เคร่ืองหมาย ≡ คือการแปลงรูป 2D features ให้อยู่ในรูปของ 3D features 
และ [ ]𝑎𝑥𝑖𝑠 แสดงถึงการท า concatenation บนแกนมิติใด 

จากนั น้น า  𝐷𝑎𝑥𝑖𝑠(𝑖)  แต่ละแกนมิ ติมาท าการผสมกัน ด้วย Conv3d{filter=3x3x3 , stride=1 , 
padding=1} + InstanceNorm3d(IN) + ReLU ตามสมการที่  25  จะได้ 𝐹(𝑖) และท าการ Up-
sampling เพื่อเพิ่ม resolution เป็น 𝐹(𝑖+1) ใช้น าไปผสมกบั 𝐷𝑎𝑥𝑖𝑠

(𝑖+1)  ที่อยู่ในระดบัชัน้ถดัๆ ไป 

 
𝐹(𝑖) = {

ℋ3𝐷 ([𝐷𝑑𝑒𝑝𝑡ℎ
(𝑖) , 𝐷ℎ𝑒𝑖𝑔ℎ𝑡

(𝑖) , 𝐷𝑤𝑖𝑑𝑡ℎ
(𝑖) , 𝒰3𝐷(𝐹

(𝑖+1))]) , 𝑖 < 𝐿 − 1

ℋ3𝐷 ([𝐷𝑑𝑒𝑝𝑡ℎ
(𝑖) , 𝐷ℎ𝑒𝑖𝑔ℎ𝑡

(𝑖) , 𝐷𝑤𝑖𝑑𝑡ℎ
(𝑖)

]) , 𝑖 = 𝐿 − 1
 สมการท่ี 25 

โดยที่ ℋ3𝐷 แสดงการท า 3D Convolution, 𝑖 = 𝐿 − 1  คือระดบัชัน้ต่างๆ และ [ ] คือแสดงถึงการ
ท า concatenation  
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รูปที ่57 โครงสร้าง Axial-fusion module ใช้ส าหรับเพ่ิมประสิทธ์ิภาพการรวมคณุสมบติัทีมี่

มมุมองคลาดเคลือ่นกนั 
 

5.3 ผลลัพธ์จากการปรับปรุงโมเดลสร้างรูปทรงสามมิติด้วย Axial-fusion module 

 เพื่อท าการเปรียบเทียบผลลพัธ์ที่จากการสอนโมเดลสร้างรูปทรงสามมิติจากภาพถ่ายรังสี
สองมุมมองที่คลาดเคลื่อนกัน เราท าการทดสอบกับชุดตัวอย่างทดสอบ และท าการเปรียบเทียบ
ผลลพัธ์จาก 3 โมเดล ดงัต่อไปนี ้ 

A. FracReconNet-Aligned ซึ่งถูกสอนกับชุดข้อมูลภาพถ่ายรังสีสองมุมมองที่ตัง้ฉากกัน
พอดี (Aligned dataset) 

B. FracReconNet-Misaligned ซึ่ งถูกสอนกับชุด ข้อมูลภ าพถ่ าย รังสี สองมุมมองที่
คลาดเคลื่อนกนั (Misaligned dataset) 

C. FracReconNetAxial-Misaligned ใช้ Axial-fusion module ที่ คิดค้นขึน้ในหัวข้อที่  5.2 
และถูกสอบกับชุดข้อมูลภาพถ่ายรังสีสองมุมมองที่คลาดเคลื่อนกัน  (Misaligned 
dataset) 

ในการประเมินเราจะใช้ IoU และ ASSD metrics ในการวัดความแม่นย าของรูปทรงสามมิติที่ถูก
สร้างขึน้ แสดงดังรูปที่ 58 และรูปที่ 59 ตามล าดับ และการทดสอบแบบจับคู่ (Paired T-test) 
เปรียบเทียบความแตกต่างระหว่างผลลพัธ์ที่ได้ของแต่ละโมเดล) ด้วยความเชื่อมั่นที่ 95% แสดง
ดงัตารางที่ 8 และตารางที่ 9  (ผลลพัธ์อย่างละเอียดแสดงในภาคผนวก A ถึง C) สามารถอธิบาย
ผลลพัธ์ได้ดงันี ้
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1) พิจารณาผลลพัธ์กรณีที่ไม่มีความคลาดเคลื่อนเชิงมุม จะพบว่าโมเดล A จะให้ผลลพัธ์ที่
แม่นย าที่สุด (IoU=0.846, ASSD=0.934 mm) เนื่องจากถูกฝึกสอนให้ประมวลผลบน
ภาพรังสีสองมุมมองที่ตัง้ฉากกนัพอดีเท่านัน้ จึงท าให้โมเดลดงักล่าวท างานได้ดีที่สุดเมื่อ
ชุดตัวอย่างทดสอบไม่มีความคลาดเคลื่อนเชิงมุม ส่วนโมเดล  B และ C ให้ผลลพัธ์ที่แย่
กว่า เพราะถูกฝึกสอนด้วยข้อมูลภาพถ่ายรังสีที่มีความคลาดเคลื่อนเชิงมมุที่หลากหลาย 
ท าให้การอนมุานผลลพัธ์จากข้อมลูภาพที่ไม่มีความคลาดเคลื่อนท าให้ได้แย่กว่าโมเดล A  

2) พิจารณาผลลพัธ์กรณีที่เมื่อมีความคลาดเคลื่อนเชิงมมุ จะพบว่าที่มมุคลาดเคลื่อนต ่ากว่า 
4 องศา โมเดล  A จะยังให้ผลลัพธ์ที่ ดีที่สุด (IoU=0.838-0.846, ASSD=0.934-0.982 
mm) เนื่องจากโมเดล A ถูกฝึกสอนด้วยภาพรังสีที่ไม่มีความคลาดเคลื่อนเชิงมุมเท่านัน้ 
จึงท าให้ แต่เมื่อภาพรังสีมีความคลาดเคลื่อนเชิงมมุเกิน 4 องศาขึน้ไป โมเดล C จะท างาน
ได้แม่นย ามากที่สุด (IoU=0.826, ASSD=1.052 mm) ทัง้โมเดล  B และ C ที่ถูกสอน
ข้อมูลภาพรังสีที่มีความคลาดเคลื่อนเชิงมุมจะมีอัตราการลดลงของค่าความแม่นย าทัง้ 
IoU และ ASSD อย่างช้าๆ  ส่วนโมเดล A ที่ถูกสอนด้วยภาพรังสีที่ตัง้ฉากพอดีนัน้ จะมี
อัตราการลดลงของค่าความแม่นย าทัง้ IoU และ ASSD อย่างรวดเร็วเมื่อความเคลื่อน
เชิงมมุมีค่ามากย่ิงขึน้ (IoU=0.781-0.823, ASSD=1.082-1.410 mm) 

 
รูปที ่58 กราฟแสดงค่า Average IoU ของผลลพัธ์การสร้างรูปทรงสามมิติ ที่ความคลาดเคลื่อน

เชิงมมุต่าง (2.5 ถึง 10 องศา) 
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รูปที ่59 กราฟแสดงค่า Average ASSD ของผลลพัธ์การสร้างรูปทรงสามมิติ ที่ความคลาด

เคลือ่นเชิงมมุต่าง (2.5 ถึง 10 องศา) 

ตารางที่ 8 เปรียบเทียบความแตกต่างระหว่างผลลพัธ์ทีไ่ดจ้ากโมเดล FracReconNet-Aligned, 
FracReconNet-Misaligned และ FracReconNetAxial-Misaligned ดว้ย IoU 

 

ตารางที่ 9 เปรียบเทียบความแตกต่างระหว่างผลลพัธ์ทีไ่ดจ้ากโมเดล FracReconNet-Aligned, 
FracReconNet-Misaligned และ FracReconNetAxial-Misaligned ดว้ย ASSD 
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ตารางที่ 10 เปรียบเทียบจ านวนพารามิเตอร์ (Learnable parameters), การใช้ vRAM, 
ระยะเวลาฝึกสอน (Training time) และระยะเวลาอนมุานผลลพัธ์ (Inference time) ระหว่าง

โมเดล FracReconNet ทีใ่ช้ Fusion module แบบเดิมกบัแบบ Axial-fusion 

 
จากผลลพัธ์ที่ได้จะเห็นว่า การใช้ Axial-fusion module จะให้ผลลพัธ์การสร้างรูปทรงสามมิติได้ดี
มากยิ่งขึน้เมื่อภาพถ่ายรังสีมีความคลาดเคลื่อนเชิงมมุ แต่ก็ต้องมีข้อสงัเกตที่ต้องพิจารณาเพิ่มเติม 
จากตารางที่ 10 จะพบว่า Axial-fusion module จะมีจ านวน learnable parameters เพิ่มขึน้และ
ต้องใช้ vRAM มากกว่าเดิมประมาณ 2 เท่า และระยะเวลาในการฝึกสอนและการอนุมานผลลพัธ์
เพิ่ มขึ น้ประมาณ  3.5 เท่า  ส่งผลให้ ต้องใช้หน่วยหน่วยประมวลผลกราฟิกส์  (Graphics 
processing unit: GPU) ที่มีความจุ Virtual RAM ที่มากขึน้ ซึง่มีราคาแพง และต้องการพืน้ที่ติดตัง้
เพิ่มเติมบนคอมพิวเตอร์ 
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บทที่ 6 
การประเมินเชิงคุณภาพของโมเดลสร้างรูปทรงสามมิติ 

6.1 วิธีการประเมินเชิงคุณภาพ 

 ในการประเมินเชิงคุณภาพของโมเดลสร้างรูปทรงสามมิติ จะให้คุณหมอผู้ เชี่ยวชาญใน
การวิ เคราะห์ภาพถ่ายรังสี  ได้แก่  รังสีแพทย์(Radiologist), ศัลยแพทย์ทางออร์โธปิ ดิคส์ 
(Orthopaedic surgery) หรือผู้ อ่ืนๆที่ เก่ียวข้องเป็นผู้ ท าการประเมินคุณภาพของผลัพธ์ โดย
ผู้ เชี่ยวชาญที่เข้าร่วมท าการประเมินจะได้รับตัวอย่างทดสอบจ านวน 12 ตัวอย่าง แต่ละตัวอย่าง
ทดสอบจะประกอบไปด้วยภาพถ่ายรังสี (2D radiographs) ในมมุมอง Internal/External oblique 
ที่มุม -45 และ +45 องศา บริเวณกระดูกต้นขา (เป็น Input ของอัลกอริทึม) จ านวน 2 ภาพต่อ 1 
ตวัอย่างทดสอบ และรูปทรงสามมิติของกระดกูที่ถูกสร้างขึน้ (3D reconstructed image) ซึ่งเป็น 
Output ของอลักอริทมึ แสดงดงัรูปที่ 60 

 
รูปที ่60 ตวัอย่างทดสอบ ซ่ึงประกอบไปดว้ย ภาพถ่ายรังสี (Input) และรูปทรงสามมิติทีถู่กสร้าง

ข้ึน (Output) เพือ่ใช้ส าหรับประเมินเชิงคณุภาพ 

จากนัน้ให้จะให้ผู้ เชี่ยวชาญท าการเลือกชนิดการแตกหกัของกระดกูต้นขาตามการจ าแนกประเภท
ห ลั ก  (Main-categories)  ข อ ง  Pipkin, Garden, Evan แ ล ะ  Russell-Taylor fracture 
classification หรืออ่ืนๆ (ตามรูปที่ 61) ซึ่งแต่ละประเภทหลกัจะมีการจ าแนกประเภทย่อย (Sub-
categories) หรือชนิดของการแตกหกั (Type) ที่แตกต่างกนัออกไป โดยวิเคราะห์จากภาพสามมิติ
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ของกระดูกต้นขาที่อัลกอริทึมสร้างขึน้  และท าการประเมินเพื่อเปรียบเทียบภาพสามมิติของ
กระดกูที่อลักอริทมึสร้างขึน้กบัภาพถ่ายรังสีสองมมุมอง ว่ามีความสอดคล้องกนัหรือไม่ โดยท าการ
ประเมินความพึ่งพอใจของผลลพัธ์เชิงคณุภาพของภาพสามมิติที่อลักอริทมึสร้างขึน้ ผ่าน Google 
Doc ด้วยเกณฑ์การให้คะแนนดงัต่อไปนี ้

I. Correctness of the femoral shape: ความถกูต้องของรูปทรงกระดกูต้นขา 
II. Correctness of fracture details: ความถกูต้องของร่องรอยการแตกหกัของกระดกูต้นขา 
III. Correctness of the bone fragment position: ความถูกต้องของต าแหน่งการวางตวัของ

กระดกูที่แตกหกัละชิน้ 
IV. Beneficial in diagnosis of femoral fracture: ประโยชน์ต่อการวินิจฉัยการแตกหักของ

กระดกูต้นขา 
V. Benefits for preoperative planning of femoral fracture: ประโยชน์ต่อการน าไปใช้ใน

การวางแผนการผ่าตดั 
VI. Satisfaction: ความพึง่พอใจโดยรวมในการใช้อลักอริทมึนี ้

 
รูปที ่61 การจ าแนกการแตกหกัของกระดูกตน้ขาแบบต่างๆ 

โดยการประเมินจะเป็นแบบ blind test กล่าวคือ ผู้ ท าการประเมินจะไม่ทราบรูปทรงสามมิติที่
แท้จริง หรือ Ground truth ของตัวอย่างทดสอบนัน้ๆ แต่จะได้รับรูปทรงสามมิติที่ถูกสร้างขึน้โดย
อัลกอริทึมเท่านัน้ และตัวอย่างทดสอบจะถูกแบ่งออกเป็น 3 กลุ่มตัวอย่างทดสอบ ได้แก่ Intact, 
nondisplaced และ displaced samples โดยจะใช้เกณฑ์ประเมินตามข้อ I-IV ที่กลา่วไว้ข้างต้น 
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6.2 ผลลัพธ์จากการประเมินเชิงคุณภาพ 

 จากการประเมินเชิงคณุภาพในหวัข้อที่ 6.1 เราสามารถสรุปผลได้ดงัต่อไปนี ้

1) ความสามารถน าไปวินิจฉยัเพื่อจ าแนกการแตกหกัของกระดกูต้นขา  
หลงัจากให้ผู้ เชี่ยวชาญท าการทดลองวินิจฉัยเพื่อจ าแนกประเภทของการแตกหัก

ของกระดกูต้นขา จะพบว่าความถกูต้องของการวินิจฉยั (Diagnosis scores) ส าหรับกลุ่ม
ตัวอย่าง Intact, Nondisplaced และ Displaced samples จะอยู่ ท่ี  89.29%, 78.57% 
และ 79.02% ตามล าดบั และมีความถกูต้องโดยรวมอยู่ที่ 71.88% ตามเกณฑ์การจ าแนก
ประเภทหลัก (Main-categories) แสดงดังกราฟแท่งสีน า้เงินแสดงดังรูปที่  62  หาก
พิจารณาตามเกณฑ์การจ าแนกประเภทย่อย (Sub-categories) จะได้คะแนนความ
ถูกต้องของการวินิจฉัยของแต่ละกลุ่มลดน้อยลงมาอยู่ที่  84.38% (Intact), 62.05% 
(Nondisplaced), 64.29% (Displaced) และ 70.24% (Overall) แสดงดังกราฟแท่งสีส้ม
แสดงดังรูปที่ 62  จะเห็นว่ามีความแตกต่างของผลลพัธ์ระหว่างการจ าแนกประเภทหลกั
กับการจ าแนกประเภทย่อย เนื่องจากการจ าแนกประเภทหลักสามารถท าได้ง่ายกว่า 
เพราะจ าแนกโดยการระบุต าแหน่งหรือบริเวณที่มีการแตกหักของกระดูกเท่านัน้  ส่วน
จ าแนกประเภทย่อยจะต้องพิจารณาถึงชนิดหรือรูปแบบของการแตกหกัร่วมด้วยซึ่งท าได้
ยากกว่า ซึ่งในประเด็นนีเ้ราจะท าการศึกษาและพฒันาอลักอริทึมต่อไปในอนาคต เพื่อให้
สามารถใช้ในการจ าแนกประเภทการแตกหกัอย่างละเอียดได้ดียิ่งขึน้ 

 
รูปที ่62 ความถูกตอ้งของการวินิจฉยัเพือ่จ าแนกประเภทการแตกหกัของกระดูกตน้ขา 
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2) ผลจากการประเมินความพึง่พอใจแบบกลุม่ 
ในการประเมินแบบกลุ่ม เราได้แบ่งตัวอย่างออกเป็น 3 กลุ่ม (Group I: Intact, 

Group I: Nondisplaced และ  Group III: Displaced samples) จากความ เห็ น ของ
ผู้ เชี่ยวชาญ (ตามรูปที่ 63) คะแนนความถูกต้องของรูปทรงโดยรวมที่  4.13±0.67S.D., 
คะแนนมีความถูกต้องของร่อยแตกหักโดยรวมที่ 4.13±0.56S.D., คะแนนความถูกต้อง
ของต าแหน่งการวางตวัของกระดกูที่แตกหกัละชิน้ 4.13±0.64S.D., คะแนนความสามารถ
ในการน าไปใช้ประโยชน์ต่อการวินิจฉัยการแตกหักของกระดูกต้นขา 4.00±0.4S.D., 
คะแนนความสามารถในการน าไปใช้ประโยชน์ในการวางแผนการผ่าตดัของกระดกูต้นขา 
3.96±0.52S.D., และได้คะแนนความพึ่งพอใจโดยรวมที่ 3.88±0.56S.D.  ซึง่โดยภาพรวม
แล้วสามารถสรุปได้ว่าว่าอลักอริทึมนีม้ีประโยชน์ในทางคลินิกและความพึ่งพอใจในการใช้
งานที่ประเมินโดยคณุหมอผู้ เชี่ยวชาญอยู่ในเกณฑ์ที่ดี 

 
รูปที ่63 ผลลพัธ์จากการประเมินเชิงคณุภาพของโมเดลสร้างรูปทรงสามมิติ 

หากพิจารณาเป็นรายกลุ่มตัวอย่าง จะพบว่าตัวอย่างกลุ่มที่ 1 (Intact samples) 
ได้รับคะแนนเชิงคณุภาพตามเกณฑ์ I-III ใกล้เคียงกนั ส่วนคะแนนเชิงคณุภาพตามเกณฑ์ 
IV-VI มีค่าน้อยกว่าอาจเนื่องมาจากกลุ่มตัวอย่างนีไ้ม่มีรอยแตกหักใดๆ ปรากฏให้เห็น  
อาจท าให้แพทย์สงสยัว่ารอยแตกหกัไม่มีอยู่จริงๆ ใช่หรือไม่ 

ส่วนกลุ่มตัวอย่างกลุ่มที่ 2 (Nondisplaced samples) จะได้รับคะแนนเชิงคุณภาพ
ตามเกณฑ์ IV-VI ท่ีสงูกว่ากลุม่อ่ืนๆ อาจเนื่องมาจากกลุม่ตวัอย่างที่แตกหกัแบบไม่เคลื่อน
สามารถวิเคราะห์ได้ยากหากให้วินิจฉัยจากภาพรังสีสองมิติ การมี รูปทรงสามมิติ
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ประกอบการตดัตินใจจะเป็นประโยชน์ต่อการวินิจฉัยการแตกหกัของกระดกูในกลุม่นีม้าก
ยิ่งขึน้ 

ส่วนกลุ่มตัวอย่างกลุ่มที่ 3 (Displaced samples) จะได้รับคะแนนเชิงคุณภาพตาม
เกณฑ์ I, III-V อยู่ในเกณฑ์ที่ดีใกล้เคียงกัน ส่วนคะแนนตามเกณฑ์ VI จะท าได้น้อยกว่า
อาจเนื่องมาจากรูปทรงของผลลพัธ์ยงัมีความแม่นย าโดยรวมอยู่ในระดับปานกลาง และ
ยงัมีรอยแตกหักที่ไม่ชัดเจนมากนัก ซึ่งสอดคล้องกบัผลลพัธ์จากการประเมินเชิงปริมาณ
ในหวัข้อที่ 4.3 และ 5.3 

 สรุปจากการประเมินเชิงคณุภาพ จะพบว่าอลักอริทึมที่พฒันาขึน้สามารถช่วยให้คณุหมอ

ผู้ เชี่ยวชาญวินิจฉัยการแตกหักและวางผ่านการผ่าตัด ได้ในระดับที่ ดี  ซึ่งเป็นที่ยืนยันถึง

ประสิทธิภาพของอัลกอริทึมที่น าเสนอนี  ้ซึ่งผู้ วิจัยคิดว่าอัลกอริทึมนีย้ังต้องถูกปรับปรุงเร่ืองของ

ความถกูต้องแม่นย าให้มากขึน้ไปอีกในอนาคต 
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บทที่ 7 
สรุปผลการวิจัยและข้อเสนอแนะงานวิจัยในอนาคต 

7.1 สรุปผลการวิจัย 

 ในงานวิจยันี ้ผู้วิจยัได้ท าการพฒันาอลักอริทมึหรือโมเดลการสร้างรูปทรงสามมิติ

จากภาพถ่ายรังสีสองมมุมองของกระดกูต้นขาทัง้แบบกระดูกปกติ, แตกหักแบบไม่เคลื่อนที่ และ

แตกหักแบบเคลื่อนที่ได้ส าเร็จ ด้วยการคิดค้นโมเดลสร้างรูปทรงสามมิติ หรือ FracReconNet-

Axial ซึง่เป็นโมเดลการเรียนรู้ของเคร่ืองแบบ FPN (เป็น CNN ชนิดหนึ่ง) ประกอบกบัเทคนิคคลาส

ตัวแทนของบริเวณที่แตกหักของกระดูก และเทคนิคการเพิ่มจ านวนตัวอย่างสอนของกระดูกที่มี

รอยการแตกหัก ช่วยให้โมเดลสามารถสร้างรูปทรงสามมิติที่มีรายละเอียดการแตกหักได้อย่างมี

ประสิทธิภาพ อีกทัง้ยังได้คิดค้น Axial-fusion module เสริมความสามารถให้โมเดลสามารถ

รวบรวมข้อมูลจากภาพรังสีแต่ละมุมมองที่มีความคลาดเคลื่อนเชิงมุมได้ถึง 10 องศา ซึ่งช่วยลด

ปัญหาที่อาจเกิดขึน้จากการจดัมมุมองการถ่ายภาพรังสี จากการทดสอบความแม่นย าของผลลพัธ์

ที่ได้จะมีค่า mIoU เท่ากับ 0.827±0.083SD. และ mASSD เท่ากับ 1.043±0.481SD. จากการ

ประเมินเชิงคุณภาพหรือทดสอบการใช้งานเบือ้งต้น พบว่าอัลกอริทึมที่น าเสนอช่วยให้คุณหมอ

ผู้ เชี่ยวชาญสามารถวินิจฉัยเพื่อจ าแนกประเภทของการแตกหักของกระดูกต้นขาได้เป็นอย่างดี 

อย่างไรก็ตามผู้ ใช้งานควรควบคุมความคลาดเคลื่อนเชิงมุมให้น้อยกว่า 2-3 องศา เพื่อให้ได้

ผลลพัธ์ที่ดีกว่า 

ประโยชน์ที่คาดว่าจะได้รับ ถึงแม้ว่าในปัจจุบนัอัลกอริทึมยังมีความแม่นย าในการสร้าง

รูปทรงสามมิติไม่สงูนกั แต่ก็ยงัเป็นประโยชน์ต่อการน าไปประยกุต์ใช้ในการเรียนการสอนของนิสิต

แพทย์ และการประยกุต์ใช้ในการสื่อสารระหว่างคณุหมอกบัผู้ ป่วยหรือญาติผู้ ป่วยเพื่อให้เข้าใจถึง

สภาวะกระดูกแตกหักที่เกิดขึน้กับตัวผู้ ป่วย อีกทัง้ยังสามารถน าอัลกอริทึมที่พัฒนาขึน้ไปใช้เป็น

โมเดลต้นแบบส าหรับน าไปต่อยอดเพื่อพฒันาอลักอริทึมเพื่อสร้างรูปทรงสามมิติของกระดกูต้นขา

ที่แตกหัก ที่สามารถใช้ในงานที่ซับซ้อนยิ่งขึน้และมีความแม่นย าที่สูง   และในอนาคตหาก

อลักอริทึมได้รับการฝึกสอนด้วยชดุข้อมลูที่มีขนาดใหญ่และมีความหลากหลายจนมีประสิทธิภาพ

ที่สงูขึน้ ผู้วิจยัคาดหวงัว่าจะสามารถน าอลักอริทึมไปใช้ประกอบการวิเคราะห์สภาวะกระดกูต้นขา

ที่แตกหกั เพื่อสนบัสนนุการวินิจฉยัและการวางแผนการผ่าตดัของแพทย์ให้มีประสิทธิภาพยิ่งขึน้ 
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7.2 ข้อเสนอแนะงานวิจัยในอนาคต 

 เนื่องจากงานวิจยันีย้งัมีข้อจ ากดัในการท าวิจยัอยู่มาก เช่น จ านวนตวัอย่างส าหรับฝึกสอน
ที่มี ไม่มากพอ, การใช้ภาพถ่ายรังสีสังเคราะห์ในการฝึกสอนโมเดลการเรียนรู้เท่านัน้ , การ
ศึกษาวิจยัและเก็บข้อมูลการเก็บข้อมูลภาพถ่ายรังสีแบบย้อนหลงั (Retrospective study) จึงไม่
สามารถก าหนดขัน้ตอนการเก็บข้อมลูภาพ X-ray และ CT ในมมุมองและต าแหน่งที่สอดคล้องกนั
ได้ อีกทัง้ยังมีข้อจ ากัดในเร่ืองของเวลาและงบประมาณส าหรับการเก็บข้อมูล ดังนัน้เราจึงขอ
เสนอแนะแนวทางการท าวิจยัในอนาคต ดงัต่อไปนี ้

1. การศึกษาไปข้างหน้า (Prospective study) เพื่อให้สามารถก าหนดขัน้ตอนการเก็บ
ข้อมูลภาพ X-ray หรือ Fluoroscopy และ CT ที่มีมมุมองและต าแหน่งการถ่ายภาพรังสีที่
สอดคล้องกัน การท าเช่นนีจ้ะสามารถก าหนดหรือควบคุมตัวแปรการถ่ายภาพรังสี เช่น 
view positioning, patient arrangement, radiation dose (eV) เป็นต้น ให้เป็นมาตรฐาน
เดียวกนัหรือให้มีความหลากหลายได้ ซึ่งสามารถน าไปใช้ประโยชน์ในการฝึกสอนโมเดล
การสร้างรูปทรงสามมิติที่มีความแม่นย ามากยิ่งขึน้ โดยงานวิจัยเร่ือง X2CT-GAN ให้
ค าแนะน าไว้ว่าจ าเป็นจะต้องใช้ตัวอย่างฝึกสอนประมาณ 1000-2000 ตัวอย่างเพื่อให้
ได้ผลลพัธ์ที่แม่นย าเพียงพอที่จะน าไปใช้งานจริงได้ 

2. การเรียนรู้โดยการถ่ายโอนโมเดล (Transfer learning) เป็นการน าโมเดลที่ถูกฝึกสอนไว้
แ ล้ ว  เช่ น  FracReconNet-Axial ห รือ  Pre-trained model บน โด เมนภ าพถ่ าย รังสี
สงัเคราะห์มาท าการฝึกสอนใหม่บนโดเมนภาพ X-ray, fluoroscopy หรืออ่ืนๆ ให้โมเดล
เกิด generalization เพื่อให้สามารถจ าไปให้ได้กบัสถานการณ์จริง 

3. การท าปรับแต่ง Hyper parameters ต่างๆ ของโมเดล เช่น ขนาด filter ของ Convolution, 
ขนาดคุณสมบัติขาออกของ Convolution แต่ละส่วน, จ านวนชัน้ ของ Convolution กับ 
Normalization layer และระดับความชัน้หรือความละเอียดของการประมวลผล เป็นต้น 
เพื่อเพิ่มประสิทธิภาพ (Maximization) ในการสร้างรูปทรงสามมิติขัน้สดุ 

4. การสร้างรูปทรงสามมิติแบบแยกส่วน (3D instance reconstruction) เป็นการสร้าง
รูปทรงสามมิติของแต่ละชิน้ส่วนของกระดูกหรืออวยัวะที่สนใจแต่ละชิน้ส่วนแยกเป็นคน
ละวัตถุกัน ซึ่งแต่ละวัตถุจะเป็น label ที่แตกต่างกันในปริภูมิสามมิติ เพื่อให้ผู้ ใช้งาน
สามารถแยกส่วน, เคลื่อนย้าย, นบัจ านวน และวิเคราะห์อวยัวะหรือกระดกูแต่ละชิน้ได้ ซึ่ง
จะเป็นประโยชน์ต่อการวางแผนการผ่าตดัอย่างมาก 
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*หมายเหต ุในงานวิจยันีจ้ะเป็นการสร้างรูปทรงสามมิติของกระดูกต้นขาทัง้หมดพร้อมๆ 
กัน (3D semantic reconstruction) โดยแต่ละชิน้ส่วนจะร่วมเป็นวัตถุเดียวกันในปริภูมิ
สามมิติ ไม่สามารถแยกกนัได้ 

5. การทดลองทางคลินิก (Clinical trial) เป็นการน าอัลกอริทึมดังกล่าวไปทดลองใช้ใน
ขัน้ตอนการวินิจฉัยและวางแผนการรักษา ซึ่งพิจารณาในเร่ืองของผลลัพธ์ทางคลินิก 
(Clinical outcome) เช่น ระยะเวลาที่ใช้ในการผ่าตดั, ปริมาณเลือดที่ผู้ ป่วยเสียไประหว่าง
ผ่าตดั, จ านวนภาพถ่ายรังสีระหว่างผ่าตดั เป็นต้น 
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ภาคผนวก A 

ผลลัพธ์การสร้างรูปทรงสามมิติ วัดผลด้วย IoU metric 

ตารางที่ 11 แสดงผลลพัธ์การสร้างรูปทรงสามมิติดว้ยโมเดล FracReconNet  
ซ่ึงถูกฝึกสอนดว้ยภาพถ่ายรังสีสองมมุมองทีต่ัง้ฉากกนั (aligned data) 

 
 

ตารางที่ 12 แสดงผลลพัธ์การสร้างรูปทรงสามมิติดว้ยโมเดล FracReconNet  
ซ่ึงถูกฝึกสอนดว้ยภาพถ่ายรังสีสองมมุมองทีมี่ความคลาดเคลื่อนเชิงมมุ (misaligned data) 
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ตารางที่ 13 แสดงผลลพัธ์การสร้างรูปทรงสามมิติดว้ยโมเดล FracReconNet-Axial  
ซ่ึงถูกฝึกสอนดว้ยภาพถ่ายรังสีสองมมุมองทีมี่ความคลาดเคลื่อนเชิงมมุ (misaligned data) 
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ภาคผนวก B 

ผลลัพธ์การสร้างรูปทรงสามมิติ วัดผลด้วย ASSD metric 

ตารางที่ 14 แสดงผลลพัธ์การสร้างรูปทรงสามมิติดว้ยโมเดล FracReconNet  
ซ่ึงถูกฝึกสอนดว้ยภาพถ่ายรังสีสองมมุมองทีต่ัง้ฉากกนั (aligned data) 

 
 

ตารางที่ 15 แสดงผลลพัธ์การสร้างรูปทรงสามมิติดว้ยโมเดล FracReconNet  
ซ่ึงถูกฝึกสอนดว้ยภาพถ่ายรังสีสองมมุมองทีมี่ความคลาดเคลื่อนเชิงมมุ (misaligned data) 
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ตารางที่ 16 แสดงผลลพัธ์การสร้างรูปทรงสามมิติดว้ยโมเดล FracReconNet-Axial  
ซ่ึงถูกฝึกสอนดว้ยภาพถ่ายรังสีสองมมุมองทีมี่ความคลาดเคลื่อนเชิงมมุ (misaligned data) 
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ภาคผนวก C 
ผลลัพธ์จากการสร้างรูปทรงสามมิติแบบ 3D Volume และ Surface distance error 

 
รูปที ่64 แสดงผลลพัธ์แบบ 3D volume จากการสร้างรูปทรงสามมิติของโมเดลต่างๆ  

จากภาพถ่ายรังสีสองมมุมองทีต่ัง้ฉากกนั 

 

 
รูปที ่65 แสดงผลลพัธ์แบบ 3D volume จากการสร้างรูปทรงสามมิติของโมเดลต่างๆ  

จากภาพถ่ายรังสีสองมมุมองทีมี่ความคลาดเคลื่อนเชิงมมุ 5 องศา 
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รูปที ่66 แสดงผลลพัธ์แบบ 3D volume จากการสร้างรูปทรงสามมิติของโมเดลต่างๆ  

จากภาพถ่ายรังสีสองมมุมองทีมี่ความคลาดเคลื่อนเชิงมมุ 10 องศา 
 

 
รูปที ่67 แสดงผลลพัธ์แบบ Surface distance error จากการสร้างรูปทรงสามมิติของโมเดลต่างๆ  

จากภาพถ่ายรังสีสองมมุมองทีต่ัง้ฉากกนั 
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รูปที ่68 แสดงผลลพัธ์แบบ Surface distance error จากการสร้างรูปทรงสามมิติของโมเดลต่างๆ  

จากภาพถ่ายรังสีสองมมุมองทีมี่ความคลาดเคลื่อนเชิงมมุ 5 องศา 
 

 
รูปที ่69 แสดงผลลพัธ์แบบ Surface distance error จากการสร้างรูปทรงสามมิติของโมเดลต่างๆ  

จากภาพถ่ายรังสีสองมมุมองทีมี่ความคลาดเคลื่อนเชิงมมุ 10 องศา 
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ภาคผนวก D  

เอกสารจริยธรรมงานวิจัยในมนุษย์ 
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